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Kurzfassung 

Rekurrente Neuronale Netzwerke im LSTM-Aufbau dienen in der vorliegenden Arbeit zur 

Vorhersage der signifikanten Wellenhöhe am Standort FINO1 in der Deutschen Bucht. Es 

wurden sowohl Modelle für den Hindcast als auch für den Forecast trainiert und getestet. Dabei 

wurde ein Verfahren der Ensemblevorhersage implementiert, was mit seinem Test- und 

Optimierungsmechanismus dem aktuellen Stand der Wissenschaft entspricht. Weiterhin wurde 

mit der verschachtelten Kreuzvalidierung ein Vorgehen implementiert, was eine globale 

Bewertung der Modellperformance ermöglicht, gänzlich unabhängig von den ausgewählten Test-

Sequenzen. Durch eine Kombination einer Grid-Search und der BAYES-Optimierung konnten die 

Einflussfaktoren auf die Vorhersagefähigkeit der Modelle analysiert werden. Die wichtigsten 

Einflussfeatures auf die Vorhersage der signifikanten Wellenhöhe bilden die 

Windgeschwindigkeit und Wellenpeakperiode. Im Forecast wurden univariate und multivariate 

Analysen im multi-step-Verfahren angestellt, es konnte für eine Vorhersagezeit von 6h eine 

Abweichung von 19%, für 24h 33% und für 48h 41% im multivariaten Fall erreicht werden. Die 

Hindcast-Modelle liefern relative Differenzen zur Messung von 20% bis 25%. Eine Feature-

Selection konnte für diesen Fall als nicht vorteilhaft erachtet werden. Die erzielte Vorhersagegüte 

entspricht oder übertrifft für beide Anwendungsfälle die Werte aus vergleichbaren 

Veröffentlichungen. Die breit angelegte Studie liefert einen guten Ausgangspunkt für zukünftige 

Analysen. 

 

Abstract 

In the present work, recurrent neural networks in the LSTM structure are used to predict the 

significant wave height at the FINO1 location in the German Bight. Both hindcast and forecast 

models were trained and tested. A method of ensemble prediction was implemented, which 

corresponds to the current state of science with its test and optimization mechanism. 

Furthermore, a procedure was implemented with the nested cross-validation, which enables a 

global evaluation of the model performance, completely independent of the selected test 

sequences. Through a combination of a grid search and the BAYES-optimization, the influencing 

factors on the predictive ability of the models have been analyzed. The most important features 

on the prediction of the significant wave height are the wind speed and wave peak period. In the 

forecast, univariate and multivariate analyzes were carried out using the multi-step procedure. A 

deviation of 19% was achieved for a forecast time of 6 hours, 33% for 24 hours and 41% for 48 

hours in the multivariate case. The hindcast models provide relative differences of 20% to 25%. 

A feature selection could not be considered advantageous in this case. The forecast quality 

achieved for both applications corresponds to or exceeds the values from comparable 

publications. The broad study provides a good starting point for future analyses. 
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b Bias im NN - 
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1 Einleitung 

Angesichts des globalen Klimawandels ist der Ausbau der erneuerbaren Energien ein wichtiges In-

strument, um das 1,5-Grad Ziel zu erreichen. Der Strombedarf soll 2030 aus 80% regenerativen 

Ressourcen gedeckt werden (SPD und BÜNDNIS 90/DIE GRÜNEN UND FDP, 2021). Viele der im Koa-

litionsvertrag gesetzten Ziele wurden durch das EnergiesofortmaÇnahmenpaket (ĂOsterpaketñ) im 

Juli 2022 beschlossen (DEUTSCHER BUNDESTAG, 2022). Ziel ist der beschleunigte Ausbau der er-

neuerbaren Energien. Im Rahmen des Windenergie-auf See-Gesetzes (WindSeeG) sollen u.a. die 

Ausbauziele und die Ausschreibungsmengen erhöht, und die Planungs- und Genehmigungsverfah-

ren beschleunigt werden (BMWK, 2022). Bis 2030 soll ein Ausbauziel von 30GW Leistung im Offs-

horebereich erreicht werden, was aktuell einem Zubau von etwa 22GW in 7 Jahren entspricht 

(BMWK, 2023). In den darauffolgenden 5 Jahren sollen nochmals 10GW installiert werden (SPD 

und BÜNDNIS 90/DIE GRÜNEN UND FDP, 2021). 

Die bestehenden und zukünftigen Offshorewindenergieanlagen (kurz OWEA) erfordern ständige 

Wartung und Unterhaltung. Zusätzlich ist angesichts des verstärkten Ausbaus im Rahmen der Kon-

struktionsphase mit vermehrtem Transportaufkommen von Material und Arbeitskräften zu rechnen. 

Vorhersagemodelle für Seegang, Strömung oder Wasserstand werden neben der Vorhersage von 

Extremereignissen wie Sturmfluten auch im Rahmen von Konstruktion und Wartung von Offshorest-

rukturen benötigt, um einen reibungslosen Ablauf und beispielsweise die Zugänglichkeit der Anlagen 

zu gewährleisten. Eine zuverlässige Vorhersage kann so wirtschaftlichen Schäden der Betreiberfir-

men, sowie gesundheitlichen Schäden des Personals vorbeugen (KIESER et al., 2012). 

Die Stromerzeugung durch Wellenkraftwerke ist ein weiterer, wachsender Zweig der erneuerbaren 

Energien im Offshorebereich (GU und LI, 2022). Dabei werden Wellenenergiekonverter genutzt, um 

die kinetische bzw. potentielle Energie der Wellen in elektrische Energie umzuwandeln. Die Anfor-

derungen an die Dauerhaftigkeit und Standsicherheit solcher Anlagen im Kontext rauer Umweltein-

flüsse sind groß, insbesondere bei extremen Wellenereignissen (GRAW, 2002). Eine zuverlässige 

Vorhersage zukünftiger Wellenhöhen könnte nicht nur eine rechtzeitige Abschaltung dieser Anlagen 

gewährleisten, sondern auch die Abschätzung der Stromerzeugung ermöglichen. 

Weiterhin ist die Wellenhöhe ein wichtiger Parameter für die Planung und den Entwurf von Bauwer-

ken im maritimen Umfeld. Insbesondere angesichts des Klimawandels werden sich die Einwirkun-

gen auf allen Zeitskalen dynamisch verändern. Winddaten liegen räumlich höher aufgelöst vor und 

reichen zeitlich weiter in die Vergangenheit zurück, als Daten zum Seegang. Insbesondere Mess-

daten zu Extremereignissen sind oft fehlerbehaftet (LONDHE, 2008), numerische Modelle neigen da-

bei ebenfalls zu größeren Abweichungen (HU et al., 2021). Gleichzeitig bilden diese Extremwerte 

wichtige Daten zur Bemessung. Eine Rekonstruktion vergangener Ereignisse kann dabei helfen, die 

statistischen Modelle und Daten zu erweitern, um eine verbesserte Bemessungsgrundlage zu lie-

fern. 

In den letzten Jahren wurden daher häufiger Modelle implementiert, welche Algorithmen aus dem 

Bereich der künstlichen Intelligenz (KI) nutzen. Im Vergleich zu statistischen Methoden oder physi-

kalischen Modellen besitzen sie einige Vorteile, wie verringerte Berechnungszeiten oder verbesserte 

Identifikation von Korrelationen unter vielen Variablen (GU und LI, 2022). Im Bereich des Machine-

Learnings (ML) bietet der LSTM-Aufbau prädestinierte Fähigkeiten zur Vorhersage von sequenziel-

len Daten, dieser erfuhr daher in den letzten Jahren besondere Aufmerksamkeit. Anhand eines sol-



Untersuchung der Anwendbarkeit von Seegangsvorhersagen in der deutschen Bucht mittels Machine Learning Methoden 

Seite 2 
 

 

chen Algorithmus soll in der vorliegenden Arbeit das Potential der Vorhersage der signifikanten Wel-

lenhöhe für den Standort der Forschungsplattform FINO1 bewertet werden. Dabei wird auf die An-

wendungsfälle des Fore- und Hindcast eingegangen, und eine extensive Analyse der Einflusspara-

meter angestrebt. 
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2 Theoretische Grundlagen 

Um eine fundierte Beschreibung der Sachverhalte zu ermöglichen, werden im Folgenden die we-

sentlichen Grundlagen zur Thematik dargelegt. Dabei wird zunächst auf die Einwirkungen des See-

gangs sowie des Windes eingegangen, bevor einige relevante statistische Methoden beschrieben 

werden. 

2.1 Seegangsparameter 

Wellen entstehen durch bewegte Objekte im Wasser, die Interaktion zwischen Wind und Wasser-

oberfläche, Gravitationskräfte, Erdbeben oder Plattenverschiebungen. Im Rahmen dieser Arbeit 

werden Wellen durch letztere außergewöhnliche Einwirkungen vernachlässigt und das Augenmerk 

auf gewöhnliche Wellen gelegt, wie sie durch Wind generiert werden. Maßgebenden Einfluss auf die 

Eigenschaften dieser Wellen haben die Größen Windgeschwindigkeit, Einwirkungsdauer sowie Ein-

wirkungslänge des Windes, genannt Fetch (JOURNÉE und MASSIE, 2001).  

Zudem wird grundsätzlich zwischen zwei Wellenarten unterschieden. Angetrieben durch den Kon-

takt zwischen Wind und Wasseroberfläche entstehen bei der Windsee in ihrer Amplitude, Länge und 

Richtung unregelmäßige Wellen, die sich zudem in der Ausprägung der relativ kurzen Wellenkamm-

form unterscheiden. Bei der Dünung handelt es sich um Ausläufer der Windsee, die sich in ein wind-

beruhigtes Gebiet ausgebreitet haben. Die Wellenberge sind regelmäßiger, länger, runder als die 

der Windsee (JOURNÉE und MASSIE, 2001). Durch verschiedene Wechselwirkungen haben Dü-

nungswellen eine einheitliche Richtung und so insgesamt langkämmige Wellen (EGGERT und BAR-

THEL, 2007). 

Zur Beschreibung einer regulären Welle werden folgende Parameter genutzt: Der Ruhewasserspie-

gel ist die Höhe der Wasseroberfläche ohne Wellenauslenkung (ᾀ π), die Wassertiefe Ὠ als Ab-

stand zwischen dem Meeresboden und dem Ruhewasserspiegel, der Wellenberg als höchster und 

Wellental als niedrigster Punkt einer Welle, die Wellenhöhe Ὄ als Abstand zwischen Wellenberg und 

-Tal. Die Amplitude ὌȾς bildet den Abstand zwischen Wellenberg bzw. Wellental und Ruhewasser-

spiegel. – definiert die Auslenkung des Wasserspiegels vom Ruhewasserspiegel abhängig vom Ort 

ὼ und der Zeit ὸ, die Wellenlänge ὒ als horizontaler Abstand zwischen zwei wiederkehrenden cha-

rakteristischen Punkten wie z.B. Wellenberg eines Zeitpunktes. Die Wellenperiode Ὕ ist der zeitliche 

Abstand zwischen zwei wiederkehrenden charakteristischen Punkten bei festem Ort (EGGERT und 

BARTHEL, 2007) (siehe auch Abbildung 2-1). Das Verhältnis zwischen Wellenlänge ὒ und der Peri-

ode Ὕ wird als Dispersionsrelation bezeichnet und ist abhängig von der relativen Wassertiefe 

ὒ
ὫὝ

ς“
ÔzÁÎÈ

ς“Ὠ

ὒ
 Gl. 1 

(GRÜNBERG und GÖHLMANN, 2012). 
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Abbildung 2-1: Bezeichnungen der Wellenparameter (EGGERT und BARTHEL, 2007) 

ĂSeegang ist als stochastischer Prozess aufzufassen, der durch Messungen oder Vorhersagever-

fahren ermittelt wirdñ (EGGERT und BARTHEL, 2007). Wasserspiegelauslenkungen sowie Strömun-

gen und Drücke unterhalb der Welle sind in der Natur unregelmäßige Parameter.  

Falls für das Planungsgebiet ungenügende Seegangsdaten vorliegen, sind bei Planungs- und Bau-

maßnahmen meist Wellenmessprogramme notwendig, um die relevanten Seegangsparameter mes-

sen zu können. Dies geschieht durch Mess- und Auswertesysteme, bei denen die spektralen oder 

statistischen Eigenschaften festgestellt werden (EGGERT und BARTHEL, 2007). Diese Messung der 

Seegangsparameter erfolgt unter anderem durch Radar-, Ultraschall- oder Bojenmessungen 

(SCHMIDT et al., 2014). Eine Analyse der Messdaten kann entweder im Zeit- oder im Frequenzbe-

reich erfolgen. Zudem können für Planungs- und Baumaßnahmen auch Daten aus numerischen 

Modellen herangezogen werden. 

2.2 Spektrale Betrachtung des Seegangs 

Seegangsspektren dienen der stochastischen Darstellung und Beschreibung des irregulären See-

gangs unter kurzzeitiger und stationärer Betrachtung  (GRÜNBERG und GÖHLMANN, 2012). Die na-

türliche, irreguläre Wasserspiegelauslenkung ‒ὸ in einem zeitlichen Abschnitt kann als Superposi-

tion verschiedener, regulärer Sinus- und Cosinuswellen aufgefasst werden  

Dabei variieren die einzelnen regulären Elementarkomponenten ὲ in Amplitude ‒, Frequenz und ‫ 

Phasenverschiebung ‐ (JOURNÉE und MASSIE, 2001).  Der Phasenwinkel ‚ besteht aus der räumli-

chen Komponente Ὧ ὼz und der zeitlichen Komponente ‫ ὸz, sowie der Phasenverschiebung ‐. 

Mithilfe der FOURIER-Transformation kann das zeitliche Signal in eine unendliche Summe aus Ein-

zelwellen in den Frequenzbereich zerlegt werden bzw. umgekehrt mit der inversen FOURIER-Trans-

formation vom Frequenz- in den Zeitbereich (JOURNÉE und MASSIE, 2001). Die Parameter der 

Amplitude ‒ und der Frequenz sind durch die Transformation für jede Elementarkomponente ὲ ‫ 

bekannt und ermöglichen eine statistische Beschreibung des unregelmäßigen Seegangs. Dabei wird 

eine angemessene Anzahl an Wellenzyklen zugrunde gelegt. Die Parametrisierung kann durch das 

Wellenenergiespektrum Ὓ‫  geschehen 

Ὓ ‫ Ὠύ πȟυz ‒  Gl. 3 

‒ὸ ‒ ÃÏÓ Ὧὼ ‫ὸ ‐  Gl. 2 
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Gleichermaßen kann die Energiedichte statt als Funktion der Kreisfrequenz ⱷ [rad/s] als Funktion 

von der Frequenz █ [Hz] durch die Beziehung 

Ὓ ‫
Ὓ Ὢ

ς“
 Gl. 4 

dargestellt werden. Das entstandene Spektrum ist demnach abhängig von der Frequenz und der 

Richtung der Wellen, und kann nun statistisch ausgewertet werden. Eine zentrale Rolle dafür spielt 

das Flächenmoment n-ter Ordnung 

ά ‫ Ὓ ‫ὨGl. 5 ‫ 

Damit lassen sich viele repräsentative Größen für den Seegang berechnen, wie die signifikante Wel-

lenhöhe Ὄ  bzw. ὌȾ , welche ungefähr die mittlere Wellenhöhe der 33% höchsten Wellen einer 

Messung darstellt 

Ὄ τά  Gl. 6 

oder die Varianz der Wasserspiegelauslenkung ůɕ
2 

ά „  Gl. 7 

Die Peakperiode Ὕ ist definiert als Wellenperiode unter dem Maximum der Dichtefunktion, und steht 

in unmittelbarem Zusammenhang mit der Peakfrequenz Ὢ 

Ὕ
ρ

Ὢ
 Gl. 8 

(JOURNÉE und MASSIE, 2001). Die Form des Energiedichtespektrums sowie die statistischen Kenn-

werte hängen maßgebend von der Anzahl der betrachteten Wellenzyklen ab. Bei einer Zahl <50 

können keine statistisch repräsentativen Werte gebildet werden, da der Stichprobenumfang nicht 

ausreicht (JOURNÉE und MASSIE, 2001). 

2.3 Wind 

Wie in Kapitel 2.1 beschrieben, ist die Einwirkung des Windes für die Entstehung der Windsee ur-

sächlich. Dieser Zusammenhang fließt u.a. in numerische Modelle zur Wellenhöhenvorhersage, als 

auch in den implementierten Machine Learning Code (Kapitel 6) ein, und bildet damit eine Grundlage 

der vorliegenden Arbeit. Die Einwirkung wird im Folgenden kurz beschrieben. 

Die Windgeschwindigkeit Ὗ variiert mit der Höhe über dem Boden bzw. der Wasseroberfläche auf-

grund von Reibungseinflüssen. Diese muss in der zeitlichen Verteilung betrachtet werden. Die Be-

stimmung der Windgeschwindigkeiten und -Verteilungen kann anhand von lokalen Messungen im 

Betrachtungsgebiet, mittels theoretischer Modelle sowie im "Hindcast", also durch die Nachbildung 

vergangener Seegangsverhältnisse geschehen. Für gewöhnliche Windverhältnisse reicht eine Be-

stimmung der Windgeschwindigkeit Ὗ  als Intensität, und der Standardabweichung „  von der 

durchschnittlichen Geschwindigkeit als Variabilität (Turbulenz) aus.  

Die Messung erfolgt in einem bestimmten Zeitraum, bei Ὗ  in 10 Minuten, sowie in einer definierten 

Höhe, z.B. 10m, um die kurzzeitigen Windverhältnisse zu erfassen. Zur Beschreibung einer langfris-
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tigen Betrachtung, wie sie bei einer Bemessung eines Bauwerks benötigt wird, werden die Kurzzeit-

daten über eine lange Zeitspanne, z.B. 10 Jahre, betrachtet, um eine statistische Analyse zu ermög-

lichen (DET NORSKE VERITAS, 2014). 

2.4 Statistische Methoden 

Im Folgenden wird kurz auf relevante statistische Methoden zur Beschreibung und Bewertung von 

Datensätzen sowie der Modellgüte eingegangen, welche insbesondere für die Bearbeitung von Re-

gressionsaufgaben von Bedeutung sind.  

2.4.1 Standardabweichung 

Die Standardabweichung s wird nach Gl. 9 berechnet, und beschreibt in der Statistik die Streuung 

eines Datensatzes, ausgedrückt durch die gemittelte Abweichung vom Mittelwert. Die quadrierte 

Standardabweichung ist die Varianz ί (HEDDERICH und SACHS, 2016) 

ί
В ὼ ὼӶ

ὲ ρ
 

Gl. 9 

2.4.2 Korrelation 

Der empirische Korrelationskoeffizient ὶ  ist eine statistische Maßzahl für die Stärke eines linearen 

Zusammenhangs zwischen zwei Zufallsvariablen. Der Koeffizient ist normiert, besitzt den Wertebe-

reich ρ ὶ ρ und wird mithilfe von Gl. 10 berechnet, welche auch nach Gl. 11 vereinfacht for-

muliert werden kann.  

ὶ
В ὼ ὼӶώ ώ

В ὼ ὼӶВ ώ ώ
 Gl. 10 

ὶ
Вὼώ

ρ
ὲ
Вὼ Вώ

Вὼ
ρ
ὲ
Вὼ Вώ

ρ
ὲ
Вώ

 Gl. 11 

Ein Wert von +1 bedeutet ein positiver Zusammenhang zwischen den beiden Reihen ὼ und ώ, bei 0 

liegt keine lineare Korrelation vor, und bei -1 entsprechend ein negativer Zusammenhang. Zwischen 

den Zufallsvariablen sollte vor der Berechnung ein linearer Zusammenhang erkennbar sein, bei-

spielsweise durch Erstellen einer Punktwolke. Der Koeffizient ist weiterhin empfindlich gegen Aus-

reißer (HEDDERICH und SACHS, 2016). Eine Illustration der Problematik, welche mit einem solchen 

linearen und univariaten Parameter einhergeht, ist durch das ANSCOMBE-Quartett in ANSCOMBE, 

1973 gegeben. 

Die bisher vorgestellte bivariate Korrelationsanalyse kann die Abhängigkeit der Kriteriumsvariablen 

von mehreren Prädiktorvariablen nicht korrekt abbilden, da die untersuchten Variablen als unabhän-

gig von anderen Variablen angenommen werden (JAMES et al., 2013). Mit der multiplen Korrelati-

onsanalyse ist die Identifikation des Zusammenhangs zwischen zwei Variablen ὼ und ώ möglich, 

unabhängig von möglichen Störgrößen ᾀ. So können Scheinkorrelationen verhindert werden. Im 
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Vergleich zu mehreren bivariaten Analysen weist diese Methode eine höhere Verlässlichkeit auf. 

Der partielle Korrelationskoeffizient ὶ ȿ ergibt sich nach Gl. 12 

ὶ ȿ

ὶ ὶ ὶz

ρ ὶ ρ ὶ

 
Gl. 12 

(HEDDERICH und SACHS, 2016). 

2.4.3 Gütemaße für kontinuierliche Variablen 

Im Folgenden werden einige Gütemaße für kontinuierliche Variablen vorgestellt. Diese quantifizieren 

die Übereinstimmung zwischen vorhergesagten und tatsächlich gemessenen Daten, und können 

zur Bewertung der Qualität der Vorhersage oder auch zur Validierung eines Modells dienen. Es wird 

empfohlen, mehrere Maße in die abschließende Bewertung von Ergebnissen einfließen zu lassen 

(ARMSTRONG, 2001). 

Zentrales Element der Maße ist die Differenz zwischen der Vorhersage der Variable zum Zeitpunkt 

t ὤὸ und dem gemessenen Wert der Variable ὤὸ. Dieser ĂFehlerñ wird in der englisch sprachigen 

Literatur als Bias bezeichnet, und ist nach Gl. 13 definiert. 

ὄὭὥίὤὸ ὤὸ  
Gl. 13 

Ein weit verbreitetes Gütemaß ist der root mean squared error, kurz RMSE. Nachfolgend ist ὤ der 

Mittelwert der Messwerte und n die Anzahl der diskreten Zeitschritte. Beim RMSE wird ein minimaler 

Wert angestrebt, der Wert ist nicht normalisiert (Gl. 14). Der RMSE bezieht bereits die Varianz und 

den Bias mit ein (GOODFELLOW et al., 2016). Das relative, dimensionslose Maß wird nach Gl. 15 

berechnet. 

ὙὓὛὉ
ρ

ὲ
ὤὸ ὤὸ  

Gl. 14 

ὙὙὓὛὉ
ὙὓὛὉ

ρ
ὲ
В ὤὸ

ρzππ Gl. 15 

(ARMSTRONG, 2001).  Ein weiteres bekanntes Maß ist der mean absolute error MEA, welcher die 

absolute Differenz zwischen Messung und Modell aufsummiert (Gl. 16). Normiert ist dieser Wert 

nach Gl. 17 als relative mean absolute percentage error (RMAE, teilweise als MAPE bezeichnet) 

definiert. 
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ὓὃὉ
ρ

ὲ
ὤὸ ὤὸ

 
ὲ

ὸρ

 
Gl. 16 

ὙὓὃὉὓὃὖὉ
ρ

ὲ

ὤὸ ὤὸ

ὤὸ

 

ρzππ 
Gl. 17 

(ALI und PRASAD, 2019) .Weiterhin kann der prozentuale Fehler bzw. Bias zur Bewertung nach Gl. 

18 herangezogen werden. Optimal ist ein Wert nahe Null. Er misst die durchschnittliche Tendenz 

der vorhergesagten Daten, größer oder kleiner als die Messdaten zu sein 

ὖὄὭὥί
ρ

ὲ

ὤὸ ὤὸ

ὤὸ
 

Gl. 18 

(MORIASI et al., 2007). Das einfache Bestimmtheitsmaß Ὑ  (engl. coefficient of determination) be-

schreibt den durch das Modell erklärten Anteil der Varianz der gemessenen Daten und ist durch Gl. 

19 dargestellt. Ὑ  nimmt Werte von 0 bis 1 an, wobei höhere Werte eine geringere Fehlervarianz 

anzeigen (MORIASI et al., 2007) 

Ὑ ρ
В ὤὸ ὤὸ

В ὤὸ ὤӶὸ
 

Gl. 19 

(JÖRGES et al., 2021). 

2.4.4 Kreuzvalidierung 

Kreuzvalidierungsverfahren basieren auf resampling und bilden Testverfahren, welche unter ande-

rem die Überprüfung und Bewertung von ML-Algorithmen erlauben. Einfachste Form der Kreuzvali-

dierung ist die holdout-Methode, bei der ein Teil der Stichprobe nicht in das Modell einfließt, sondern 

zurückgehalten wird, um anschließend einen unabhängigen Datensatz zum Test zu bilden (JAMES 

et al., 2013). 

Bei der Ὧ-fachen Kreuzvalidierung (engl. Ὧ-Fold) werden die Beobachtungen in Ὧ Gruppen ungefähr 

gleicher Größe aufgeteilt. Anschließend wird eine Gruppe ausgewählt, welche als Validierungs-

gruppe dient, alle verbleibenden Beobachtungen werden für das Training verwendet, und die Vor-

hersagen können mit einem Maß quantifiziert werden. Im nächsten Schritt wird eine andere Gruppe 

für die Validierung zurückgehalten, und das Verfahren wiederholt. Über die Ὧ berechneten Gü-

temaße kann abschließend ein Mittelwert gebildet werden, welcher als Abschätzung des Test-Errors 

angesehen werden kann. Desto feiner die Stichprobe der Beobachtungen aufgeteilt wird, d.h. desto 

mehr Gruppen gebildet werden, desto höher wird der Berechnungsaufwand, da Ὧ-mal ein neues 

Training eingeleitet wird (JAMES et al., 2013). 

Für einen Überblick und Vergleich der verschiedenen resampling-Methoden, wie die Monte Carlo 

Kreuzvalidierung, siehe MOLINARO et al., 2005. 
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3  Machine Learning 

Das Programmieren intelligenten Verhaltens eines Programms oder eines autonomen Roboters ist 

mit herkömmlichen Methoden auch in den höheren Programmiersprachen fast unmöglich. Daher 

kommen maschinelle Lernverfahren (engl. Machine Learning, kurz ML) zum Einsatz, welche optional 

auch mit programmiertem Verhalten ergänzt werden können (ERTEL, 2021). 

 

Abbildung 3-1: Konzeptionelle Gegenüberstellung von traditionellen Methoden und Machine Learn-

ing (angelehnt an und übersetzt von GOOGLE DEVELOPERS, 2023) 

Den Unterschied zwischen dem traditionellen Vorgehen und den modernen Methoden des Machine 

Learnings verdeutlicht Abbildung 3-1. In ersterem Vorgehen sind die Regeln und Zusammenhänge 

bekannt, und können daher als fester Code implementiert werden. Im modernen Ansatz ist das Ver-

hältnis zwischen den Daten und den zugehörigen Antworten nicht bekannt, z.B. durch die Komple-

xität des Vorgangs oder durch eine große Zahl von Einflussfaktoren. Der Machine Learning Algo-

rithmus versucht die unbekannten Regeln zu beschreiben. Der wesentliche Unterschied zwischen 

beiden Ansätzen ist daher die Rolle und die Behandlung der dem Problem zugrundeliegenden Re-

geln. ĂMaschinelles Lernen ist ein Teilgebiet der künstlichen Intelligenz (KI), das sich mit Algorithmen 

befasst, mit denen auf Basis von Beispielen (Trainingsdaten) erwünschtes Verhalten automatisiert 

vom System erlernt werden kannñ (ERNST et al., 2020). 

3.1 Allgemeine Einordnung 

Die genaue Problemstellung der vorliegenden Arbeit wurde bereits in der Einleitung umschrieben, 

die genaue Beschreibung der Umsetzung folgt in Kapitel 6. Es sei an dieser Stelle vorweggenom-

men, dass ML das zentrale Werkzeug sein wird, um die Problemstellung zu bearbeiten. Daher wird 

sich im Folgenden auf diesen Themenbereich fokussiert. 

Bereits Mitte des zwanzigsten Jahrhunderts wurden im Bereich der Logik und der theoretischen 

Informatik durch GÖDEL und TURING die ersten Grundsteine für die Entwicklung von KI gelegt (ERTEL, 

2021). ML ist dabei nur ein Teilgebiet innerhalb des Themenkomplexes KI, wie in Abbildung 3-2 

dargestellt. 
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Abbildung 3-2: Übersicht zu Teilgebieten der KI (angelehnt an und übersetzt von THE MATHWORKS 

INC., 2023a) 

Mit wachsendem technologischem Fortschritt erhöhe sich in den vergangenen Jahrzehnten auch 

die Anzahl der Flops, ein Maß für die Leistungsfähigkeit von Computern, und damit auch die Mög-

lichkeiten in der Komplexität der implementierten künstlichen Systeme und deren Aufgaben.  

Den größten Rechenaufwand benötigt dabei die Deep Learning-Methode, als Teilgebiet der neuro-

nalen Netze bildet sie eine Form des unüberwachten Lernens. Hierbei wird kein aufbereiteter Merk-

malsvektor ὼ gegeben, stattdessen werden direkt Rohdaten eingespeist, anhand derer das System 

autonom Merkmale identifizieren soll, welche für die Aufgabe relevant sind. Dieser Prozess findet in 

tiefen neuronalen Netzen statt, in denen viele Neuronen hintereinander geschaltet sind (ERNST et 

al., 2020).  

Die Entwicklung maschineller Lernverfahren bildet eines der bedeutendsten Teilgebiete der künstli-

chen Intelligenz (ERTEL, 2021). Der Algorithmus im Lernprozess sowie in der nachfolgenden Ver-

wendung enthält eine bestimmte Anzahl an frei einzustellenden Parametern. Das Einstellen dieser 

Parameter geschieht automatisiert in der Trainingsphase (Kapitel 3.2.3). Dabei werden im Rahmen 

eines Lernverfahrens viele Trainingsdaten bereitgestellt, anhand derer die Parameter angepasst 

werden. Die Kombination verschiedener, einfacher Operationen über viele Schichten hinweg kann 

ein System bilden, welches auch komplexe Zusammenhänge eigenständig erkennt (GOODFELLOW 

et al., 2016). Im Optimalfall sollte damit die Berechnung bzw. Lösung des konkreten Problems be-

schrieben sein. In der Anwendungsphase lernt das System nicht weiter, sondern wendet hergestellte 

Zusammenhänge auf neue Daten an (ERNST et al., 2020).  

Die Aufgabenbereiche von ML-Algorithmen können vielfältig sein. Bei einer Klassifizierungsaufgabe 

soll anhand der Eingabedaten das System entscheiden, um welche Klasse es sich handelt (ERNST 

et al., 2020). Im Gegensatz zur Klassifikation wird bei der Regression kein Klassenname vorherge-

sagt, sondern eine reelle Zahl, durch die Berechnung eines Funktionswertes (ERNST et al., 2020). 

Es gibt viele weitere Anwendungsmöglichkeiten, z.B. im Bereich der Sprach- oder Datenverarbei-

tung (GOODFELLOW et al., 2016), welche aber nicht weiter beschrieben werden sollen. 

Grundsätzlich wird zwischen verschiedenen Methoden des maschinellen Lernens unterschieden, 

beginnend mit dem überwachten Lernen (engl. supervised learning). In der Trainingsphase müssen 
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die Daten der Stichprobe annotiert sein, d.h. im Falle einer Klassifizierungsaufgabe ist die Klassen-

zuordnung der jeweiligen Trainingselemente bekannt. Die dafür notwendige Vorarbeit ist aufwändig 

und durch einen Menschen durchzuführen (ERNST et al., 2020). 

Im Gegensatz dazu steht das unüberwachte Lernen (engl. unsupervised learning). Hierbei soll die 

Klassenzuordnung durch das System automatisiert aus dem Trainingselement mitgelernt werden, 

eine manuelle Vorarbeit ist also nicht nötig. Jedoch sollte initial die Anzahl der möglichen Klassen 

definiert werden. Mit steigender Komplexität der gestellten Probleme sinkt die Leistungsfähigkeit hier 

im Vergleich zu den überwachten Prozessen allerdings schneller ab (ERNST et al., 2020). 

Eine weitere Lernmethode bildet das verstärkende Lernen (engl. reinforcement learning), wobei hier 

die Klassifizierung kein Anwendungsfall wäre, sondern Aktionen sowie Aktionsketten. Ebenso wie 

beim unüberwachten Lernen ist keine annotierte Stichprobe nötig. Über ein Belohnungs- und Be-

strafungssystem werden die in einem Trainingsfall gewählten Aktionen des Systems bewertet. Die 

Information über diese Bewertung fließt im nächsten Trainingsfall in die Aktionsfindung ein, wodurch 

andere Aktionen gewählt werden und im Optimalfall erfolgreichere Aktionsketten entstehen (ERNST 

et al., 2020). 

3.2 Neuronale Netze 

Ein neuronales Netz (kurz NN) ist ein adaptives Netzwerk aus untereinander in bestimmter Art ver-

knüpfter Knoten, den Neuronen. Zwischen den künstlichen neuronalen Netzen, wie sie in Machine 

Learning Methoden Anwendung finden, und den namensgebenden biologischen Neuronen, wie sie 

z.B. zahlreich im menschlichen Gehirn vorkommen, gibt es einige Parallelen.  

Das biologische Neuron ist eine Zelle, welche in unterschiedlichen Formen vorkommen kann, und 

in verschiedene Bestandteile unterteilt wird (siehe Abbildung 3-3). Dendriten bilden die Annahme-

stelle für elektrische Impulse aus anderen Zellen, und leiten diese Information über das Soma ans 

Axon weiter. Auch das Axon ist, wie die Dendriten, ein Fortsatz des Neurons und zuständig für die 

Weitergabe von elektrischen Impulsen. Die Axonterminale an den Enden des Axons bilden mit an-

grenzenden Synapsen den Übergang zu benachbarten Zellen und deren Dendriten (ERNST et al., 

2020). 

 

Abbildung 3-3: Biologisches Neuron 1 

 
1 By Unknown author, CC BY-SA 3.0, https://commons.wikimedia.org/w/index.php?curid=1474963 



Untersuchung der Anwendbarkeit von Seegangsvorhersagen in der deutschen Bucht mittels Machine Learning Methoden 

Seite 12 
 

 

Ein künstliches Neuron weist schematisch einen ähnlichen Aufbau auf, wie in Abbildung 3-4 darge-

stellt. Ein Neuron empfängt verschiedene Eingangssignale ὥ, welche anschließend durch Multipli-

kation mit den Faktoren ύ  gewichtet und weitergeleitet werden. Eine Sonderrolle nehmen die Pa-

rameter ὦ ein. Hierbei handelt es sich nicht um ein Eingangssignal, sondern um den Bias, welcher 

unabhängig von den Signalen auf den Knoten wirkt, und für die Aktivierungsfunktion Ὣ eine entschei-

dende Rolle einnimmt (siehe Kapitel 3.2.1). Der Bias in diesem Zusammenhang geht in das Neuron 

ein, und beschreibt nicht den statistischen Bias nach Gl. 13. 

 

Abbildung 3-4: Schematische Darstellung eines künstlichen Neurons (eigene Darstellung) 

Im Knoten bzw. Neuron selbst erfolgt eine Summation der einzelnen gewichteten Signale, zudem 

kann eine Aktivierungsfunktion Ὣ angewandt werden. Es entsteht der Output des Neurons ὥ, wel-

cher wiederum an weitere Neuronen weitergegeben werden kann, oder bereits den Output des Net-

zes bildet (ERNST et al., 2020).  

3.2.1 Aktivierungsfunktionen 

In der Biologie muss eine gewisse Grenzspannung am Neuron eingehen, um das Aktionspotential 

auszulösen und den Impuls weiterzugeben. Eine ähnliche Funktion kann die Aktivierungsfunktion 

übernehmen, wie im Folgenden dargelegt wird. 

In Abbildung 3-5 ist eine Auswahl an Aktivierungsfunktionen dargestellt. Die Funktionen sind alle 

nichtlinear. Würden im Falle eines tieferen neuronalen Netzwerkes mit verschiedenen Neuronen 

hintereinander nur lineare Funktionen verwendet, dann ließe sich durch die durchgängige Linearität 

das System auf nur eine Schicht Neuronen vereinfachen, weitere Schichten wären überflüssig 

(ERNST et al., 2020). Durch die Nichtlinearität der Aktivierungsfunktionen kann bei Anordnung von 

ausreichend Knoten jede beliebige (Lösungs-) Funktion durch das System abgebildet werden 

(GOODFELLOW et al., 2016). 
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Abbildung 3-5: Verschiedene Aktivierungsfunktionen (ERNST et al., 2020) 

In nachfolgenden Kapiteln werden die Sigmoid- (kurz ů), die tanh- sowie die Rectified Linear Unit 

(kurz ReLU) -Funktionen von besonderer Bedeutung sein. Daher sind diese in Gl. 20 bis Gl. 22 mit 

ihren Ableitungen definiert 

Ὣ ὼ
ρ

ρ Ὡ
  ȟ Ὣ ὼ Ὣ ὼ ρ Ὣ ὼ  Gl. 20 

Ὣ ὼ ÔÁÎÈ ὼ
Ὡ Ὡ

Ὡ Ὡ
  ȟ Ὣ ὼ ρ Ὣ ὼ Gl. 21 

Ὣ ὼ ÍÁØπȟὼ
π    ὼ π
ὼ    ὼ π

 ȟ Ὣ ὼ
π    ὼ π
ρ    ὼ π

 Gl. 22 

(ERNST et al., 2020). Die Summe aus gewichteten Signalen und Bias geht als ὼ-Wert in die entspre-

chende Aktivierungsfunktion ein, und liefert den Output-Wert des Neurons Ὣὼ. 

Abbildung 3-5 zeigt, dass der Schwellenwert, bei dem sich die Werte nach der Aktivierungsfunktion 

deutlich ändern, meist standardmäßig bei null liegt. Der Bias ὦ, welcher bereits anhand Abbildung 

3-4 aufgegriffen wurde, wird ähnlich wie ein Wichtungsfaktor behandelt. Er ist variabel und geht in 

die Summation ein. Effektiv verschiebt dies die Schwelle, bei der sich Änderungen in der Aktivierung 

ergeben, prinzipiell wie eine Horizontalverschiebung der Funktionen (ERNST et al., 2020). 

3.2.2 Mehrschichtnetze 

Das in Abbildung 3-4 dargestellte künstliche Neuron kann als neuronales Netz mit nur einer Schicht 

(engl. single-layer) angesehen werden. Durch Anordnung von weiteren Neuronen und Verbindungen 

zwischen diesen, kann die Komplexität der Architektur, d.h. der Aufbau und die Struktur des Netzes 

und damit auch die Möglichkeiten der zu bearbeitenden Problemstellungen, erhöht werden.  

In Abbildung 3-6 ist ein Mehrschichtnetz (engl. multi-layer network) gezeigt, bei dem jedes Neuron 

mit jedem der nachfolgenden Schicht verbunden ist. Die Anzahl der Neuronen in der Eingabe- (Input-
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) und Ausgabe- (Output-) Schicht ist abhängig von der Problemstellung. Die Anzahl der verdeckten 

Schichten (engl. Hidden Layer) ist von System zu System variabel, ebenso wie die Anzahl der 

Neuronen in diesen Schichten (ERNST et al., 2020), welche auch als Hidden Units bezeichnet werden 

(VAN HOUDT et al., 2020). Die Input- und Outputschicht werden auch sichtbare Schichten (engl. 

visible Layer) genannt, da der Inhalt der Knoten dem Benutzer bekannt und zugänglich ist. Die Werte 

der Knoten innerhalb der verdeckten Schichten dagegen sind keine Elemente der bekannten Daten, 

sie sind nicht relevant bzw. nicht interpretierbar für den Benutzer (GOODFELLOW et al., 2016). 

 

Abbildung 3-6: Mehrschichtnetz (eigene Abbildung) 

Es ist zwischen dem Input und Output des Netzes und des jeweiligen Neurons zu unterscheiden, in 

den inneren Schichten ist der Output eines Neurons der Input des Nachfolgenden. Es gibt keine 

Verbindungen der Knoten innerhalb einer Schicht untereinander, zudem werden keine Schichten 

übersprungen. Bei dem dargestellten Netz handelt es sich weiterhin um ein Feed-Forward Netz, bei 

dem der Informationsfluss ausschließlich in eine Richtung von der Inputschicht zur Outputschicht 

geschieht. Mehrschichtige Feed-Forward-Netze werden auch als Mehrschicht-Perzeptron (engl. 

multi-layer perceptron) bezeichnet (ERNST et al., 2020). Zusammenfassend werden die Inputwerte 

ὼ von der Eingabeschicht an die verdeckten Schichten weitergegeben und dort nichtlinear transfor-

miert, womit der sogenannte Hidden State Ὤ entsteht. Der Vektor des Hidden States Ὤ besteht aus 

den Ausgabewerten der einzelnen Neuronen Ὦ der Schicht ὰ, welche gleichzeitig die Eingabe in die 

folgende Schicht bilden. Am Ende des Netzes werden die Werte schließlich an die Ausgabeschicht 

weitergegeben, wo sie den Outputvektor Ὠ bilden. Die Transformation ist das zentrale Element in 

allen ML-Algorithmen, und wird in den folgenden Kapiteln näher beschrieben.  

Eine Schicht ὰ ρ und die nachfolgende Schicht ὰ ist in Abbildung 3-7 dargestellt. Aus Übersichts-

gründen sind nur vier Neuronen dargestellt, das System kann aber beliebig mit weiteren Schichten 

und enthaltenen Knoten erweitert werden. Es sollen lediglich die Bezeichnungen und Indizes ver-

deutlicht werden. 
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Abbildung 3-7: Bezeichnungen innerhalb eines Mehrschichtnetzes (eigene Abbildung) 

ὥ Ὣ ύ ὥ ὦ  Gl. 23 

Eine Form der Notation der Prozesse nach Abbildung 3-7 bietet Gl. 23. Die aktuell betrachtete 

Schicht mit dem Ὦ-ten Neuron wird mit dem Exponenten ὰ bezeichnet, die vorhergehende Schicht 

mit dem Ὧ-ten Neuron wird mit dem Exponenten ὰ ρ notiert. ὥ bezeichnet den Ausgabewert des 

Neurons in der entsprechenden Schicht, ὦ den Bias, Ὣ zeigt die Anwendung einer Aktivierungsfunk-

tion, und ύ  meint den Wichtungsfaktor zwischen dem Ὧ-ten Neuron der Schicht ὰ ρ und dem Ὦ-

ten Neuron der Schicht ὰ. Die Summe nach Gl. 23 wird über alle Knoten der vorherigen Schicht ὰ ρ 

erstellt, was in Abbildung 3-7 durch das Summenzeichen innerhalb des Neurons angedeutet wird. 

Die detaillierte Formulierung der Gl. 23 kann allgemeiner auch in Vektorschreibweise notiert werden, 

siehe Gl. 24. Dazu wird die Wichtungsmatrix ὡ  benötigt, der Eintrag in der Ὦ-ten Reihe und der Ὧ-

ten Spalte ist ύ , ὥ und ὦ sind demnach Vektoren 

ὥ Ὣὡ ὥ ὦ  Gl. 24 

Die Gl. 24 kann weiter vereinfacht werden, mit 

ὥ Ὣᾀ  Gl. 25 

wobei ᾀ der gewichtete Input in die Aktivierungsfunktion ist (NIELSEN, 2015). Die Tiefe eines Netzes 

beschreibt die Anzahl der Schichten eines Mehrschichtsystems, die Breite beschreibt die Anzahl der 

Neuronen pro Schicht (GOODFELLOW et al., 2016). Grundsätzlich steigt mit wachsender Anzahl von 

verdeckten Schichten die Anzahl der aufeinanderfolgenden Rechenoperationen im Netz an, die 

Tiefe des Netzes vergrößert sich (vgl. Kapitel 3.1: Deep Learning). 

Flache Netze können mehr Breite in den verdeckten Schichten benötigen, um ähnliche Funktionen 

abbilden zu können, wie tiefe Netze. Außerdem tendieren flache Netze eher zum Overfitting, sowie 
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zu einer schlechteren Generalisierungsfähigkeit (GOODFELLOW et al., 2016). Insgesamt gibt es keine 

Empfehlung zur allgemeinen Architektur eines künstlichen neuronalen Netzes, da diese hochgradig 

problemspezifisch ist. Die Effektivität des Lernverfahrens ist unter anderem von den verwendeten 

Aktivierungsfunktionen, der Anzahl der verdeckten Schichten und der Anzahl der Neuronen in den 

verschiedenen Schichten abhängig (ERNST et al., 2020).  

3.2.3 Training 

Das Ziel der Trainingsphase im überwachten Lernen besteht darin, die Faktoren der Wichtung au-

tomatisiert auf die annotierte Antwort des Systems anzupassen (ERNST et al., 2020). Das gelernte 

ĂWissenñ wird in Form der Wichtungsfaktoren und des Bias f¿r jedes Neuron gespeichert. Diese 

Faktoren qualifizieren das System für die Anwendung auf unbekannte Daten in der Testphase. 

Durch den Trainingsprozess wird im Anwendungsfall der Regression die Regressionsfunktion 

Ὢὼȡᴙ ᴼᴙ erlernt, welche den Merkmalsvektor ὼ auf eine reelle Zahl abbildet (ERNST et al., 

2020). Eine andere Betrachtungsweise auf die Funktionsweise des trainierten Algorithmus bilden 

die bedingten Wahrscheinlichkeiten. Es wird keine Funktion erlernt, welche aus dem Input ὼ direkt 

den Funktionswert ώ berechnet, sondern eine bedingte Wahrscheinlichkeitsverteilung ὴ (ώȿὼ) (ώ 

gegeben ὼ). Das NN wird einige Parameter der Wahrscheinlichkeitsverteilung vorhersagen (z.B. 

Mittelwert) (GOODFELLOW et al., 2016). 

Bevor das Training beginnt, muss zunächst definiert werden, welcher Anteil der insgesamt zur Ver-

fügung stehenden Daten zum Training und zum Test genutzt werden soll. Innerhalb der Trainings-

phase wird ein weiterer, unabhängiger Datensatz benötigt um die Validierung durchzuführen. Die 

Anteile dieser Elemente können variieren, ERNST et al., 2020 empfehlen eine Trainingsstichprobe 

von 80%, eine Validierungsstichprobe von 10% sowie eine Teststichprobe von 10%. 

Das Training des Algorithmus und damit das Lernen erfolgt anhand von Beispielen. Ein Beispiel wird 

als Merkmalsvektor ὼ beschrieben, welcher ά reelle Werte enthält, die sogenannten Merkmale 

(engl. features) (GOODFELLOW et al., 2016). Diese Daten können je nach Anwendungsfall zunächst 

eine Vorverarbeitung oder Merkmalsextraktion durchlaufen, bevor sie in den Trainingsprozess ein-

fließen (ERNST et al., 2020).  

Die nötige Stichprobe von Trainingsbeispielen besteht aus ὲ Merkmalsvektoren (Beispielen) ὼ mit 

dem zugehörigen Funktionswert ώ. Die Auswahl der Stichprobe bestimmt dabei maßgeblich den 

Trainingserfolg. Ă[Die Trainings-Stichprobe] muss repräsentativ für das Problem , unabhängig und 

identisch verteilt sein, d. h. die einzelnen Beispiele beeinflussen sich nicht gegenseitig und sie wer-

den durch den gleichen Prozess erzeugtñ (ERNST et al., 2020).  

Zur Bewertung der Qualität des Lernens wird die Test-Stichprobe benötigt, um im Rahmen der Test-

phase den Algorithmus anhand unbekannter Beispiele zu testen und anhand verschiedener statisti-

scher Parameter zu evaluieren (ERNST et al., 2020). Der beschriebene Prozess, d.h. die Verwen-

dung des trainierten Modells auf neue Daten nennt sich Inferenz (MOCKENHAUPT, 2021). Generali-

sierung beschriebt in diesem Zusammenhang die Fähigkeit des Systems, gelernte Zusammenhänge 

aus dem Training auf bisher ungesehene Daten übertragen zu können (ERNST et al., 2020). 

 

Im Folgenden wird das Training eines neuronalen Netzwerkes näher beschrieben, welches über-

wacht lernt, d.h. es existiert eine annotierte Stichprobe, die Trainingsdaten (siehe Kapitel 3.1). Diese 
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bestehen aus einer finiten Zahl an Beispielen n. Am Ende des Netzes steht der Output-Layer, wel-

cher die Werte Ὠ für jedes Neuron Ὦ der Schicht liefert. Wie jedes andere Neuron im System, haben 

auch die Knoten im Output-Layer nur einen Ausgabewert Ὠ. Für jedes Beispiel ὲ aus den Trainings-

daten ergibt sich ein anderer Wert Ὠ ὲ. Die Ausgabe Ὠ ὲ wird anschließend mit dem korrekten 

Wert ώὲ laut Annotation verglichen, was den Fehler (engl. error) nach Gl. 26 liefert: 

Ὡὲ ώὲ Ὠ ὲ Gl. 26 

Der Gesamtfehler ὅὲ fasst die einzelnen Abweichungen der Neuronen Ὦ im Output-Layer mithilfe 

einer Zielfunktion (engl. loss function, cost function) zusammen. Eine Zielfunktion bildet beispiels-

weise der quadratische Fehler (engl. squared error) nach Gl. 27: 

ὅὲ
ρ

ς
Ὡ ὲ Gl. 27 

Diese Formulierung entspricht nicht dem eigentlichen MSE (mean squared error), bei dem der Sum-

menterm durch die Anzahl der Summanden j dividiert werden würde. Eine Normierung auf den Mit-

telwert ist aber hier nicht nötig, da nur der Fehler minimiert werden soll. Es wurde der Faktor 0,5 

gewählt, da sich dieser bei der Suche des Minimums wegkürzt (ERNST et al., 2020). Diese Problem-

stellung wird nun näher beleuchtet. 

Um eine Verbesserung der Qualität der Vorhersage des Netzes zu erzielen, und damit den Gesamt-

fehler zu verringern, wird im Rahmen der Optimierung das Minimum der Fehlerfunktion gesucht. 

Dabei ist die gesuchte Funktion jedoch hochdimensional, mit einer Dimension für jeden Wichtungs-

faktor im System. Außerdem ist das System und damit die Fehlerfunktion nichtlinear, durch die ver-

wendeten Aktivierungsfunktionen, wie in Kapitel 3.2.1 dargelegt. Dies erschwert die Lösung des 

Problems weiter.  

Es werden daher nichtlineare Optimierungsverfahren benötigt, welche das Minimum im hochdimen-

sionalen Raum finden, wie z.B. die Methode das Gradientenabstiegs (engl. gradient descent). Ver-

fahren dieser Art haben gemein, dass sie ausgehend vom gegebenen, initialen Startpunkt nur ein 

nahegelegenes lokales Minimum der Funktion finden. Bei anderen Startwerten kann so ein anderes 

lokales Minimum gefunden werden, bei sonst unveränderten Systemparametern (ERNST et al., 

2020). 

Im Optimierungsverfahren des Gradientenabstiegs werden die partiellen Ableitungen der Fehler-

funktion berechnet. Der resultierende Gradient zeigt die Richtung des steilsten Anstiegs der Fehler-

funktion, ausgehend vom Startpunkt. Gleichermaßen ist die Richtung der größten negativen Stei-

gung bestimmt, in welcher die Werte der Fehlerfunktion am schnellsten abfallen. Iterativ kann sich 

so dem lokalen Minimum angenähert werden. Im Minimum selbst werden die berechneten Gradien-

ten sehr klein, die Optimierung ist abgeschlossen (ERNST et al., 2020). 

Der gesuchte Gradient der Fehlerfunktion ὅɳ besteht aus den partiellen Ableitungen der Fehlerfunk-

tion nach den Variablen (siehe Gl. 28), welche die Funktion selbst beeinflussen, d.h. jeder Wich-

tungsfaktor und jeder Bias im gesamten NN.  
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Der Backpropagation-Algorithmus (de: Fehlerrückführung) ist der Algorithmus, welcher diesen Gra-

dienten ὅɳ für das Gradientenabstiegverfahren berechnet. Die Information aus der Fehlerfunktion 

wird rückwärts, d.h. von dem Output zurück zum Input-Layer weitergeleitet, um den Gradienten der 

Fehlerfunktion zu berechnen (GOODFELLOW et al., 2016). Die Herleitung der partiellen Ableitungen 

in einem NN wird im Folgenden erläutert. 

Um die Idee zu verdeutlichen, sind in Abbildung 3-8 die Prinzipien der fore- und backpropagation an 

einem einzelnen Neuron dargestellt. Die Berechnungen in blau gehören im Rahmen des feed-for-

ward Netzes zur forepropagation, die Information wird vom Input zum Output weitergeleitet und 

transformiert. Der linke Teil der Abbildung verdeutlicht die Berechnung von ᾀ , wie sie bereits in Gl. 

23 definiert wurde. Es gehen die gewichteten Ausgaben der Neuronen der vorherigen Schicht sowie 

der Bias ein. Es ist aus Übersichtsgründen zunächst nur ein Wert ὥ  und ύ  dargestellt. Der Wert 

ᾀ  wird durch die Anwendung einer Aktivierungsfunktion Ὣ zu ὥ  transformiert. In diesem Fall ist dies 

bereits der Wert im Output-Layer, nach Gl. 26 mit Ὠ  bezeichnet. Mithilfe des gemessenen Wertes ώ 

kann nun die Fehlerfunktion ὅ berechnet werden. 

 

Abbildung 3-8: Fore- und backpropagation an einem einzelnen Neuron (eigene Darstellung, in Anleh-

nung an 3BLUE1BROWN, 2017) 

Um den Gradienten ὅɳ nach Gl. 28 zu berechnen, findet nun der backpropagation-Algorithmus 

Anwendung. Wie der Name verrät, wird das Netz von hinten durchlaufen, und die partiellen 

Ableitungen jedes Einflussfaktors auf ὅ berechnet. Am Beispiel der Abbildung 3-8 sind demnach 
 
 

und 
 
 gesucht. Zur Anwendung der Kettenregel muss zunächst jedes Element sowie der Gradient 

zum Element davor im Netz bekannt sein. Diese Gradienten sind in orangenen Kästen in Abbildung 

3-8 dargestellt, und lassen sich als Sensitivität des Parameters ὼ gegenüber Veränderungen des 

vorhergehenden Parameters ώ interpretieren. Das übergeordnete Ziel ist aber den Einfluss der 

Parameter lediglich auf die Fehlerfunktion ὅ zu quantifizieren. Dazu wird mehrfach die Kettenregel 

angewendet. Am Beispiel ergibt sich für 
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ώ ὥ Ὣz ᾀ ὥz  

da die partiellen Ableitungen jeweils kalkulierbar sind. Analog lässt sich für 
 
 verfahren, womit 

schrittweise der Gradient ὅɳ für das Gradientenabstiegverfahren gefüllt wird.  Wohlgemerkt sind 

dies nur die Berechnungen für die beiden Parameter eines Neurons, anhand von einem einzigen 

Beispiel. Die Erklärung erfolgte an einem vereinfachten single-Layer Neuron, in der Realität gewinnt 

das System sowohl in der Tiefe als auch in der Breite an Komplexität, das Prinzip bleibt allerdings 

gleich. 

ῳύ ‌ɳὅύ  Gl. 29 

Ўὦ ‌ɳὅὦ Gl. 30 

Die Änderungen ῳύ  bzw. Ўὦ nach Gl. 29 und Gl. 30 werden mit den aktuellen Faktoren ύ  bzw. ὦ 

elementweise summiert, was die aktualisierten Faktoren liefert. Dabei ist ὅɳύ  der Gradient der 

Fehlerfunktion, mit den partiellen Ableitungen der Wichtungsfaktoren ύ , analog ist ὅɳὦ definiert. 

Der Parameter ɻ beschreibt die Lernrate (engl. learning rate). Dieser gibt die Stärke an, mit der sich 

im Rahmen der Optimierung entlang des negativen Gradienten bewegt werden soll (ERNST et al., 

2020).  

Die Wahl der Lernrate ‌ π  ‌ ρ beeinflusst den Erfolg und die Dauer der Trainingsphase maß-

geblich. Bei zu kleinem ‌ wird der Gradient häufiger neu bestimmt, um zum lokalen Minimum zu 

gelangen, was zu einer Erhöhung der Trainingsdauer führt. Bei zu großem ‌ kann das Optimie-

rungsverfahren stagnieren oder sogar divergieren. Es wird daher empfohlen, die Werte von einer 

relativ großen Lernrate schrittweise zu verringern, und zwischen Kosten und Nutzen abzuwägen. 

Einige Optimierungsverfahren bieten zudem die Möglichkeit ‌ dynamisch anzupassen. Die Rate 

wird nach jeder Iteration automatisiert neu gewählt (ERNST et al., 2020). 

‌ ist damit ein Parameter, welcher nicht vom Algorithmus selbst angepasst, sondern durch den Be-

nutzer festgelegt wird, und gleichzeitig das Verhalten des Systems maßgebend beeinflusst. Diese 

Art der Parameter werden Hyperparameter genannt. Sie werden vor dem Training festgelegt und 

überspannen den gesamten Trainingsprozess (GOODFELLOW et al., 2016). Für jeden ML-Ansatz 

existieren verschiedene Hyperparameter, die Optimierung dieser wird in Kapitel 3.2.5 näher be-

leuchtet.  

Der allgemeine Ablauf der Trainingsphase ist in Abbildung 3-9 dargestellt. Anhand der Übersicht 

werden die einzelnen Schritte im Folgenden näher beschrieben. 
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Abbildung 3-9: Ablauf der Trainingsphase, Unterteilung in Mini-Batches (eigene Abbildung) 

Die iterative Anpassung der Parameter im Netz erfolgt schrittweise anhand mehrerer Beispiele aus 

den Trainingsdaten, dem sogenannten Mini-Batch. Für jeden Mini-Batch werden die Schritte 2 bis 6 

durchgeführt. Bevor das Netz Werte ausgeben kann, müssen initial die Wichtungsfaktoren festgelegt 

werden. Da diese nicht bekannt sind, erfolgt dies randomisiert. Aus Lern- und Stabilitätsgründen 

können nicht alle Werte Null oder einen anderen gleichen Wert bekommen. Daher wird meist eine 

Gleichverteilung aus einem definierten Intervall genutzt. Der Bias dagegen wird immer mit Null initi-

alisiert (ERNST et al., 2020). 

Aus einem Mini-Batch werden nun elementweise die Beispiele in das Netz eingespeist und der Feh-

ler (nach Gl. 26) und die Änderung der Wichtungsfaktoren (z.B. nach Gl. 29) berechnet. Über den 

Batch werden die Änderungen ῳύ  summiert, und die Faktoren im Netz erst nach Durchlaufen des 

Mini-Batches aktualisiert (ERNST et al., 2020). Dies wird als eine Iteration verstanden. Die Anzahl 

der Iterationen entspricht damit der Anzahl der Mini-Batches (nicht der Mini-Batch-Größe). Anschlie-

ßend wird der nächste Mini-Batch eingespeist und die nächste Iteration erfolgt, usw. 

Nachdem alle Elemente der Trainingsdaten, d.h. alle Mini-Batches das Netz durchlaufen haben, 

kann anschließend das trainierte Netz bewertet werden. Dazu werden Trainings- und Validierungs-

daten eingespeist, ohne zum Lernprozess beizutragen, d.h. ohne weitere Anpassung der Wich-

tungsfaktoren. Es kann beispielsweise ein Fehler (Loss oder Error) zur Bewertung der Vorhersage-

güte berechnet werden (Abbildung 3-11). In Bezug auf Trainingsdaten wird diese Bewertung als 

Trainings-Error bezeichnet. Eine solche Abfolge der Schritte 2 bis 7 wird als Epoche (engl. epoch) 

bezeichnet. 

Mini-

Batch

Training

1. Initialisieren: Zufällige Wahl der Wichtungsfaktoren

2. Berechnen des auftretenden Fehlers e für jedes Beispiel

3. Berechnen von ȹw für jedes Beispiel

5. Update der Wichtungsfaktoren w = w +Ɇ ȹw

6. Wiederhole 2. bis 5. für jeden Mini-Batch

7. Prüfe auf Qualität (Validierung)

0. Unterteilen der Trainingsdaten in Mini-Batches

4. Berechnen von Ɇ ȹw für den Mini-Batch

Epoche

Training beendet

Iteration
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Die Performance des Modells (engl. model performance), d.h. die Leistungsfähigkeit des Algorith-

mus, die vorgesehene Aufgabe zu bewältigen, kann anhand verschiedener Kriterien bewertet wer-

den. Für verschiedene ML-Aufgaben existieren verschiedene Maße. In Abhängigkeit der Aufgabe 

muss bewertet werden, welches der Maße am besten mit der gewünschten Systemreaktion korres-

pondiert (GOODFELLOW et al., 2016). In Kapitel 2.4.3 wurden bereits einige dargelegt, welche zur in 

dieser Arbeit angestrebten Regressionsaufgabe anwendbar sind. 

Falls die Qualität des trainierten Systems genügt, ist das Training abgeschlossen. Falls nicht, wer-

den die Schritte 2 bis 6 der Abbildung 3-9 nochmals durchlaufen. Validierungsdaten kommen nur 

bei iterativ trainierten Verfahren zum Einsatz. Ein Vorteil ist die frühe Erkennung und Vermeidung 

von Überadaption (ERNST et al., 2020).  

Bisher wurde nur die Unterteilung der gesamten Trainingsdaten in Mini-Batches beschrieben (mini-

batch gradient descent), da dies die am häufigsten genutzte Methode des Trainings ist und auch in 

Kapitel 6 implementiert wird. Es existieren jedoch auch andere Ansätze, die Trainingsdaten aufzu-

teilen. Das eine Extrem bildet die batch gradient descent-Methode. Statt anhand einer kleinen Teil-

menge der Trainingsdaten erfolgen hier die Schritte 2 bis 4 nach Abbildung 3-9 anhand aller Trai-

ningsbeispiele, die Wichtungsfaktoren werden demnach nur einmal pro Epoche angepasst, und 

Schritt 6 entfällt. Durch die geringere Anzahl an Updates der Wichtungsfaktoren ist diese Methode 

recheneffizienter, außerdem wird ein stabilerer Gradient mit geringerer Varianz und dadurch stabi-

lere Konvergenz der Lösung erreicht. Nachteile sind bei großen Datensätzen hohe Speicher- und 

Rechenaufwände, zusätzlicher Aufwand durch das Akkumulieren der Fehler über alle Trainingsbei-

spiele (BROWNLEE, 2017), und tendenziell geringere Modellgüte (QIAN und KLABJAN, 2020).  

Stochastic gradient descent ist das andere Extrem, die Schritte 2 bis 4 erfolgen anhand einzelner 

Beispiele, nach jedem Beispiel erfolgt ein Update der Wichtungsfaktoren. Durch die kleinen Trai-

ningselemente sind die Anforderungen an Speicher- und Rechenressourcen gering (BROWNLEE, 

2017), unter Umständen kann eine höhere Modellgüte erreicht werden (QIAN und KLABJAN, 2020). 

Andererseits ist das hochfrequente Anpassen der Wichtungsfaktoren rechenintensiv, was zu länge-

ren Trainingszeiten führen kann. Die fehlende Mittelung über mehrere Beispiele kann zudem dafür 

sorgen, dass die Wichtungsfaktoren und damit der Fehler eine hohe Varianz aufweisen, was das 

Finden eines lokalen Minimums erschwert (BROWNLEE, 2017). 

Mini-batch gradient descent bildet abschließend einen Kompromiss zwischen beiden Extrema. Da-

bei bestimmt die Mini-Batch-Größe, also die Anzahl der Beispiele in einem Mini-Batch, wie stark das 

Training einem der beiden Extrema ähnelt. 

Extreme Learning Machine (ELM) ist ein weiterer Trainingsalgorithmus für single-Layer NN, der 

schneller konvergiert als herkömmliche Methoden und eine vielversprechende Leistung liefert. Im 

Gegensatz zum beschriebenen Backpropagation-Algorithmus ist für die Parameterbestimmung 

keine Iteration nötig. Im ersten Schritt des Trainings werden Wichtungsfaktoren und Bias in der ver-

deckten Schicht zufällig festgelegt. Diese sind während des gesamten Trainingsprozesses unverän-

derlich. Der Hidden State kann nun berechnet werden. Die Wichtungsfaktoren zwischen verdeckter 

und Output-Schicht werden im nächsten Schritt durch das Lösen einer linearen Gleichung ermittelt, 

womit die Systemparameter ohne Iteration bestimmt sind. ELM kann eine bessere Generalisierungs-

fähigkeit ohne iterativ angepasste Parameter erzielen (WANG et al., 2022). 
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3.2.4 Probleme beim Training von NN 

Der Bias-Varianz-Kompromiss (engl. bias-variance tradeoff) beschreibt das Problem, bei einer Re-

gressionsaufgabe zwei Fehlerquellen gleichzeitig zu minimieren: Bias und Varianz. Dieser Umstand 

verringert die Generalisierungsfähigkeit beim überwachten Lernen (HASTIE et al., 2009). Um die Zu-

sammenhänge zu erläutern, sind in Abbildung 3-10 drei Beispiele für die Lösung eines Regressi-

onsproblems gegeben. Es wird der Zusammenhang zwischen der Kapazität sowie den Phänomenen 

Under- und Overfitting verdeutlicht.  

Vorher wird der Begriff der Kapazität eines Modells eingeführt. Diese beschreibt die Fähigkeit des 

Systems, auch komplexe Funktionen abbilden zu können und ist ein Einflussfaktor auf das auftre-

tende Under- und Overfitting, welches im nächsten Absatz erklärt wird. Die Kapazität eines Systems 

sollte auf die entsprechende Aufgabe angepasst werden. Die Eigenschaften des Input-Vektors und 

damit die Modellstruktur und die Anzahl der freien Parameter bestimmen den Grad der Kapazität 

(GOODFELLOW et al., 2016). 

 

Abbildung 3-10: Regressionsbeispiele für Under- und Overfitting (GOODFELLOW et al., 2016) 

Im Rahmen einer Regressionsaufgabe soll diejenige Funktion gefunden werden, welche die Punkte 

mit möglichst geringen Abweichungen trifft. Links ist das Ergebnis der linearen Regression darge-

stellt. Das System ist durch seine Einfachheit begrenzt, und kann aufgrund der geringen System-

Kapazität lediglich eine Gerade erstellen, der Bias ist angesichts der nichtlinearen Punkteverteilung 

groß. Dieser hohe Bias bei gleichzeitig geringer Varianz führt dazu, dass der Algorithmus die rele-

vanten Beziehungen zwischen Eingabe und Ausgabe übersieht, Underfitting liegt vor. Underfitting 

beschreibt die Unfähigkeit des Systems, die Abweichungen während des Trainings ausreichend zu 

verringern (GOODFELLOW et al., 2016). 

Das andere Extrem ist auf der rechten Seite durch das Overfitting-Beispiel gegeben. Es werden alle 

Punkte durch die hochgradig nichtlineare Funktion (hohe Kapazität) mit sehr geringem Bias getrof-

fen. Es ist dem Modell jedoch nicht gelungen, die tatsächliche Struktur der Daten zu erfassen. Eine 

hohe Varianz verursacht eine Überanpassung, beispielsweise kann so Rauschen in Trainingsdaten 

anstelle des zugrundeliegenden Zusammenhangs erlernt werden. Der Kompromiss zwischen bei-

den Extrema ist in der Mitte dargestellt, das Modell weist eine angemessene Kapazität auf, um beide 

Effekte zu umgehen. Es liegt ein geringer Bias bei gleichzeitig kleiner Varianz der Regressionskurve 

vor, es wurde ein Kompromiss zwischen beiden Werten gefunden (GOODFELLOW et al., 2016).   

Überadaption (engl. overfitting)  beschriebt das "Auswendiglernen" der Trainingsdaten und deren 

Merkmale und Zusammenhänge (ERNST et al., 2020). Das System ist spezialisiert auf diesen einen 
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Datensatz, was die Generalisierungsfähigkeit vermindert. Exemplarisch ist durch Abbildung 3-11 der 

Effekt des Overfitting anhand einer Zielfunktion (Loss, siehe Kapitel 3.2.3) dargestellt. 

 

Abbildung 3-11: Beispiel von Overfitting (ERNST et al., 2020) 

Der Fehler der Trainingskurve sinkt mit steigender Anzahl berechneter Epochen, das System spe-

zialisiert sich immer weiter auf die Trainingsdaten. Folglich muss auch die Güte der Vorhersage 

ansteigen, der Fehler innerhalb der Trainingsstichprobe sinkt. Sobald die Berechnung der Vorher-

sagegüte nichtmehr anhand von Daten erfolgt, die das System bereits kennt, sondern anhand un-

bekannter Validierungsdaten, sind die Fehler allgemein größer. Ab einer Zahl von ca. 5 Epochen ist 

der Effekt des Overfitting erkennbar. Obwohl das System den Fehler innerhalb der Trainingsdaten 

immer weiter verringern kann, sinkt die Vorhersagequalität bei Anwendung auf die unbekannten 

Validierungsdaten mit zunehmenden Epochen. Die Generalisierungsfähigkeit sinkt. Der korrekte 

Zeitpunkt zum Trainingsabbruch ist während des Trainings nicht direkt ersichtlich, sondern kann erst 

nach einigen Epochen mit steigendem Fehler in der Validierung identifiziert werden (ERNST et al., 

2020).  

Overfitting kann nicht vollständig verhindert werden. Ein wesentlicher Einflussparameter ist die Qua-

lität und Quantität der vorhandenen Trainingsdaten. Wenn zu wenig oder verrauschte Daten vorlie-

gen, wird das Overfitting bestärkt. Einen ähnlichen Effekt können zu komplexe Systeme mit entspre-

chend vielen Parametern haben (YING, 2019). Eine Möglichkeit der Vermeidung dieses Effekts 

wurde bereits erläutert, der Trainingsabbruch bei Anstieg des Fehlers innerhalb der Validierung mit 

zunehmenden Epochen (engl. early stopping). Eine weitere naheliegende Möglichkeit ist angesichts 

der Einflussfaktoren auf das Overfitting eine Reduktion der Systemkomplexität, genannt pruning. 

Außerdem kann die Menge der Trainingsdaten durch verschiedene Ansätze künstlich erhöht wer-

den, um die Varianz in den Daten zu erhöhen (YING, 2019). In Kapitel 3.2.6 werden einige thematisch 

angrenzende Themen zu Overfitting aufgegriffen und ausgeführt. 

Das Problem des verschwindenden Gradienten (engl. vanishing gradient problem) beschreibt eine 

Schwierigkeit bei dem Training von NN, bei der die Anpassungen Ўύ oder Ўὦ durch einen verschwin-

dend kleinen Gradienten selbst verschwindend klein werden. Wichtungsfaktoren können mit fort-

schreitendem Training Werte nahe Null annehmen, zudem erzeugt die Anwendung der Ableitung 
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einer Aktivierungsfunktion mitunter ebenfalls kleine Werte. Dem Prinzip aus Abbildung 3-8 folgend, 

steigt die Anzahl der multiplizierten partiellen Ableitungen mit zunehmender Tiefe des Netzes aus-

gehend vom Output-Layer an. Wenn einige Faktoren in dieser Multiplikation nun klein werden, wird 

das Produkt umso kleiner, der Gradient wird verschwindend gering. Allgemein lassen sich daher 

Parameter vom Output ausgehend tief im Netz schwerer trainieren. Analog existiert das Problem der 

explodierenden Gradienten (engl. exploding gradient problem), wo zu große Faktoren das Produkt 

sehr groß werden lassen. Beiden Phänomenen liegen instabile Gradienten zugrunde (NIELSEN, 

2015). Dies verdeutlicht die Bedeutung der initialen Parameter bei Start des Trainings. 

3.2.5 Modell-Optimierung 

Die Modell-Optimierung beschreibt einen Prozess bestehend aus einigen optionalen Arbeitsschritten 

mit dem Ziel, die Genauigkeit und Vorhersagekraft zu erhöhen und Overfitting zu vermindern. Dies 

ist in Abbildung 3-12 dargestellt, eingegliedert in einen möglichen Arbeitsablauf in der Modellgene-

rierung mithilfe eines ML-Algorithmus.  

 

Abbildung 3-12: Workflow der Modellgenerierung (eigene Abbildung, angelehnt an THE MATHWORKS 

INC., 2019, THE MATHWORKS INC., 2022 und PANT, 2019) 

Die Erhebung von Daten ist offensichtlich ein sehr individueller Prozess, infolge dessen kann das 

anschließende Preprocessing in Abhängigkeit des Forschungsthemas unterschiedliche Formen an-

nehmen und Prozesse beinhalten. Mögliche Komponenten sind die Behandlung von inkonsistenten 

Datensätzen und die beinhalteten fehlenden Werte. Ebenso muss entschieden werden, wie mit Aus-

reißern im weiteren Verlauf der Datenverarbeitung umgegangen werden soll.  Zudem können Daten 

verrauscht sein, welches mit verschiedenen Filtertechniken verringert werden kann. Zuletzt sollten 

Daten für ML-Modelle in Test- und Trainingsdaten aufgeteilt werden. Dies ist anhand Abbildung 3-13 

verdeutlicht. 
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Abbildung 3-13: Aufteilen der Daten im Rahmen der einfachen Kreuzvalidierung (eigene Abbildung, 

angelehnt an PANT, 2019) 

Die Rohdaten werden in nicht überschneidende Teilmengen aufgeteilt, der Trainingssatz wird ent-

sprechend für die Parameteranpassung im Modell genutzt. Diese erste Aufteilung in Test- und Trai-

ningsanteile kann bereits als Holdout-Validierungsansatz angesehen werden. Der Trainingsablauf 

wurde bereits in Abbildung 3-9 dargestellt, hier wird die Aufteilung der Daten für die Validierung (ĂVñ) 

konkret mit der 5-fachen Kreuzvalidierung durchgeführt (siehe 2.4.4). Die Zahl 5 wurde nur exemp-

larisch gewählt, gleichermaßen könnten auch andere Validierungsmethoden angewandt werden. 

Nach dem initialen Aufstellen einer Modellarchitektur kann das Training erfolgen. Anhand der Per-

formance des Modells, welche z.B. an Trainings- und Test-Fehler gemessen wird, kann eine weitere 

Optimierung des Modells geschehen. Diese besteht im Wesentlichen aus drei großen Elementen 

nach Abbildung 3-12: Der Bewertung mittels eines oder mehreren Gütemaßen, der Hyperparameter-

Optimierung, sowie dem Feature-Engineering. Diese Elemente sollen in den nächsten Absätzen 

näher beleuchtet werden. Das angepasste Modell kann im nächsten Schritt neu trainiert und die 

Performance neu evaluiert werden, oder es wird grundsätzlich eine andere Architektur oder sogar 

ein gänzlich neuer ML-Ansatz als vielversprechender angesehen und implementiert. Es entsteht ein 

iterativer Prozess der Modell-Optimierung, welcher idealerweise nach Abschluss einen zufrieden-

stellenden Algorithmus liefert, welcher angewandt werden kann. 

Feature Engineering beschreibt den iterativen Prozess der Auswahl oder Generierung von charak-

teristischen Merkmalen aus Rohdaten. Es soll Redundanzen in den Daten reduzieren, um so die 

Generalisierungsfähigkeit des Modells zu stärken (THE MATHWORKS INC., 2019). Für die verwende-

ten Methoden gibt es keine Vorgaben, sie sind stark problemabhängig. Möglichkeiten können z.B. 

statistische Parameter sein (Durchschnitt, Median, Modalwert, Schiefe) oder Zerlegung der kontinu-

ierlichen Daten mithilfe von Wavelets. 

Die Feature-Auswahl (engl. feature selection) ist ein zentrales Bauteil auf dem Weg zu einem ver-

lässlichen ML-Modell, und stellt für sich einen eigenen Forschungszweig dar. Ziel ist die Auswahl 

jener Features, welche für Ihr spezifisches Modellierungsproblem am relevantesten sind, gleichzeitig 

werden nicht benötigte oder redundante Features entfernt. Es wird meist nur eine kleine Teilmenge 

von Merkmalen mit hoher Vorhersagekraft ausgewählt. Der Prozess ist besonders wichtig bei hoch-

dimensionalen Daten, mit vielen möglichen Prädiktoren (THE MATHWORKS INC., 2019). Im Falle der 

Zeitreihenanalyse kann dies z.B. eine Extraktion von Signaleigenschaften aus rohen Sensordaten 

bedeuten, um Informationen auf höherer Ebene zu erstellen (THE MATHWORKS INC., 2022). Vorteile 

des Arbeitsschrittes sind das Einsparen von Speicherplatz und Rechenzeit in der weiteren Modell-

generierung, verbesserte Genauigkeit des ML-Modells, verbesserte Performance des Algorithmus 
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für hochdimensionale Datensätze, verbesserte Interpretierbarkeit des Modells, sowie vermindertes 

Overfitting (KACPRZYK et al., 2006; THE MATHWORKS INC., 2022).  

Möglichkeiten sind unteranderem die Nutzung des PEARSON Korrelationskoeffizienten (Kapitel 

2.4.2), die neighborhood component analysis (NCA), sowie der Maximum Relevance and Minimum 

Redundancy (MRMR) Algorithmus. Der PEARSONôsche Korrelationskoeffizient ist durch die eigene 

Formulierung linear und univariat, d.h. es kann nur der Zusammenhang der Responsevariablen zu 

jeweils einem Feature beschrieben werden. Ebenso berücksichtigt der MRMR-Algorithmus lediglich 

univariate Beziehungen. Dagegen weist die NCA nichtlineare multivariate Eigenschaften auf, die 

Features werden nicht individuell, sondern im Verbund betrachtet. Erst eine Kombination von einigen 

Features kann relevant für die Vorhersage sein, obwohl diese Features alleine betrachtet irrelevant 

wären (KACPRZYK et al., 2006).  

Die NCA ist ein eigener überwachter Lernalgorithmus zur Klassifizierung multivariater Daten, wel-

cher eng mit den KNN-Modellen verwandt ist. Für mehr Informationen siehe GOLDBERGER et al., 

2005. Die Methode Maximum Relevance and Minimum Redundancy erlangte 2019 durch ZHAO et 

al., 2019 neue Aufmerksamkeit. Bei dem Vorgehen wird, wie der Name bereits nahelegt, iterativ 

jener Prädiktor ausgewählt, welcher relativ zur Antwortvariablen die maximale Relevanz aufweist, 

und gleichzeitig in Bezug auf die vorher ausgewählten Prädiktoren die kleinste Redundanz besitzt. 

Auf eine detaillierte Beschreibung wird auch hier verzichtet, für mehr Informationen siehe DING und 

PENG, 2005. 

Mit der Feature-Transformation kann nach der Feature-Auswahl ein weiterer Schritt der Dimensi-

onsreduktion getätigt werden, dabei wird der Koordinatenraum der Features in bestimmter Weise 

transformiert. Es existieren verschiedene Methoden der Feature-Transformation, eine Wichtige ist 

die principal component analysis (kurz PCA). Dabei werden die Ănat¿rlichenñ, hochkorrelierten Pa-

rameter durch Ăk¿nstlicheñ, unkorrelierte ersetzt, welche erstere in bestimmter Weise zusammenfas-

sen. Die erzeugten, orthogonal zueinanderstehenden Hauptkomponenten allein haben keine physi-

kalische Bedeutung. Durch Ausschluss der Hauptkomponenten, welche einen geringen Anteil der 

Varianz in den ursprünglichen Daten erklären (auch Kompression genannt), kann eine Reduktion 

der Anzahl der Parameter und damit auch der Modellkomplexität erzielt werden (BACKHAUS et al., 

2016; NI und MA, 2020). Die mathematischen Prinzipien und Grundlagen sind sehr umfangreich und 

würden nicht wesentlich zur Bearbeitung des vorliegenden Problems beitragen, weshalb auf eine 

detaillierte Beschreibung verzichtet wird. Weiterhin sind für Feature-Transformationen die nonnega-

tive matrix factorization und die factor analysis zu nennen (THE MATHWORKS INC., 2022). 

Möglichkeiten, die Generalisierungsfähigkeit zu steigern und Overfitting zu vermindern, bieten die 

Methoden der Regularisierung. Es soll die Größe der Wichtungsfaktoren begrenzt werden, um Ext-

remwerte zu vermeiden. Möglichkeiten sind die Methode der Datenerweiterung, des Dropouts und 

der Batch-Normalisierung (ERNST et al., 2020).  

Bei der Normalisierung handelt es sich um ein Verfahren, welches Vergleichbarkeit zwischen den 

im Input-Vektor enthaltenen Merkmalen (siehe Merkmalsvektor ὼ) schaffen soll. Wenn die Merkmale 

unangepasst in das neuronale Netz einfließen, können einzelne Elemente durch unterschiedliche 

Größenordnungen zwischen den Merkmalen irrelevant für die Berechnung im System werden. Die 

Differenzen in den Größenordnungen können durch unterschiedliche Einheiten hervorgerufen wer-

den (z.B. Länge m und mm), oder durch nicht direkt miteinander vergleichbare Einheiten (z.B. Zeit 

und Wellenhöhe). Durch den eventuell um einige Zehnerpotenzen höheren Wertebereich eines 
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Merkmals sind die Merkmale untereinander schlecht zu vergleichen. Um dies im Vorfeld des Trai-

nings zu beheben, können die Inputdaten z.B. mit der Min-Max-Normalisierung oder der z-Standar-

disierung angepasst werden (ERNST et al., 2020). 

Die Min-Max-Normalisierung ist anfällig gegenüber Ausreißern, begrenzt allerdings den normierten 

Wertebereich auf ein fixes Intervall. Für das Intervall πȟρ und ρȟρ ist die Berechnung in Gl. 31 

und Gl. 32 gezeigt. 

Ø ȟ
ὼ ὼ

ὼ ὼ
 Gl. 31 

Ø ȟ ς
ὼ ὼ

ὼ ὼ
ρ Gl. 32 

Die z-Standardisierung (engl. z-score, Gl. 34) ist im Gegensatz dazu weniger anfällig gegen Ausrei-

ßer, Werte werden allerdings nicht begrenzt. Es muss der Erwartungswert ‘ und die Standardab-

weichung „ nach Gl. 33 geschätzt werden (ERNST et al., 2020). 
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Durch das Hinzufügen eines oder mehrerer sog. Dropout-Schichten kann die zugehörige Regulari-

sierungsmethode implementiert werden. Durch die Schicht werden im Training die Ausgabewerte 

einzelner Neuronen mit einer definierten Wahrscheinlichkeit zufällig entfernt. Dies vermindert die 

Spezialisierung von einigen Neuronen auf bestimmte Merkmale, und erhöht so die Redundanz im 

Netz (ERNST et al., 2020). 

Durch pruning können trainierte NN in ihrer Effizienz gesteigert und der Berechnungsaufwand ver-

mindert werden. Dabei werden Verbindungen zwischen den Neuronen, welche geringe Wichtungs-

faktoren aufweisen, und damit nur einen geringen Einfluss auf das folgende Neuron haben, aus dem 

Netz eliminiert. Gleichermaßen können ganze Neuronen, welche einen zu vernachlässigenden Out-

put generieren, aus dem Netz entfernt werden (HEATON, 2005). Da dies nur nach Abschluss des 

Trainings möglich ist, spielt diese Methode in der vorliegenden Arbeit keine Rolle. 

Hyperparameter Tuning bzw. Optimierung beschreibt eine automatisierte oder manuelle Anpassung 

dieser Parameter unter Berücksichtigung der Faktoren Trainings- und Test-Fehler, sowie den Re-

chenressourcen. Ähnlich der Optimierung der Modellparameter innerhalb einer Trainingsiteration 

geht es bei der Hyperparameteroptimierung um die Minimierung einer Fehlerfunktion, bei gleichzei-

tiger Minimierung des Zeit- und Rechenaufwands (GOODFELLOW et al., 2016). 

Für eine manuelle Optimierung ist ein gutes Systemverständnis nötig, sowie eine Einschätzung ei-

nes guten Startpunktes, von welchem ausgehend weiter iteriert werden kann. Da diese Vorausset-

zungen meist nicht gegeben sind, finden automatisierte Algorithmen Anwendung, welche die An-

strengungen vom Benutzer auf den Rechner umlagern, und daher sehr rechenintensiv sind. Per 

Definition umschließt dieser Hyperparameteroptimierungsalgorithmus den eigentlichen Trainingsal-

gorithmus. Zu den automatisierten Methoden gehören Grid Search (de: Gitter-Suche), welche i.d.R. 

für maximal drei Hyperparameter eingesetzt wird. Es wird ein definiertes Gitter, d.h. Hyperparame-

terkombinationen mit regelmäßigem Abstand gewählt, mit welchen dann jeweils nacheinander das 
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Modell trainiert und bewertet wird. Bei der Random Search (de: Zufällige Suche) werden die Hyper-

parameter nicht anhand eines Gitters mit festem Abstand gewählt, sondern zufällig. Dies hat den 

Vorteil, dass bei gleich vielen Hyperparameterkombinationen die einzelnen Parameter feiner abge-

tastet werden (GOODFELLOW et al., 2016).  

Die BAYES-Optimierung ist allgemein eine probabilistische Regressionsmodelltechnik für die globale 

Optimierung von Black-Box-Funktionen. Sie wird in der Regel zur Optimierung von rechenintensiven 

Zielfunktionen eingesetzt. Der Algorithmus übertrifft in der Leistung andere Methoden auch bei kom-

plexen Problemstellungen (SNOEK et al., 2012). Bezogen auf das Optimierungsproblem eines NN 

wird das Training und die Evaluation des Modells als Black-Box angesehen, welche für jede einge-

hende Hyperparameterkombination ein Gütemaß des Algorithmus ausgibt. Der Optimierungspro-

zess startet mit einem initialen Set aus Hyperparametern, welche über das standardmäßige Trai-

nings- und Evaluationsverfahren individuelle Gütemaße ergeben. Ausgehend von diesen initialen 

Punkten (engl. seed-points) wird ein Ersatzmodell erstellt, welches im Vergleich zum wahren Black-

Box Modell leichter auszuwerten ist. Das Ersatzmodell bildet die Fehler-Funktion über die eingehen-

den Hyperparameter ab, und beinhaltet damit auch die initialen Punkte (BROCHU et al., 2010; SNOEK 

et al., 2012). In MATLAB wird der stochastische GAUß-Prozess genutzt (THE MATHWORKS INC., 

2023d). Mithilfe der Erfassungsfunktion (engl. acquisition function) kann nun die nächste Hyperpa-

rameterkombination für die Überprüfung berechnet werden. Innerhalb der Erfassungsfunktion erfolgt 

eine Abwägung zwischen Exploration von Bereichen der Fehler-Funktion, welche bisher nicht oder 

nur schlecht untersucht wurden, und der Annäherung eines potentiellen Minimums. Iterativ wird sich 

so dem Minimum der Ersatzfunktion und damit auch der Fehler-Funktion angenähert (BROCHU et 

al., 2010; SNOEK et al., 2012). Für mehr Informationen siehe auch THE MATHWORKS INC., 2023d. 

In Tabelle 1 sind einige Hyperparameter aufgelistet, welche für Neuronale Netze relevant sein kön-

nen, sowie das Verhalten der Systemkapazität (Kapitel 3.2.4) bei Veränderung der Parameter. Bei 

der Lernrate ‌ ist kein einfaches Verhältnis gegeben, da ein lokales Optimum gesucht wird.  

Tabelle 1: Einfluss der Hyperparameter auf die Systemkapazität (GOODFELLOW et al., 2016) 

Hyperparameter Systemkapazitªt steigt, wenn é 

Anzahl Neuronen im Hidden Layer steigt 

Lernrate Ŭ Optimierung notwendig 

Dropout-Rate sinkt 

 

Zuletzt sind auch die Modell-Auswahl und Optimierung ein iterativer Prozess nach Abbildung 3-12, 

das NN kann in bestimmter Weise angepasst werden.  

3.2.6 Test 

Die Teststichprobe sind jene Daten, welche für die Evaluation des Systems und dessen Ergebnis-

güte verwendet werden. Diese müssen zur Trainingsstichprobe disjunkt sein, sie sind also nicht in 

den Lernprozess eingeflossen und daher für das System unbekannt (ERNST et al., 2020). 

Auch die Modell-Performance innerhalb der Test-Stichprobe kann mithilfe der bekannten Gütemaße 

evaluiert werden (Test-Error) (GOODFELLOW et al., 2016). Die Minimierung der Abweichung während 
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der Test-Phase ist das übergeordnete Ziel des Lernens, der Test-Error kann aber während der Trai-

nings-Phase nicht abgeschätzt werden. Daher wird zunächst beim Training nur der Trainings-Error 

minimiert, und anschließend kann der Test-Error ermittelt werden. Dieser Umstand erzeugt die Ge-

fahren des Under- und Overfitting (GOODFELLOW et al., 2016).  

Der Bezug der Test-Performance zu Under- und Overfitting (Kapitel 3.2.4) ist durch Abbildung 3-14 

gegeben. Dargestellt sind der Trainings-Error und der Test-Error, hier als Ăgeneralization errorñ be-

zeichnet, über die Systemkapazität. 

 

Abbildung 3-14: Zusammenhang zwischen der Systemkapazität sowie Under- und Overfitting anhand 

des Trainings- und Test-Errors (GOODFELLOW et al., 2016) 

Im linken Bereich des Graphen weist das Modell durch die geringe Kapazität in Bezug auf Trainings- 

und Testdaten große Abweichungen auf. Mit steigender Kapazität sinkt der Error beider Kurven, 

jedoch weist das Modell bei den Trainingsdaten einen durchweg kleineren Error auf, die ĂGenerali-

sierungs-Differenzñ steigt. Dies bedeutet, dass mit steigender Kapazität die Generalisierungsfähig-

keit des Modells sinkt, als Folge entsteht Overfitting. Obwohl der Trainingserror weiter verringert 

werden kann, steigt der Test-Error an. Die optimale Kapazität kennzeichnet den Punkt des gerings-

ten Test-Errors, das System ist bezüglich seiner Kapazität für den entsprechenden Verwendungs-

zweck ausbalanciert. 

3.3 Rekurrente Neuronale Netze 

Bisher wurden nur mehrschichtige (engl. multi-Layer) feed-forward Netze beschrieben. Es sind je-

doch auch komplexere Systeme mit Verschachtelungen und zusätzlichen Elementen konstruierbar. 

Einen solchen Fall bilden die Rekurrenten Neuronalen Netze (engl. recurrent neural networks, kurz 

RNN). RNN sind auf die Verarbeitung von sequenziellen Daten spezialisierte Neuronale Netzwerke. 

Sie können deutlich größere Input-Vektoren verarbeiten als einfache NN, meistens auch Vektoren 

mit variabler Länge (GOODFELLOW et al., 2016). 

Diese Flexibilität gegenüber dem Input-Vektor wird durch das Teilen von Wichtungsfaktoren und 

Bias (engl. parameter sharing) im Netzwerk erreicht, es nutzen verschiedene Verbindungen diesel-

ben Faktoren. Dies ermöglicht die Erweiterung und die Anwendung des Modells auf Daten unter-

schiedlicher Form bzw. Länge, was die Generalisierungsfähigkeit erhöht (GOODFELLOW et al., 2016).  
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Sequenzielle Daten sind Daten mit einer definierten Reihenfolge, wie sie z.B. bei einer Zeitreihe 

vorkommen. An jedem diskreten Zeitpunkt ὸ können jeweils Werte verschiedener Variablen vorhan-

den sein. Diese Variablen oder Merkmale, um die Terminologie aus Kapitel 3.2.3 zu verwenden, 

bilden dann die Einträge ά des Inputvektors ὼ , und können in das NN eingegeben werden. 

Das parameter sharing wird durch Faltung des Netzes in der Zeit-Dimension ὸ ermöglicht. Dabei 

bezieht sich der Wert einer Variablen eines Zeitschrittes auf Wert derselben Variablen des vorher-

gegangenen Zeitschrittes, die Rechenoperationen innerhalb eines Zeitschrittes bleiben dabei gleich 

(GOODFELLOW et al., 2016). Dies soll anhand der Abbildung 3-15 verdeutlicht werden. Dargestellt ist 

ein einfaches Neuron, mit den bekannten Abläufen und Bezeichnungen. Die Besonderheit ist der 

Rückbezug von ὥ auf ᾀ über einen Wichtungsfaktor, hier ύ  genannt. Der Wert von ὥ, berechnet 

im Zeitpunkt ὸ wird durch die Schleife Ăgespeichertñ und flieÇt zum Zeitschritt ὸ ρ gewichtet in die 

Berechnung von ᾀ ein. 

 

Abbildung 3-15: Gefaltetes RNN, einfaches Neuron (eigene Abbildung) 

Dasselbe System aus Abbildung 3-15 ist in Abbildung 3-16 dargestellt, nur entfaltet. Die Zeitschritte 

sind reihenweise dargestellt, ein Bezug zwischen den Schritten bildet ύ . Es entsteht ein repetitives 

System mit einer Verkettung derselben Elemente. Die Ausgabewerte ὥ und die Zwischenwerte ᾀ 

sind jeden Zeitschritt variabel, die Werte der Wichtungsfaktoren und der Bias bleiben jedoch über 

alle Zeitschritte konstant, wie es die Bezeichnung der Werte auch andeutet.    

 

Abbildung 3-16: Entfaltetes RNN, einfaches Neuron (eigene Abbildung) 



Untersuchung der Anwendbarkeit von Seegangsvorhersagen in der deutschen Bucht mittels Machine Learning Methoden 

Seite 31 
 

 

Es gibt verschiedene Arten RNNôs zu konstruieren und trainieren. Das Beispiel aus Abbildung 3-15 

ist allgemein und zeigt nur ein Neuron. Es sind allerdings viele Architekturen mit Verbindungen zwi-

schen verschiedenen Elementen im Netz denkbar, das Prinzip des Rückbezugs auf einen früheren 

Zeitschritt bleibt dabei bestehen. Zu den wichtigsten rekurrenten Architekturen gehören zum einen 

Netze mit Verbindungen zwischen den verdeckten Schichten Ὤ, dargestellt in Abbildung 3-17 im 

Fall einer und mehrerer verdeckten Schichten. Die jeweilige Schicht gibt den Hidden State Ὤ an den 

nächsten Zeitschritt weiter. Der Rückbezug auf den vorherigen Zeitschritt ist durch das blaue Käst-

chen angedeutet. 

Zum anderen sind Systeme mit Verbindung des Outputs Ὠ des vorherigen Zeitschrittes mit den 

verdeckten Schichten Ὤ  im aktuellen Zeitschritt häufig, dargestellt in Abbildung 3-18, ebenfalls für 

eine und mehrere verdeckte Schichten (GOODFELLOW et al., 2016).  

 

Abbildung 3-17: Gefaltetes RNN mit Verbindung zwischen verdeckten Schichten (eigene Abbildung) 

 

 

Abbildung 3-18: Gefaltetes RNN mit Verbindung zwischen Output und verdeckten Schichten (eigene 

Abbildung) 

Die Architekturen aus Abbildung 3-17 und Abbildung 3-18 werden im Fall für eine verdeckte Schicht 

durch die Abbildung 3-19 und Abbildung 3-20 aufgegriffen. Dargestellt ist der schematische Aufbau 

im entfalteten Fall, d.h. die Zeitschritte ὸ und die Übergaben zwischen diesen sind explizit dargestellt. 

Zudem sind die Wichtungsmatrizen ὡ  abgebildet. Die Matrix ὡ  parametrisiert dabei die Wich-

tungsfaktoren vom Input-Layer zu den verdeckten Schichten, ὡ  parametrisiert die Wichtungsfak-

toren zwischen den verdeckten Schichten mit unterschiedlichem Zeitschritt, ὡ  enthält entspre-

chend alle Wichtungsfaktoren von der verdeckten Schicht zur Outputschicht und ὡ  entsprechend 

umgekehrt. Auf eine Darstellung der Bias wurde verzichtet, diese sind aber analog zu den vorher 

betrachteten Netzen vorhanden. 
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Abbildung 3-19: Entfaltetes RNN mit Verbindung zwischen verdeckten Schichten (eigene Abbildung, 

angelehnt an GOODFELLOW et al., 2016) 

 

Abbildung 3-20: Entfaltetes RNN mit Verbindung zwischen Output und verdeckten Schichten (eigene 

Abbildung, angelehnt an GOODFELLOW et al., 2016) 

Verschiedene Architekturen und Rekurrenz haben unterschiedliche Vor- und Nachteile, außerdem 

ermöglichen die Rückbezüge neue Arten des Lernens (teacher forcing). Auf eine detaillierte Be-

schreibung dieser Sachverhalte soll allerdings verzichtet werden, es sei auf GOODFELLOW et al., 

2016 verwiesen. 

Das Training eines solchen rekurrenten Netzes geschieht im Wesentlichen wie das eines einfachen 

NN, es finden dieselben Prinzipien des Backpropagation-Algorithmus Anwendung. Im backpropa-

gation through time (kurz BPTT) Algorithmus wird zusätzlich auf die zeitliche Komponente der re-

kurrenten Netze eingegangen, was die Gradientenberechnung auch in diesen Netzen ermöglicht. 

Um beispielsweise den Gradienten  aus Abbildung 3-19 zu berechnen, muss neben den aus 

Kapitel 3.2.3 bekannten einzelnen partiellen Ableitungen eines Zeitschrittes auch der Gradient zu 

den vorhergegangenen Zeitschritten ὸȟὸ ρȟȣȟὸ ὲ berechnet werden. Dies kann einen mitunter 

langen Produktterm erzeugen, welches die Probleme von verschwindenden oder explodierenden 

Gradienten nach Kapitel 3.2.4 verstärken kann, besonders bei vielen Zeitschritten (GOODFELLOW et 

al., 2016). 
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3.4 LSTM 

Eine Möglichkeit, die Problem der verschwindenden oder explodierenden Gradienten zu vermindern, 

bieten sog. Gated RNNs, zu denen auch die LSTM-Architektur gehört. Long Short-Term Memory 

(de. langes Kurzzeitgedächtnis, kurz LSTM) wurde durch HOCHREITER und SCHMIDHUBER eingeführt 

und ist eine Sonderform von RNN, bei welcher der kurzfristige Bezug auf den vorhergegangenen 

Zeitschritt (ĂKurzzeitgedªchtnisñ, siehe Abbildung 3-16) durch einen längerfristigen, modifizierten 

R¿ckbezug auf alle vergangenen Zeitschritte erweitert. Dieses Element des ĂLangzeitgedªchtnis-

sesñ wird als Cell Sbezeichnet, und ermöglicht die Berücksichtigung von Langzeit-Abhängigkeiten. 

Es haben keine Wichtungsfaktoren oder Bias Einfluss auf den Cell State, weshalb bei Entfalten des 

Systems keine Verkettung von Produkten entsteht und damit keine instabilen Gradienten auftreten.  

Zentrales Element dieser Netz-Art ist die LSTM-Zelle, welche mit sich selbst rekurrent vernetzt ist 

(GOODFELLOW et al., 2016). Diese Vernetzung bildet das Langzeitgedächtnis, siehe Abbildung 3-21. 

Dort ist der schematische Aufbau eines Ein- und Mehrschichtnetzes in der LSTM-Architektur mit den 

entsprechenden Zellen dargestellt. 

 

Abbildung 3-21: Schematischer Aufbau eines LSTM-Netzes (eigene Abbildung) 

Innerhalb einer Zelle existieren verschiedene Gates. Diese können als einzelne NN angesehen wer-

den, welche den Informationsfluss von einem Zeitschritt zum nächsten regulieren. Die Funktions-

weise kann mit einem Ventil verglichen werden, welches offen, geschlossen, oder etwas dazwischen 

sein kann. Die Rollen der einzelnen Gates können mithilfe der Abbildung 3-22 erklärt werden. 
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Abbildung 3-22: Elemente einer LSTM-Zelle (eigene Abbildung, angelehnt an VAN HOUDT et al., 2020) 

Der Aufbau der Abbildung 3-22 ist an den Aufbau vorheriger Abbildungen der RNNôs angelehnt. 

Dargestellt ist ein entfaltetes System, der Output des vorherigen Zeitschrittes (oben dargestellt) geht 

in Form der Vektoren Ὤ  und ὧ  zusammen mit dem Inputvektor ὼ in die verdeckte Schicht des 

betrachteten Zeitschrittes ὸ ein. Die verdeckte Schicht besteht nur aus der LSTM-Zelle, mit den zu-

gehörigen Wichtungsfaktoren ὡ  und Bias ὦ, welche analog zu den RNNôs f¿r alle Zeitschritte gelten 

(vgl. parameter sharing).  

Für das Verständnis der Dimensionen und die spätere Umsetzung seien die Bezeichnungen der 

eingehenden Parameter nochmals genannt: Zum Zeitpunkt ὸ ist der Inputvektor ὼᶰᴙ , mit der 

Anzahl ά an Merkmalen im Vektor; der Hidden State Ὤ ᶰ ρȟρ  und der Cell State ὧ ᶰᴙ  

aus dem vorherigen Zeitschritt ὸ ρ, mit der Anzahl Ὤ an Werten im Hidden State Vektor; Wich-

tungsmatrix vom Input zum Hidden Layer ᾡͺ ᶰᴙ  und Wichtungsmatrix vom Hidden State zum 

betrachteten Hidden Layer ᾡͺ ᶰᴙ ; sowie der Bias-Vektor für den aktuellen Hidden Layer ὦɴ

ᴙ  (HOCHREITER und SCHMIDHUBER, 1997; WIKIPEDIA, 2023). Falls in Batches der Größe ό trainiert 

wird, verändern sich die Dimensionen zu ὼᶰᴙ , Ὤ ᶰ ρȟρ , ὧ ᶰᴙ  und ὦɴ ᴙ , 

die Wichtungsmatrizen bleiben unverändert (RYAN, 2020).  

Im Wesentlichen sind die Gates und deren Elemente lediglich Schichten mit einer Breite von Ὤ Neu-

ronen, die sich nach Abbildung 3-7 verhalten. Diese Anzahl an Neuronen, welche maßgebend die 

Dimensionen der Wichtungsmatrizen bestimmt, wird auch als Hidden size oder number of Hidden 
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Units bezeichnet (RYAN, 2020), und ist ein wichtiger Hyperparameter. Die Besonderheiten in der 

LSTM-Zelle sind die explizit definierten Aktivierungsfunktionen, die Verrechnung der Ausgabe der 

Neuronen, und der hinzugekommene Cell State. Es werden ausschließlich Sigmoid (in Abbildung 

3-22 mit „ abgekürzt) und tanh-Aktivierungsfunktionen nach Abbildung 3-5 verwendet, dabei erzeugt 

die Sigmoid-Funktion Werte im Intervall πȟρ (Gl. 20) und tanh im Intervall ρȟρ (Gl. 21).  

Das Forget-Gate bestimmt, welcher Anteil des Langzeitgedächtnisses erhalten bleibt, d.h. an wel-

chen Anteil sich das System Ăerinnernñ kann. In den Layer mit Ὤ Neuronen gehen der gewichtete 

Input ὼ und Hidden State Ὤ sowie der Bias ὦ ein. Es ergibt sich für die Ausgabe Ὢ aus dem Forget-

Gate  

Ὢ Ὣ ὡ Ὤz ὡ ὼz ὦ  ȟ Ὢᶰ πȟρ  Gl. 35 

Der Output der Schicht wird anschließend mit dem alten Cell State ὧ  elementweise multipliziert. 

Durch die Verwendung der Sigmoid-Funktion kann vom alten Wert zwischen 0% und 100% weiter-

gegeben werden, es sei an die Analogie des Ventils erinnert (VAN HOUDT et al., 2020).  

Das Input-Gate bestimmt mit welchem Wert das Langzeitgedächtnis aktualisiert werden soll. Es be-

steht aus Elementen, das Potential-Element bestimmt einen potenziellen Wert ὧǿ im Intervall ρȟρ, 

das Anteil-Element bestimmt durch Anwendung der Sigmoid-Funktion, welcher Anteil Ὥ des poten-

ziellen Wertes ὧǿ weitergegeben wird. Für die beiden Elemente ergibt sich 

Ὥ Ὣ ὡ Ὤz ὡ ὼz ὦ ȟ Ὥᶰ πȟρ  Gl. 36 

ὧǿ Ὣ ὡ Ὤz ὡ ὼz ὦ  ȟ ὧǿɴ ρȟρ  Gl. 37 

Anschließend wird eine Summe aus dem Wert des Input-Gates und dem Wert des Langzeitgedächt-

nisses, welcher vorher durch das Forget-Gate angepasst wurde, gebildet. Der aktualisierte Wert 

nach Gl. 38 bildet den neuen Cell State ὧ, welcher für die Berechnung des folgenden Zeitschrittes 

benötigt wird (VAN HOUDT et al., 2020). 

ὧ Ὢṫὧ Ὥṫὧǿ ȟ ὧᶰᴙ  Gl. 38 

Dabei ist ṫ das HADAMARD-Produkt (elementweises Produkt zweier Matrizen gleicher Größe). Das 

Output-Gate erzeugt durch Einbeziehen des Kurz- und Langzeitgedächtnisses den Output des Zeit-

schrittes Ὤ, welcher gleichzeitig der Kurzzeitinput für den folgenden Zeitschritt bildet. Das Anteil-

Element im Output-Gate funktioniert wie die bereits beschriebenen Neuronen des Input-Gates nach 

Gl. 39 

έ Ὣ ὡ Ὤz ὡ ὼz ὦ  ȟ έᶰ πȟρ  Gl. 39 

Die Besonderheit ist, dass das zweite Neuron im Gate lediglich den aktuellen Cell State ὧ als Input 

nutzt, wodurch eine Summation der Eingänge nicht nötig ist. Durch elementweise Multiplikation des 

Wertes έ aus dem Anteilelement mit dem Wert des Potentialelement wird der aktuelle Hidden State 

Ὤ nach Gl. 40 gebildet 

Ὤ έṫÔÁÎÈὧ  ȟ Ὤᶰ ρȟρ  Gl. 40 

Dieser kann an den nächsten Zeitschritt weitergegeben werden, oder im Falle eines Netzes mit 

mehreren Hidden Layer an die nächste Schicht weitergeleitet werden (VAN HOUDT et al., 2020).  

 



Untersuchung der Anwendbarkeit von Seegangsvorhersagen in der deutschen Bucht mittels Machine Learning Methoden 

Seite 36 
 

 

Aus der direkten Gegenüberstellung des Hidden States und des Cell States wird deutlich, welche 

Form der Rekurrenz jeweils vorliegt. Die bereits im Kapitel 3.3 beschriebene ĂªuÇereñ Rekurrenz 

beschreibt den Bezug der gesamten Werte einer verdeckten Schicht zum nächsten Zeitschritt, wäh-

rend die Rekurrenz des Cell States Ăinternñ ist, d.h. innerhalb jeder Zelle in jeder verdeckten Schicht 

(GOODFELLOW et al., 2016). Dies verdeutlicht auch die Darstellung dieser internen Schleifen in Ab-

bildung 3-21. 

Es sind weitere Gated RNNôs in der Literatur zu finden. Die Gated Recurrent Unit (kurz GRU) stellt 

eine vereinfachte Form des LSTM dar (GOODFELLOW et al., 2016), welcher die Stärken des LSTM-

Algorithmus mit verringerter Berechnungszeit vereinen soll (WANG et al., 2021). Dazu wird auf den 

Cell State sowie ein Gate im Vergleich zum LSTM verzichtet, was die Anzahl der Modellparameter 

verringert (MURPHY, 2022). Auf eine detaillierte Beschreibung soll allerdings verzichtet werden. 

3.5 Decision Tree 

Ebenfalls zu den Machine Learning-Methoden gehören Ansätze, welche auf Entscheidungsbäumen 

(engl. decision trees) basieren. Dazu gehören Random Forest- (kurz RF), bagging- und boosting- 

Modelle. Vorteil dieser Methoden ist ihre Einfachheit und Verständlichkeit, allerdings besitzen sie 

eine geringere Vorhersagegenauigkeit und Robustheit als andere Algorithmen, welche ebenfalls 

überwachtes Lernen nutzen. Eine Kombination von vielen Entscheidungsbäumen kann die Vorher-

sagegenauigkeit drastisch verbessern (JAMES et al., 2013). 

Ein decision tree besteht aus einer Verkettung von Aussagen, welche jeweils nacheinander verifi-

ziert oder falsifiziert werden. Anwendung finden diese Modelle bei Klassifikationsaufgaben, genannt 

classification trees und Regressionsaufgaben, genannt regression trees. Der Entscheidungsbaum 

wird von oben nach unten durchlaufen, und ist angesichts des Vergleiches mit einem echten Baum 

mit Stamm und sich aufteilenden Ästen umgekehrt dargestellt, siehe Abbildung 3-23 (JAMES et al., 

2013). 
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Abbildung 3-23: Beispielhafter Aufbau eines einfachen Entscheidungsbaums (JAMES et al., 2013) 

Interne Knoten (engl. internal nodes) sind die Punkte im Baum, an denen sich ein Zweig aufteilt, 

indem die Aussage ὢ ὸ bewertet wird, die Elemente bzw. Merkmale ὢ  des Inputvektors werden 

also schrittweise mit fixen Werten ὸ der internen Knoten verglichen. Falls die Aussage zutrifft, wird 

der Baum über den linken Zweig weiter durchlaufen, falls nicht zutreffend über den rechten Zweig. 

Das Ende jedes Zweiges bilden die Blätter des Baumes denen im Regressionsfall ein diskreter Wert, 

oder im Klassifikationsfall eine Klassenbezeichnung zugeordnet ist, dargestellt als Ὑ. Eine Kombi-

nation der Inputelemente ὢ  führt also zu einer Zuordnung von Ὑ (JAMES et al., 2013). 

Eine andere visuelle Interpretation des Entscheidungsbaumes aus Abbildung 3-23 bietet die Abbil-

dung 3-24. Dargestellt ist der Vorhersageraum Ὑ für das bekannte Beispiel. Jeder interne Knoten 

teilt den Vorhersageraum in neue disjunkte Teilräume Ὑ auf. Input ὢ wird durch ὸ und ὸ geteilt, 

Input ὢ durch ὸ und ὸ, wie es die Entscheidungen der internen Knoten aus Abbildung 3-23 impli-

zieren. Die Reihenfolge der Entscheidungen ist bestimmend für die Aufteilung des Vorhersagerau-

mes. 
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Abbildung 3-24: Unterteilung des Vorhersageraums (JAMES et al., 2013) 

Entscheidungsbäume sind sehr sensitiv gegenüber Änderungen in den Trainingsdaten, d.h. einzelne 

Bäume haben eine schlechte Generalisierungsfähigkeit. Um die Auswirkungen dieses Problems zu 

verringern, können mehrere Entscheidungsbäume parallel betrachtet und durchlaufen werden. Eine 

Sammlung (Ensemble) von einzelnen Entscheidungsbäumen nutzen die Random Forest Modelle. 

Die Generierung der einzelnen Bäume erfolgt nach einem bestimmten Schema, bei dem zufällig 

einige Merkmale (random feature selection) mit einer zufällig ausgewählten Sammlung aus Input-

vektoren (bootstrapping) kombiniert werden. Bei Eingabe eines neuen, unbekannten Eingangsvek-

tors werden alle generierten Bäume durchlaufen, und der vorhergesagte Wert Ὑ kann über alle 

Bäume gemittelt werden, bzw. der häufigste Wert entscheidet die Klassifikation (aggregation). Diese 

Aggregation der Werte über alle Vorhersagen verbessert die Robustheit und die Vorhersagegüte 

des gesamten Modells (JAMES et al., 2013). Der Aufbau eines RF Systems legt den hohen Berech-

nungsaufwand nahe, welcher allerdings gut parallelisiert werden kann. 

3.6 Support-Vector Machines 

Support Vector Regression (SVR) ist eine Regressionsmethode, die auf den Support Vector Machi-

nes (SVMs) basiert. SVMs sind bekannt für ihre Verwendung in Klassifikationsproblemen, können 

aber auch für Regressionsaufgaben verwendet werden. 

Im Gegensatz zu anderen linearen Regressionsmodellen, bei denen das Ziel darin besteht, die 

Summe der quadrierten Fehler zu minimieren, besteht das Ziel von SVR darin, eine Hyperebene zu 

finden, welche möglichst viele Trainingspunkte enthält. Der maximale Fehler ‭ beschreibt dabei das 

Toleranzlevel, innerhalb dessen ein Datenpunkt als korrekt vorhergesagt gilt. ‭ bestimmt damit die 

Genauigkeit des Modells, und kann entsprechend angepasst werden (SMOLA und SCHÖLKOPF, 

2004). 

Vorteile der Methode ist die Robustheit gegen Ausreißer, sowie die relativ einfache Implementation. 

Zudem kann eine gute Generalisierungsfähigkeit mit hoher Vorhersagegenauigkeit erreicht werden. 



Untersuchung der Anwendbarkeit von Seegangsvorhersagen in der deutschen Bucht mittels Machine Learning Methoden 

Seite 39 
 

 

Dies ist allerdings nicht der Fall, wenn große Datensätze untersucht werden, falls verrauschte Daten 

(engl. noisy data) vorliegen, oder falls zu wenige Trainingsbeispiele im Verhältnis zu den enthaltenen 

Merkmalen existieren (RAJ, 2020). 
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4 Stand der Wissenschaft zur Wellenhºhenvorhersage 

EGGERT und BARTHEL, 2007 präsentieren anhand von theoretischen Ansätzen zur Berechnung der 

Wind-Wellen Interaktion einige eingehende Parameter, was in Abbildung 4-1 dargestellt ist. 

 

Abbildung 4-1: Einflussfaktoren auf Wellenhöhe, -Periode und -Richtung (WITTE et al., 1999) 

Die Schwerewelle wird durch den Wind erzeugt, welcher anhand der Windrichtung, der -Geschwin-

digkeit und dem Fetch charakterisiert wird. Auch die Bathymetrie und einhergehende Flachwasser-

effekte haben einen Einfluss auf die Wellen und deren Eigenschaften. Weitere Einflüsse sind Tide 

und Windstau. 

Früher wurden unter anderem statistische Beziehungen zur Beschreibung der Wind-Welle-Korrela-

tion aufgestellt. Die Parameter der zugrundliegenden Ansatzfunktion wurden mithilfe von empiri-

schen Daten angepasst (EGGERT und BARTHEL, 2007). Die Wellenhöhe kann außerdem durch Her-

stellen der Zusammenhänge zwischen Wellenspektren und den zugehörigen Windkenngrößen ab-

geschätzt werden. Es ergeben sich Formeln und Diagramme nach RICHTER, 1979 und US ARMY 

CORPS OF ENGINEERS, 1984. 

Eine differenziertere Betrachtung des Seegangs mit größerer Flexibilität in Randbedingungen und 

Parametern auch im küstennahen Bereich ermöglichen numerische Wellenmodelle. Diese werden 

in spektrale und phasenauflösende Modelle unterteilt. Zu den spektralen Modellen, auch phasenge-

mittelte Modelle genannt, gehören unter anderem SWAN, WAVEWATCH3 und WAM. Wie der Name 

bereits nahelegt, handelt es dich durch die Beschreibung von Spektren um einen statistischen An-

satz, eine zeitliche Wasserspiegelauslenkung kann durch die fehlenden Phasenverschiebungen der 

Elementarkomponenten nicht generiert werden. Die Berechnung der wave action balance equation 

ermöglicht dabei die Modellierung der Wellenergie über große Raumskalen, durch Berücksichtigung 

von verschiedenen Quellen- und Senkentermen (HOLTHUIJSEN, 2007; YOUNG et al., 2020).  

Verschiedene phasenauflösende Modelle basieren auf verschiedenen mathematischen Formulie-

rungen der Strömungsprozesse, formuliert beispielsweise durch die BOUSSINESQ-Gleichungen oder 

Vereinfachungen der NAVIER-STOKES-Gleichungen. Dabei werden die Oberflächenauslenkung so-
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wie das Geschwindigkeitsfeld explizit simuliert, was die Betrachtung von komplexen lokalen dreidi-

mensionalen Prozessen ermöglicht. Durch die zugrundeliegenden Gleichungen sind die Modelle im 

Gegensatz zu den spektralen Modellen in der Lage, die zeitliche Phase der Wellen abzubilden, was 

grundsätzlich mit einem deutlich erhöhten Rechenaufwand verbunden ist. Je nach Grad der Verein-

fachungen und Größe des Untersuchungsgebiets verändert sich dieser Aufwand deutlich (YOUNG et 

al., 2020). 

 

Eine drastische Einsprung von Rechenressourcen im Vergleich zu den numerischen Methoden bie-

ten ML-Algorithmen (PERES et al., 2015; HU et al., 2021; MINUZZI und FARINA, 2023). Das Interesse 

an KI und insbesondere Machine Learning in den vergangenen Jahrzehnten erfolgte in Wellen, neue 

Innovationen, Ideen oder Trainingsmethoden lenkten zeitweise die Aufmerksamkeit auf diesen viel-

versprechenden Themenbereich (GOODFELLOW et al., 2016). So stieg auch die Zahl der veröffent-

lichten Paper zum Thema LSTM als rekurrente Netzart für die Verarbeitung sequenzieller Daten in 

den vergangenen Jahren rasant an. Aufbau und Vorteile dieser Netzarchitektur wurden bereits in 

Kapitel 3.4 erläutert, im Folgenden soll der aktuelle Stand der Wissenschaft zu diesem und anderen 

ML-Ansätzen zur Vorhersage der Wellenhöhe dargestellt werden. Als Übersicht zu den Veröffentli-

chungen, verwendeten Methoden sowie den Input- und Outputparametern dient Tabelle 2. Dabei 

bezeichnet der Index dir eine Richtungs- und spa eine räumliche Abhängigkeit. Zudem ist der ver-

wendete ML-Ansatz und die genutzten Datensätze aufgelistet. Das Schema der Vorhersage sei an 

dieser Stelle bereits vorgegriffen, beide Typen werden ausführlich in Kapitel 6.1 erläutert.  

Tabelle 2: Übersicht bestehender Literatur zur Hs-Vorhersage mit ML-Methoden 

Paper Ansatz Sch

ema 

Datensätze Input 

FAN et al., 2020 LSTM, BPNN, ResNet, 

ELM, SVM, RF 

S2O 

S2S 

Insitu, Global, Moored Bouy Udir, H 

ABDULLAH et al., 

2022 

LSTM S2O Insitu, Indonesien, Moored 

Bouy 

H 

HU et al., 2021 LSTM, RF, WaveWatch3 S2S Insitu, Eriesee, Moored Bouy Udir 

MINUZZI und 

FARINA, 2023 

LSTM, ERA5 S2O Hindcast ERA5, Insitu, 

Brasilien, Moored Bouy 

Hs,Tp,

U 

SONG et al., 2022 ConvLSTM, LSTM, GRU, 

RF, SVM 

S2O Hindcast WAVEWATCH III, 

COAM, ERA5 

Hspa,U

spa 

NI und MA, 2020 LSTM mit PCA, LR, RT, 

SVM, GPR 

S2O Insitu, Neuseeland, Moored 

+ Drifting Bouy 

PCA 

JÖRGES et al., 2021 LSTM, P-LSTM, RF, SVR, 

MLR, BPNN 

S2O 

S2S 

Insitu, nahe Noderney, 

Moored Bouy 

Siehe 

Text 

WANG et al., 2021 GRU, BPNN, ELM, SVM, 

RF 

S2O Insitu, Taiwan, Moored Bouy Hs, U 
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PERES et al., 2015 single Layer NN, Wa-

veWatch3, ERA 

S2S Hindcast NRA1, insitu, Mit-

telmeer, Moored Bouy 

Uspa 

DEO et al., 2001 single-Layer NN S2O Insitu, Indien, Drifting Bouy, 

Sattelit 

Udir 

MANDAL und 

PRABAHARAN, 2006 

RNN S2O Insitu, Indien, Drifting Bouy Hs 

DIXIT et al., 2014 Neuro-Wavelet S2O Insitu, Ostküste USA, 

Moored Bouy 

Hs 

ALI und PRASAD, 

2019 

Hybrid aus ICEEMDAN und 

ELM, OSELM, RF 

S2O Insitu, Ostküste Australien, 

Moored Bouy 

Hs 

 

ABDULLAH et al., 2022 nutzen verschiedene LSTM-Modelle zur Vorhersage der sign. Wellenhöhe an 

verschiedenen Positionen nahe Indonesien. Input in das Modell waren lediglich Bojendaten zur Wel-

lenhöhe an den Positionen, keine weiteren Parameter wurden betrachtet. Durch diesen Umstand 

bedingt, kann das Modell ausgehend vom aktuellen und vergangenen Seegang schrittweise den 

zukünftigen Zustand vorhersagen. Es wird zwischen single- und multi-step Vorhersage unterschie-

den, mehr dazu in Kapitel 6.1.2. Mit der rekurrenten Architektur konnten Vorhersagen von 12h, 24h 

und 48h getätigt werden. Mit steigendem Vorhersagezeitraum sinkt die Genauigkeit der Ergebnisse 

deutlich, Peaks in den Daten können dort nicht korrekt abgebildet werden, jedoch sind generelle 

Trends ersichtlich. Die Vorhersagegüte wird weiterhin durch die Komplexität (Schwankungen im 

Seegang durch unterschiedliche geographische Position) und die Länge der Inputdaten bestimmt. 

MINUZZI und FARINA, 2023 nutzen ebenfalls einen LSTM-Algorithmus zur Vorhersage von Ὄ, aller-

dings betrachteten sie innerhalb verschiedener Studien unterschiedliche Kombinationen der Input-

Merkmale Ὄ, Ὕ und Ὗ  bei Verwendung von ERA5 Hindcast Daten oder Bojendaten für verschie-

dene Vorhersagezeiträume und Positionen. Für kurze Zeitvorsprünge kann die Genauigkeit des Mo-

dells für bestimmte Standorte knapp 95% betragen, mit wachsendem Zeitvorsprung sinkt die Ge-

nauigkeit entsprechend. Bei Verwendung der insitu-Daten kann das entwickelte Modell das numeri-

sche Modell ERA5 in der Vorhersagegenauigkeit übertreffen, bei deutlich geringerem Rechenauf-

wand. 

Bei NI und MA, 2020 wurden die Input-Parameter für das LSTM-Modell durch eine Hauptkomponen-

tenanalyse (kurz: HKA, engl. principal component analysis, kurz: PCA) transformiert. Dabei werden 

die Ănat¿rlichenñ, hochkorrelierten Parameter durch Ăk¿nstlicheñ, unkorrelierte ersetzt, welche ers-

tere in bestimmter Weise zusammenfassen, und so eine Reduktion der Anzahl der Parameter und 

damit auch der Modellkomplexität erzeugt. Die Daten wurden von drei freischwimmenden (engl. 

drifting) und einer befestigten Boye südlich von Neuseeland erhoben. Zu den ursprünglichen Para-

metern gehörten der Zeitpunkt, Wellenhöhe, Wellenrichtung, Windgeschwindigkeit und -Richtung 

und Lufttemperatur. Die Anzahl der extrahierten Merkmale bestimmt maßgebend die Modellgüte, 

was die Vorteile der HKA unterstreicht. Die LSTM-Methode kann akzeptable Voraussagen im single-

step Verfahren über einige Tagen generieren. Im Vergleich zu anderen Methoden, wie Lineare Re-

gression (LR), Regression Tree (RT), support vector machines (SVM) und Gaußprozess-Regression 

(GPR) bietet die LSTM-Methode eine höhere Modellgüte bei gleichzeitig geringerem Rechenauf-

wand. 
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HU et al., 2021 nutzen ebenfalls ein LSTM-Modell, mit Bojendaten vom Eriesee in eisfreien Zeiträu-

men. Das NN hatte 4 Hidden Layer. Input war die Windrichtung und -Geschwindigkeit, jeweils mit 

einem Zeitverzug (engl. lag) von Null bis 24h in 3h Intervallen, Zielvariablen waren Ὄ und Ὕ. Die 

Ergebnisse wurden mit denen aus dem numerischen WAVEWATCH3 Modell, sowie dem XGBoost 

Modell, einer Weiterentwicklung eines RF-Modelles, verglichen. In Sturmereignissen weist die 

LSTM-Methode eine höhere Genauigkeit als die anderen Modelle auf, was der Fähigkeit des Lang-

zeitbezugs dieser Architektur geschuldet ist. Gemittelt über den gesamten Vorhersagezeitraum ist 

der Fehler von XGBoost am geringsten. 

FAN et al., 2020 liefern einen detaillierten Vergleich zur Vorhersagegüte von Modellen des Typs 

LSTM, BPNN (backprop. NN), ResNet (residual network), ELM (extreme learning machine), SVM 

und RF. Ziel war die Vorhersage von Ὄ für einen Zeitvorsprung von 1h und 6h, jeweils im single-

step Schema. Dazu wurden von 10 Messstationen weltweit Daten zur Windgeschwindigkeit der ver-

gangenen 4h, sowie Windrichtung und Wellenhöhe der letzten Stunde ins Modell gegeben. Über-

einstimmend mit den vorhergegangenen Veröffentlichungen nimmt die Vorhersagegüte mit steigen-

dem Zeitvorsprung ab. LSTM weist gemittelt über verschiedene Gütekriterien im Vergleich zu den 

verbleibenden Methoden die beste Übereinstimmung mit den Messdaten auf. Außerdem wurde das 

LSTM-Modell mit dem numerischen Wellenmodell SWAN gekoppelt, was eine Verbesserung der 

Genauigkeit von bis zu 65% im Vergleich zum ursprünglichen SWAN-Modell erzielte.  

JÖRGES et al., 2021 führten Untersuchungen nahe Norderney durch, die Daten wurden durch drei 

Bojen erhoben. Ein neuronales LSTM-Netzwerk und ein Ensemble paralleler LSTM-Netzwerke (P-

LSTM) werden zur Rekonstruktion und Vorhersage von Wellenhöhen in Küstennähe vorgestellt. Die 

Hyperparameter wurden mittels BAYESôscher Optimierung analysiert. Dabei wurden bathymetrische 

Daten als Input-Parameter zur Verbesserung eingeführt. Als Input-Merkmale dienten weiterhin die 

Wellenhöhe, Windgeschwindigkeit und -Richtung, Wassertiefe, sowie Tidephase. Die Vorhersage 

für 3h, 6, 9h und 12h konnte durch diesen zusätzlichen Parameter deutlich verbessert werden. Wei-

terhin hatte der Parameter Wassertiefe einen großen Einfluss auf die Ergebnisse, was mit der küs-

tennahen Position erklärt werden kann. Im Vergleich zu anderen ML-Algorithmen, wie BPNN, SVR, 

MLR (multiple linear regression) und RF weisen die LSTM-Modelle die beste Performance auf, sogar 

Extremereignisse konnten mit den Modellen mit zufriedenstellender Genauigkeit vorhergesagt wer-

den. 

SONG et al., 2022 führten die Ideen des LSTM-Algorithmus mit den Prinzipien der convolutional NN 

zusammen, und generierten Vorhersagen im multi-step Schema. Letztere Netzart ist aus dem Deep-

Learning Bereich der Bilderkennung bekannt, dort werden die zweidimensionalen Pixelwerte durch 

Transformation zur Merkmalserkennung genutzt. Ziel des Papers war es, die ebenfalls räumlich vor-

liegenden Wind- und Seegangsdaten mittels ConvLSTM-Modells für die Vorhersage zu nutzen. Der 

Einbezug eines räumlich verteilten Windfeldes konnte die Vorhersage der Wellenhöhe deutlich ver-

bessern. Zudem wird eine Möglichkeit entwickelt, wie die Präsenz von Landflächen in der Berech-

nung mit berücksichtigt werden kann. Im Vergleich zu RF, SVM, klassischem LSTM und GRU-Algo-

rithmen weist der entwickelte Algorithmus für Vohersagezeiten von 1h bis 6h den geringsten RSME 

auf. Nächsthöchste Modellgüte haben der LSTM- und GRU-Algorithmus. 

Ein GRU-Modell nutzen auch WANG et al., 2021 bei ihrer Studie zur Vorhersage von Ὄ für Zeitvor-

sprünge von 3h, 6h, 12h und 24h. Es wurden Bojendaten nahe Taiwan mit breit gestreuten Wasser-

tiefen genutzt, in das Modell gingen die aktuelle Wellenhöhe sowie die Windgeschwindigkeit der 

letzten 3h ein. Die Vorhersagen wurden mit denen eines BPNN, ELM, SVM, und RF verglichen. 
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Dabei liefert der GRU-Algorithmus mit den geringsten Abweichungen insgesamt die besten Vorher-

sagen, sowie geringere Schwankungen im Vergleich zu SVM und ELM. Die Vorhersage von Spit-

zenwellenhöhen in Extremereignissen weist größere Abweichungen auf, was mit der geringen Häu-

figkeit dieser Werte in den Trainingsdaten erklärt wird. Ein Vergleich mit dem LSTM wird nicht an-

gestellt. 

Eine frühe Studie zur Anwendung von klassischen NN wurde von DEO et al., 2001 durchgeführt. 

Dafür wurden unter anderem Daten von mehreren Bojen westlich von Indien genutzt. Die zeitliche 

Diskretisierung der Daten war mit 3h recht grob, zudem wurden nur kleine Zeiträume von 18 Tagen 

bis mehrere Monate betrachtet. Es wurde ein einfaches NN mit einem Hidden Layer verwendet, 

dabei wurden Korrelationen zwischen Messung und Vorhersage zwischen 52% und 68% festge-

stellt. Die Varianz der Input-Daten hat einen großen Einfluss auf den Trainingserfolg. Die saisonale 

Unterteilung der Daten in Monsun- und restliche Zeit erzielte eine Verbesserung der Ergebnisse.  

PERES et al., 2015 nutzen ein mit NRA1 Hindcast Daten trainiertes single-Layer KNN-Modell, um die 

Zeitreihen von Wellenmessungen mehrerer Bojen im Mittelmeer zu erweitern bzw. Lücken zu schlie-

ßen. Windgeschwindigkeit und -Richtung mit sechsstündlicher Diskretisierung waren die Ein-

gangsparameter. Übereinstimmend mit SONG et al., 2022 wurden deutliche Vorhersageverbesse-

rungen festgestellt, wenn die räumliche Verteilung des Windfeldes in die Berechnungen einge-

schlossen wird. Im Vergleich zu den numerischen Modellen CFSR und ERA1 schneidet das KNN 

insgesamt besser ab, bei geringerem Rechenaufwand. 

Für MANDAL und PRABAHARAN, 2006 lieferte eine Boye westlich von Indien Daten zum stündlichen 

Wert von Ὄ. Dieser wurde zum Forecast der Wellenhöhe in einem RNN für Zeitvorsprünge von 3h, 

6h, 12h und 24h genutzt. Es konnten Korrelationen zwischen 73% und 95% zur gemessenen Zeit-

reihe festgestellt werden, und damit deutlich größere Übereinstimmung, als bei Studien mit einfa-

chen NN (DEO und SRIDHAR NAIDU, 1998 und RAO et al., 2001) erzielt werden konnten. 

DIXIT et al., 2014 und DIXIT et al., 2015 nutzen die Neuro-Wavelet-Technik zur Vorhersage der Wel-

lenhöhe. Dabei handelt es sich um eine Kombination der diskreten Wavelet-Transformation mit 

KNNôs. Die Transformation zerlegt das zeitliche Signal der Bojen in nieder- und höherfrequente An-

teile, für eine feinere Differenzierung kann dies auch mehrfach erfolgen. Diese Anteile dienen an-

schließend jeweils einem NN als Input, aus dem Output kann mittels inverser Wavelet-Transforma-

tion die Wellenhöhe berechnet werden. So kann die zeitliche Verzögerung in der Vorhersagezeit-

reihe (lag) verringert werden. In DIXIT et al., 2014 wurden Zeitvorsprünge von bis zu 24h betrachtet, 

dabei weist das hybride Modell eine bessere Performance auf, als das herkömmliche KNN. 

Nachteil bei der Wavelet-Transformation ist die vorhergehende Festlegung eines Grund-Wavelet 

(mother-wavelet), welches am besten zu den Daten passt. Dieses Problem umgeht die empirical 

mode decomposition (EMD), welche ALI und PRASAD, 2019 aufgriffen, und eine weiterentwickelte 

Form (ICEEMDAN) zur Konstruktion eines hybriden Modells aus Datentransformation und ML-Algo-

rithmus nutzten. Ähnlich der Wavelet-Technik wird hierbei das Ursprungssignal verarbeitet und in 

Komponenten zerlegt. Es wurden ML-Modelle des Typs online sequential extreme learning machine 

(OSELM), RF und ELM erstellt und trainiert, jeweils mit und ohne den ICEEMDAN-Algorithmus vor-

geschaltet. Prädiktor zur Vorhersage von Ὄ war die historische Zeitreihe Ὄ, welche mittels Bojen 

vor der Ostküste Australiens für den Zeitraum 2000 bis 2018 erhoben wurde. Im Vergleich zu den 

Modellen ohne Datentransformation weisen jene mit ICEEMDAN durchweg eine deutlich bessere 

Modellgüte auf. 
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Ein Vergleich der Vorhersagegüte der aufgeführten Veröffentlichungen und darin angewandten Mo-

delle wäre zwar hilfreich für die Auswahl eines geeigneten Verfahrens für die vorliegende Aufgaben-

stellung, ist allerdings nicht aussagekräftig. Dies ist dem Umstand geschuldet, dass die entwickelten 

Modelle teils mit unterschiedlichen Gütekriterien beschrieben werden, und sehr sensibel gegenüber 

verschiedenen Parametern im Modellaufbau und -Training sind. Dazu gehören die grundsätzliche 

Architektur der Systeme, z.B. Anzahl der verdecken Schichten, Anzahl der Neuronen pro Schicht, 

Rekurrenz, usw., das Trainingsvorgehen und der darin verwendete Algorithmus, sowie die einge-

flossenen Daten und deren Eigenschaften, z.B. Erhebungsart, Vorverarbeitung, Betrachtungsort, 

dortige Seegangsverhältnisse, Zeiträume, Extremwetterereignisse usw. 

Der LSTM-Algorithmus ist durch seinen Aufbau und die einhergehende Eigenschaft, 

Langzeitabhängigkeiten in sequenziellen Daten bei relativ stabilen Gradienten betrachten zu 

können, prädestiniert für die Anwendung auf Zeitreihenanalysen (siehe 3.4). FAN et al., 2020 sowie 

NI und MA, 2020 berichten übereinstimmend von einer herrausragenden Modellgüte von LSTM im 

Vergleich zu den anderen entwickelten Algorithmen, bei SONG et al., 2022 wird die Qualität der Vor-

hersage nur durch den deutlich komplexeren ConvLSTM-Algorithmus übertroffen. Wie im vorherigen 

Teil beschrieben wurde, erfährt der LSTM-Architektur im Bereich der Zeitreihenanalyse in den letz-

ten Jahren große Aufmerksamkeit, was die Menge der verfügbaren Literatur zu dem Thema deutlich 

erhöht. Auch im Vergleich zum vielversprechenden GRU-Algorithmus liegt ein größerer Erfahrungs-

schatz beim LSTM vor (WANG et al., 2021). Aus diesen Gründen wurde sich für die Erstellung von 

ML-Algorithmen auf den LSTM-Algorithmus fokussiert. welcher in Kapitel 6 näher dargelegt wird, 

und zur Zeitreihenvorhersage genutzt werden soll. 
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5 Daten 

Für Standorte FN1 und FN3 liegen historische Seegangsparameter vor, die im Rahmen des For-

schungsprojekts OpenRAVE (FKZ: 03EE3009C) vom BSH zur Verfügung gestellt werden. Weitere 

atmosphärische und meteorologische Parameter können für beide Forschungsplattformen über das 

Insitu-Portal des BSH bezogen werden. 

5.1 Forschungsplattformen FINO 

2001 beauftragte das Bundesministerium für Umwelt, Naturschutz, Bau und Reaktorsicherheit den 

Bau der Forschungsplattform FINO 1. Ziel war die Messung und Erkundung der Umgebungsbedin-

gungen, welche in der Nähe zukünftiger Offshore-Windparks herrschen. Seit 2003 ist die Anlage 1 

in Betrieb (FINO1, 2023), die benachbarte Plattform 3 seit 2009 (FINO3, 2023). Die Positionen bei-

der Plattformen sind in Abbildung 5-1 dargestellt. FINO 1 liegt dabei etwa 45km nördlich von Borkum, 

in einer Wassertiefe d von ca. 30m. 

Die Forschungsplattformen in Nord- und Ostsee (FINO) 1 und 3 werden durch das Forschungs- und 

Entwicklungszentrum der Fachhochschule Kiel GmbH (FINO1, 2023) betrieben, und sammeln lau-

fend Daten meteorologischer, ozeanographischer sowie ökologischer Parameter. Zu den ermittelten 

hydrographischen Daten beider Plattformen gehören der Seegang, d.h. Wellenhöhe, -Periode und -

Richtung. Unmittelbar am Fuß der Plattform ist ein akustischer Strömungsmesser (AWAC) ange-

bracht, welcher Aufschluss über Wasserstand und Strömungsprofil gibt. Außerdem werden Daten 

zu Wassertemperatur, Sauerstoffgehalt und Salzgehalt aufgenommen (FINO1, 2023). Die Daten 

sind u.a. ein wichtiges Element bei der Planung, dem Bau und beim Betrieb von Offshore-Windparks 

(FINO3, 2023). 

 

Abbildung 5-1: Standorte FINO1 und FINO 3 (Quelle siehe Bild) 
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5.2 Datenaufbereitung 

Grundsätzlich stehen für die Bearbeitung der Aufgabenstellung verschiedene Kategorien von Daten 

am Standort FINO1 zur Verfügung. Dazu zählen ozeanographische und meteorologische Parame-

ter. Die Auswahl und Aufbereitung der Rohdaten werden im Folgenden beschrieben. Für alle Para-

meter wird der Zeitraum vom 01.01.2008 bis 31.07.2021 betrachtet. 

Das Importskript sowie die untergeordneten Funktionen zum Auslesen und Verarbeiten der Mess-

daten wurde für die Bearbeitung bereitgestellt. Durch den Benutzer kann der Standort, der Zeitraum, 

der diskrete Zeitschritt, die maximale Interpolationsweite und die Interpolationsmethode, sowie die 

zu importierenden Variablen aus den unterschiedlichen Quellen ausgewählt werden.  Die minimale 

Qualitätsmarke der Seegangsdaten kann zusätzlich angegeben werden, die Winddaten sind dage-

gen auf die höchste Qualität (qf= 2 und 3) fixiert. Das struct siteData.finalSensorTT beinhaltet nach 

Durchlaufen des Skripts die gewünschten Tabellen als Zeitreihe.  

Zu den ozeanographischen Daten gehören die Parameter Wellenperiode, -Richtung- und Höhe. 

Diese lieferte der directional waverider buoy (DWR-MkIII) von Datawell BV, es stünden allerdings 

auch Datensätze von einem RADAC Wellenradar zur Verfügung. Aus den gemessenen Zeitreihen 

wird alle 30min ein Wellenspektrum gebildet, welches die spektrale sign. Wellenhöhe, die Peak-

Periode sowie die Wellenrichtung bei spektralem Peak liefert. Anschließend wird eine Qualitätssi-

cherung durchgeführt. Diese beinhalten eine Reihe von individuellen Tests, wie die Prüfung von 

Ausreißern, Wertebereichen und Gradienten (für mehr Informationen siehe BSH, 2022). Je nachdem 

wie die Zeitreihen abschneiden, werden ihnen Qualitätsmarken, die quality flags (qf), zugeordnet. 

Für die ozeanographischen Daten gibt es im Zeitraum 2008-2021 nur 116 "wahrscheinlich guteñ 

(qf=2) und null Ăwahrscheinlich schlechte aber korrigierbareñ (qf=3) Datenpunkte. Diese mit zu be-

rücksichtigen erzielt keinen nennenswerten Mehrwert, es werden daher nur die Zeitschritte mit guter 

Datenqualität (qf=1) genutzt.  

Bei den atmosphärischen Winddaten liegen für verschiedene Messhöhen unterschiedliche Zeitrei-

hen vor. Der Mehrwert des Einbeziehens mehrerer Zeitreihen einer Messgröße aus unterschiedli-

chen Höhen wird als vernachlässigbar eingeschätzt. Daher werden für eine Messgröße diejenigen 

Zeitreihen genutzt, welche die beste Verfügbarkeit über den Zeitraum 2008 bis 2021 aufweisen. Dies 

bedeutet für den Parameter Wind die Windgeschwindigkeit in 41m Höhe (MC= Mast-Korrigiert, Ein-

fluss des Mastes auf Strömungsprofil herausgerechnet) und Windrichtung in 42m Höhe. Die Daten 

liegen zunächst als 10-minütige Mittelwerte vor. Die Windparameter sind ebenfalls durch quality 

flags gekennzeichnet, auch hier werden nur Daten höchster Qualität genutzt (hier qf 2 und 3, für 

mehr Informationen siehe LEIDING und TINZ, 2016). 

Neben den Winddaten existiert eine Vielzahl an meteorologischen Daten am Standort FINO1. Für 

die vorliegende Aufgabenstellung wurden die Parameter Luftdruck, Wassertemperatur und Lufttem-

peratur als potentiell wichtigste Features identifiziert. Auch die meteorologischen Daten liegen teil-

weise für verschiedene Messhöhen vor, auch hier war die Datenverfügbarkeit entscheidend für die 

Auswahl der verwendeten Zeitreihe. Die verwendeten Daten sind die Parameter Luftdruck in 21m 

Höhe, Wassertemperatur in 5m Tiefe sowie Lufttemperatur in 34m Höhe. Auch hier wurde eine Qua-

litätssicherung durchgeführt. Die Wassertemperatur folgt dabei den Angaben der DATA-MEQ 

WORKING GROUP, 2010, die Sicherung der anderen Parameter folgt LEIDING und TINZ, 2016. 

Einige Parameter liegen im Rohformat in einer feineren Diskretisierung als 30min vor, diese wurden 

im Vorfeld der Analyse auf ein einheitliches 30min-Gitter interpoliert. Zusätzlich werden Datenlücken 
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aller Parameter über ein Zeitfenster von kleiner als 2h linear interpoliert und so die Lücke geschlos-

sen. Bei größeren Lücken erfolgt entsprechend keine Interpolation. 

Die abschließend für das Trainieren des ML-Algorithmus zur Verfügung stehenden Parameter sowie 

deren individuell verfügbaren Zeitschritte im 30min-Intervall sind in Tabelle 3 dargestellt. Die Anzahl 

der Zeitschritte (30-Minuten Intervall) werden durch Messlücken und die Qualitätssicherung beein-

flusst. Näheres zu den einfließenden Features folgt in Kapitel 6.4. Der Einfluss der verfügbaren Zeit-

schritte einer Featurekombination auf den Trainingsprozess wird in Kapitel 7 aufgegriffen. 

Tabelle 3: Verwendete Parameter und deren verfügbare Zeitschritte 

Beschreibung Parameter Verf. Zeit-

schritte 

Spektrale sign. Wellenhöhe (Hm0) VHM0 186082 

Periode bei spektralem Peak (Tp) VTPK 186082 

Wellenrichtung bei spektralem Peak VPED 186114 

Windgeschwindigkeit in 41m Höhe WSPD_41m 198973 

Windrichtung in 42m Höhe WDIR_42m 176513 

Luftdruck in 21m Höhe, 10-min-Mittel AirPressure21m 148928 

Wassertemperatur in 5m Tiefe, 30-min-Mittel TempDWR_05m BelowSWL 143222 

Temperatur in 34m Höhe, 10-min-Mittel Temp34m 236305 

Relative Luftfeuchte in 34m Höhe RelH34m 236710 
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6 Umsetzung in MATLAB 

Mithilfe der Software MATLAB wird die Problemstellung schrittweise implementiert. Dabei wurde die 

Version R2022a mit der Parallel Computing-, Deep Learning- und der Statistics and Machine Lear-

ning Toolbox verwendet. 

6.1 Anwendungsfälle 

Wie bereits beschrieben, sind die Anwendungsfälle von ML-Algorithmen sehr vielfältig. Für die vor-

liegende Aufgabenstellung ergeben sich im Wesentlichen drei verschiedene Anwendungsmöglich-

keiten.  

Den ersten Fall bildet der Hindcast, also die Rekonstruktion vergangener Zeitreihen eines Parame-

ters. Falls dieser Parameter zeitweise nicht gemessen werden konnte, beispielsweise aus War-

tungs- oder anderen technischen Gründen, kann die Zeitreihe durch die anderen Parameter (Fea-

tures), welche in diesem Zeitraum vorhanden waren, rekonstruiert werden. Die Notwendigkeit dafür 

kann beispielsweise für eine statistische Auswertung der Seegangsverhältnisse an einer Position 

entstehen, an der nicht ausreichend lange Seegang gemessen wurde, oder Datenlücken vorhanden 

sind.  

Der zweite Anwendungsfall ist mit ersterem verwandt, liegt allerdings im Bereich des Forecasts, d.h. 

der Vorhersage zukünftiger Ereignisse. Die Vorhersage zukünftiger Seegangsverhältnisse ist insbe-

sondere für die Durchführung von Offshoreoperationen von essentieller Bedeutung. Falls ein Modell 

existiert, welches verlässliche Forecasts für die relevanten Features generiert, kann anhand dessen 

die Vorhersage der Zielvariablen geschehen. Die beiden beschriebenen Fälle erfordern Sequence 

to Sequence (kurz S2S) Vorhersagen, was die Form der Rekurrenz im implementierten Netz be-

schreibt, und im folgenden Kapitel 6.1.1 näher erläutert wird. 

Der letzte Anwendungsfall liegt ebenfalls im Forecast, die Zielvariable wird nur anhand des vergan-

genen Verlaufs der Zeitreihe vorhergesagt. Es werden keine weiteren Parameter benötigt. Diese 

Form der Vorhersage erfordert einen Sequence to One -Aufbau (kurz S2O) des NN, welcher in Ka-

pitel 6.1.2 beschrieben wird. 

Diese Zusammenhänge sind in Abbildung 6-1 nochmal übersichtlich dargestellt. Für den S2O-Fall 

erfolgt noch eine Differenzierung nach single- und multi-step-Vorhersage, welche in Kapitel  6.1.2 

näher erläutert wird. 

 

Abbildung 6-1: Übersicht zu den Vorhersagemethoden (eigene Abbildung) 

Vorhersage

Å Hindcast

Å Forecast, falls anderes 

Modell zuküftige Werte liefert

Å Forecast

Single-Step Multi-Step

Sequence to Sequence Sequence to One
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Bei allen nachfolgenden Betrachtungen stellt die sign. Wellenhöhe die Zielvariable dar. Durch Ver-

ändern eines einzelnen Parameters im Skript kann die gesamte Vorhersage aber auch auf eine 

andere Variable abzielen, welche in den Daten vorhanden ist. 

6.1.1 Sequence to Sequence Vorhersage 

Bei der Sequence to Sequence Vorhersage wird eine Sequenz, bestehend aus einer Reihe aufei-

nanderfolgender Merkmalsvektoren ὼ bis ὼ  als Input in das RNN eingegeben, und eine Sequenz 

der Zielvariablen Ὠ bis Ὠ  generiert. Dies ist in Abbildung 6-2 exemplarisch dargestellt, mit zwei 

eingehenden Features Ὂ und der Zielvariablen ὤ.  

 

Abbildung 6-2: S2S Vorhersage der von t bis t+n fehlenden Zielvariablen Z anhand der Features F1 

und F2 (eigene Abbildung) 

Analog zu Abbildung 3-17 und Abbildung 3-19 ist die vorhandene Rekurrenz im Netz in Abbildung 

6-3 dargestellt. Es besteht eine Verbindung des Hidden States Ὤ mit dem State des vorherigen Zeit-

schrittes. Für jeden diskreten Zeitschritt ὸ wird der Merkmalsvektor ὼ  benötigt, um den Output 

Ὠ  zu generieren. Für das Beispiel aus Abbildung 6-2 ergibt sich schematisch zu 

ὼ
Ὂρ
Ὂς

 Gl. 41 

wobei das Element Ὂρ bzw. Ὂς je ein diskreter Wert des Parameters zum Zeitpunkt ὸ ὲ ist. 

 

Abbildung 6-3: S2S Schema der Vorhersage ab Zeitpunkt t (eigene Abbildung) 
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In MATLAB ergibt sich für die Eigenschaften der jeweiligen LSTM-Layer ein Ausgabemodus einer 

Sequenz, der zeitliche Verlauf der Zielvariablen ὤ kann für den Zeitbereich generiert werden, in dem 

auch die Features vorhanden sind. 

Die ursprünglichen Features können außerdem durch zeitversetzte Kopien von sich selbst künstlich 

erweitert werden. Das Prinzip ist in Abbildung 6-4 verdeutlicht. 

 

Abbildung 6-4: S2S, Erweiterung der Features durch zeitliche Verschiebung (eigene Abbildung) 

Grundsätzlich ist dieselbe Situation wie in Abbildung 6-2 dargestellt, die ursprünglichen Features Ὂρ 

und Ὂς sollen zur Vorhersage von ὤ dienen. Zusätzlich wurden zwei weitere Features aus Ὂρ abge-

leitet. Ὂρ  und Ὂρ  sind Zeitreihen von Ὂρ, nur um ein und zwei Zeitschritte verschoben. Dies 

deutet auch der Verlauf des Graphen in der Abbildung an. So erweitert sich der Inputvektor ὼ  für 

jeden Zeitschritt der Vorhersage ὸ ὲ zu  

ὼ

Ὂρ
Ὂρ
Ὂρ
Ὂς

 Gl. 42 

Da es theoretisch in jedem Zeitschritt der Vorhersage möglich ist, dass der Cell State sich leert, und 

damit auf kein ĂLangzeitgedªchtnisñ zugegriffen werden kann (siehe Kapitel 3.4), sollen die Möglich-

keiten des Verständnisses des Algorithmus für Langzeitabhängigkeiten durch diese Feature-Erwei-

terung erhöht werden. Die konkrete Umsetzung dieser Methode wird in Kapitel 6.4.1 beschrieben. 

6.1.2 Sequence to One Vorhersage  

Bei der S2O Vorhersage wird eine Sequenz, bestehend aus einer Reihe aufeinanderfolgender Merk-

malsvektoren ὼ  bis ὼ als Input in das RNN eingegeben, und ein einzelner Wert der Zielvariablen 
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Ὠ  generiert. Dieser Wert liegt für diese Anwendung einen Zeitschritt in der Zukunft, und stellt 

damit einen Forecast dar. Die Vorhersage des Zeitschrittes ὸ ρ kann nun als Input für die Vorher-

sage des Zeitschrittes ὸ ς dienen, usw. (siehe Abbildung 6-7). Es entsteht ein verketteter Rückbe-

zug auf vorhergesagte Werte. Die schrittweise Vorhersage in die Zukunft (siehe Abbildung 6-5) ist 

theoretisch unendlich durchführbar, allerdings summiert sich die Unsicherheit, welche mit jeder ein-

zelnen Vorhersage verbunden ist, über die Zeitschritte auf. 

 

Abbildung 6-5: S2O, schrittweise univariate Vorhersage der Zukunft ab Zeitpunkt t (eigene Abbildung) 

In Abbildung 6-6 ist der Einfluss der vergangenen Werte auf den nächsten Vorhersageschritt darge-

stellt. Es handelt sich hierbei um eine vereinfachte Darstellung, da das zeitliche Diskretisierungsin-

tervall sehr grob gewählt wurde.  

Abbildung 6-6: S2O, Einfluss des Rückbezugs auf vergangene Werte (eigene Abbildung) 

Ausgehend vom Zeitpunkt ὸ soll der Wert des nächsten Zeitschritts vorhergesagt werden, hier als 

grüner Punkt dargestellt. In diese Berechnung gehen die letzten drei Werte des Parameters ein, die 

Fensterbreite ύ ist also drei. Analog gehen in die Berechnung des darauffolgenden gelben Punktes 

die Werte im gelben Fenster ein, usw. Dies impliziert bereits die Konfiguration des Inputvektors ὼ  

für ύ σ 

ὼ
ὤ
ὤ
ὤ

 Gl. 43 

Die Größe des Vektors ist also stark von der Größe von ύ abhängig. Mit jeder Iteration in die Zukunft 

von ὸ ausgehend füllt sich der Vektor ὼ  schrittweise mit Werten aus der Vorhersage, nach ὸ τ 
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Zeitschritten besteht ὼ ausschließlich aus vorhergesagten Werten, was die beschriebene Unsicher-

heit bedingt. Für eine Fensterweite ύ von eins ist die Form der Rekurrenz des Netzes in Abbildung 

6-7 dargestellt, zugrundeliegende Prinzipien wurden bereits beschrieben.  

 

Abbildung 6-7: S2O Schema der schrittweisen Vorhersage ab Zeitpunkt t (eigene Abbildung) 

Für den häufigeren Fall, dass mehr als der letzte bekannte Wert in die Vorhersage des nächsten 

eingeht, also eine Fensterbreite ύ ρ besteht, ist das Prinzip des sich verändernden Inputvektors 

in Tabelle 4 exemplarisch verdeutlicht.  

Tabelle 4: Konfiguration des univariaten Inputvektors bei w=3 über die Zeitschritte 

 

Die Zahlen in der Tabelle 4 meinen den Wert der Zielvariablen zum Zeitpunkt ὲ. Die Features 1 bis 

3 F1 bis F3 zur Zielvariablen R1 bestehen dem beschriebenen Prinzip folgend aus den vergangenen 

Werten der Zielvariablen, im Fall von ύ σ ergeben sich also 3 Features. Alle Werte der Variablen 

bis zum Zeitschritt 7 seien als gegeben angesehen, und bilden die bekannte Vergangenheit. Um 

den Zeitschritt 8 vorherzusagen, gehen die Zeitschritte 5 bis 7 als Elemente des Inputvektors Ὅὺ in 

die Berechnung ein. Es entsteht die Vorhersage der Zielvariablen im Zeitschritt 8, welcher dann das 

letzte Element des nächsten Inputvektors ausmacht. Alle anderen Elemente verschieben sich ent-

sprechend um einen Eintrag. So wird der Inputvektor schrittweise mit den Vorhersagewerten gefüllt. 

Die verwendete Bezeichnung Ὅὺ findet sich so auch im Code wieder, die Tabelle ist nützlich zum 

Nachvollziehen der iterativen Vorhersage. 

THE MATHWORKS INC., 2023f bezeichnet dieses generelle Vorgehen als Ăgeschlossene Schleifeñ 

(closed loop), da ausgehend vom letzten bekannten Zeitpunkt t die Iterationen ohne weiteren Infor-

mationsfluss von außen geschehen, es werden anhand der bekannten Vergangenheit mehrere Zeit-

schritte in die Zukunft iteriert, was auch als multi-step Vorhersage bezeichnet wird (siehe Abbildung 

6-1). Im Kontrast dazu steht die Ăoffene Schleifeñ, ausgehend vom letzten bekannten Zeitpunkt ὸ 

kann nur der nächste Zeitschritt berechnet werden. Erst sobald dieser Wert zum Zeitpunkt ὸ ρ 
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tatsächlich gemessen wurde, kann die nächste Iteration beginnen. Es handelt sich also um eine 

single-step Vorhersage (siehe Abbildung 6-1). 

Aufgrund der begrenzten praktischen Anwendungsfälle wird die single-step Methode in der vorlie-

genden Arbeit nicht weiterverfolgt. Es sei auf die Literatur verwiesen, beispielsweise nutzten 

ABDULLAH et al., 2022 beide Typen zur Vorhersage von Wellenhöhen. 

Das Prinzip aus Tabelle 4 kann auf mehrere Zielvariablen erweitert werden. Bei der multivariaten 

Analyse werden mehrere Zielvariablen betrachtet, und analog zum beschriebenen Vorgehen die 

Features durch ύ zeitversetzte Sequenzen gebildet. Dies ist in Tabelle 5 für die beiden Zielvariablen 

R1 und R2 dargestellt, mit einer Fensterbreite ύ σ ergeben sich also 6 Features F*. Dies resultiert 

in einen deutlich größeren Inputvektor Ὅὺ. 

Tabelle 5: Konfiguration des multivariaten Inputvektors bei w=3 über die Zeitschritte 

 

Analog zu Abbildung 6-4 und Abbildung 6-5 ist für den multivariaten S2O-Fall das Prinzip in Abbil-

dung 6-8 dargestellt. Es ist die Iteration ausgehend vom Zeitschritt ὸ für zwei Zielvariablen ὤ und T 

dargestellt, ύ wurde als ύ ρ nicht näher definiert. 
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Abbildung 6-8: S2O, multivariate Vorhersage der Zukunft ab Zeitpunkt t (eigene Abbildung) 

Für den allgemeinen Zeitschritt ὸ ὲ ergibt sich der Inputvektor zu 

ὼ

ở

ỞỞ
ờ

ὤ
ὤ
ȣ

Ὕ
Ὕ
ȣ Ợ

ỡỡ
Ỡ

 Gl. 44 

und der Outputvektor entsprechend zu  

Ὠ
ὤ
Ὕ

 Gl. 45 

6.2 MatLab-Funktionen 

Grundsätzlich ist die Implementierung des Trainings und des Vergleichs verschiedener ML-Algorith-

men in das Hauptskript und verschiedene Funktionen untergliedert. Das Skript MasterSkriptBayes* 

legt Hyperparameter fest, führt das Preprocessing durch, und übergibt die Parameter an die Trai-

ningsfunktionen LSTMregBayes und LSTMreg. Anschließend werden optional noch Visualisierun-

gen mithilfe weiter Funktionen g* durchgeführt. Der Ablauf wird im Folgenden näher beschrieben, 

als Übersicht dient Abbildung 6-9. Es sind detaillierte Arbeitsschritte sowie deren Übergeordnete 

Kategorie dargestellt, sowie die zugehörigen MATLAB-Skripte bzw. Funktionen. Die verschiedenen 
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Anwendungsfälle und Architekturen werden in spezialisierten Skripten und Funktionen umgesetzt, 

die den Abläufen und Bezeichnungen aus Abbildung 6-6 gleichermaßen folgen. 

 

Abbildung 6-9: Übersicht der Arbeitsschritte (eigene Abbildung) 

Beginnend mit dem übergeordneten MasterSkript, welches zunächst die Zeitreihen der Messdaten 

in Tabellenform einliest. Diese sollten die Messgrößen in den Spalten und die Zeitschritte in den 

Reihen beinhalten. Die Tabelle enthält sowohl die Prädiktorvariablen, als auch die vorherzusagende 

Antwortvariable. Zudem sollte bereits ein konsistenter Zeitschritt vorliegen. Parameter, welche eine 

Richtung beschreiben, sollten vorher in ihre Sinus- und Cosinus-Anteile zerlegt werden. Im Skript 

muss anschließend definiert werden, in welcher Spalte der Tabelle die vorherzusagende Variable 

vorliegt. Es folgen Statements zur Durchführung der Berechnungen anhand des Vektors setS.  

6.3 Hyperparameter 

Im Rahmen der Ausarbeitung erfolgte eine Unterteilung in fixierte und variable Hyperparameter, 

welche in Tabelle 6 dargestellt sind. Die fixierten Hyperparameter können durch den Benutzer zwar 

angepasst werden, sie werden aber nicht variiert bzw. optimiert. Dies ist nur bei den sogenannten 

variablen Hyperparametern der Fall. Falls in der Tabelle nicht anders angegeben, wurden die Werte 

der Hyperparameter für beide Anwendungsfälle genutzt. ĂOptParañ meint die Anzahl der zu optimie-

renden Hyperparameter. Sowohl der Vektor setS, als auch alle Hyperparameter haben einen maß-

gebenden Einfluss auf den Verlauf des Trainings als auch auf die Modellgüte, daher sollten diese 

Parameter mit Bedacht festgelegt werden. 
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Tabelle 6: Bezeichnungen und Wertebereiche der fixierten und variablen Hyperparameter 

 Bezeichnung [Einheit] Code-Bezeich-

nung 

Untersuchte Werte 

F
ix

ie
rte

 H
y
p
e

rp
a
ra

m
e

te
r 

Mindestdauer einer Sequenz [Zeitschritte] seqMin S2O univ.: 130 

S2O multiv.: 120 

S2S: 20 

Maximale Dauer einer Sequenz [Zeitschritte] seqMax S2O: 300 

S2S: 200 

kFoldO-fache äußere Kreuzvalidierung kFoldO 10 

kFoldI-fache innere Kreuzvalidierung kFoldI 10 

Anzahl der durchgeführten äußeren 

Kreuzvalidierungen 

kFoldOearlyStop BAYES-Opt: 5 

Training: kFoldO 

Explorationsverhältnis bei BAYES-Opt bayesExpl 0.6 

Anzahl der Seed-Points (Startpunkte für 

BAYES-Optimierung) 

bayesSeed 5*OptPara 

Maximale Anzahl der Evaluationen der Er-

satz-Fehler-Funktion 

bayesMaxEval S2S: 50*OptPara 

S2O: 50 

Maximale Anzahl an durchgeführten Epochen 

pro Training 

tMaxEpochs 100 

Abbruchkriterium zum Validierungs-Fehler tValPatience 5 

Häufigkeit der Validierung tValFreq 10 

Häufigkeit der Reduktion der Lernrate tLearnRateDropPer 10 

Mini-Batch-Größe - 5 

V
a

ria
b

le
 H

y
p
e

rp
a

ra
m

e
te

r 
Architektur - Siehe Abbildung 

6-11 

Anzahl an Hidden Units in LSTM-Zelle tNumHiddenUnits [8, 256] 

Faktor der Reduktion der Lernrate tLearnRateDropF [0.1, 1] 

Initiale Lernrate tInitialLearnRate [0.0001, 0.05] 

Wahrscheinlichkeit des Dropouts tDropoutRate [0, 0.5] 

Fensterbreite für Feature-Erweiterung [Zeit-

schritte] 

w S2S: 6 

S2O: [4, 6, 8, 16] 

  - S2O: Untersuchte Vorhersagezeitschritte 

[Zeitschritte] 

numPredTimeSteps 12 ,48 ,96  

 

Für diejenigen variablen Hyperparameter, welche im Rahmen der BAYES-Optimierung untersucht 

werden, kann ein Intervall angegeben werden, in welchem dieser Parameter in Abhängigkeit der 
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anderen Hyperparameter optimiert werden soll. Lediglich für die variablen Parameter der Fenster-

breite für Feature-Erweiterung im S2O Fall sowie für die Architektur wurde eine Grid-Search (siehe 

Kapitel 3.2.5) implementiert. Ebenfalls einen maßgebenden Einfluss auf die Resultate haben die 

einbezogenen Features. Dies ist ein weiterer Einflussfaktor welcher untersucht wird, allgemein aber 

nicht als Hyperparameter bezeichnet wird. Zuletzt ist für den S2O-Anwendungsfall die Anzahl der 

untersuchten Vorhersagezeitschritte aufgelistet. Das ist kein Hyperparameter, da er nur indirekt über 

die Optimierung der Hyperparameter den Trainingsprozess beeinflusst. Stattdessen bestimmt er 

maßgebend die spätere Anwendung des NN. Dennoch sollte der Parameter übersichtshalber in die 

Tabelle aufgenommen werden, es folgt eine Erläuterung zu dem Sachverhalt am Ende von Kapitel 

6.6.3. 

Die gewählten Intervalle sind orientiert an Werten aus der Literatur (v.a. JÖRGES et al., 2021), oder 

in einem sinnvollen Bereich gewählt. Dieser wurde durch zahlreiche kleinere Testläufe und Analysen 

abgesteckt. Außerdem ist der Bedarf an Rechenressourcen, insbesondere an Arbeitsspeicher, ein 

limitierender Faktor, der ebenfalls in die Wahl der Parameter eingespielt hat. Die Bedeutung und der 

Einfluss aller aufgelisteten Hyperparameter werden in den nachfolgenden Kapiteln näher erläutert. 

6.4 Feature-Auswahl 

Die eigentlichen Berechnungen im Hauptskript beginnen mit der Feature-Auswahl. Hierbei gibt es 

fünf Möglichkeiten, wie verfahren werden soll. Aus Qualitätsgründen wird meist nicht empfohlen, alle 

Features in die Modellbildung einfließen zu lassen. Daher wurden die Methoden Korrelationskoeffi-

zient, neighbourhood components analysis (NCA), minimum redundancy maximum relevance 

(MRMR) Algorithmus, sowie die principal component analysis (PCA) implementiert. Die letzten drei 

Optionen wurden bereits in Kapitel 3.2.5 erläutert. Jede dieser Methoden bewertet die Wichtigkeit 

der einzelnen Features auf eine andere Art, folglich können die Ergebnisse mehr oder weniger stark 

voneinander abweichen. Es liegt am Benutzer, eine Wahl zu treffen. 

Die Berechnung der (partiellen) Korrelationskoeffizienten erfolgt nach Gl. 10 oder Gl. 12. Ziel ist die 

Eingrenzung der Input-Parameter in das ML-Modell durch statistische Auswertung der gegenseiti-

gen Abhängigkeiten. Dazu werden zunächst alle Zeitschritte, an denen über alle Variablen mindes-

tens ein NaN vorliegt, identifiziert und ausgeschlossen, anschließend werden die Korrelationskoef-

fizienten sowie die p-Values berechnet. P-Values beschreiben im Rahmen eines Signifikanztests die 

Wahrscheinlichkeit, die Nullhypothese zu beobachten. Die Nullhypothese ist in diesem Fall, dass 

kein Zusammenhang zwischen zwei Variablen Ὥ und Ὦ vorliegt. Falls ὖ  kleiner als das Signifikanz-

niveau von 0.05 ist, kann die Nullhypothese abgelehnt werden, es besteht ein signifikanter Zusam-

menhang zwischen Ὥ und Ὦ (HEDDERICH und SACHS, 2016). Falls die p-Values oberhalb des Signifi-

kanzniveaus von 0.05 liegen, erfolgt eine entsprechende Warnung im Skript. 

Abschließend werden die Prädiktorvariablen gelöscht, welche eine Korrelation mit der vorherzusa-

genden Variablen unterhalb des Wertes corLim aufweisen. Die Bezeichnungen dieser werden in 

exklVar gespeichert. 

Alternativ zur linearen, univariaten Korrelation kann die NCA zur Feature-Auswahl herangezogen 

werden. Zur Auswahl der Methode existiert ein Statement in dem Hauptskript. Da auch das PCA-

Modell durch einen ML-Algorithmus aufgebaut wird, ist eine vorausgehende Normalisierung der 

Daten sinnvoll, genutzt wird die Min-Max-Normalisierung (Gl. 31). Anschließend wird das NCA-

Modell anhand aller Variablen trainiert. Die FeatureWeights des ausgegebenen 

FeatureSelectionNCARegression-Objekts sind ein Maß für die Wichtigkeit des Prädiktors für die 
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Antwortvariable. Analog zu corLim stellt ncaLim die Grenze eines FeatureWeights dar, unterhalb 

welcher der entsprechende Prädiktor ausgeschlossen wird. Eventuell ist eine Anpassung dieser 

Grenzen auf den Datensatz erforderlich, in Abhängigkeit des erwünschten Rechenaufwands im 

späteren Training.  

Analog erfolgt auch die Feature-Auswahl mit dem MRMR Algorithmus, d.h. Normalisieren, Durch-

führen des Algorithmus sowie Löschen der Prädiktorvariablen anhand eines Grenzwertes, hier mrm-

rLim, welcher ebenfalls angepasst werden kann. 

Eigentlich wird das Verfahren der PCA der Feature-Transformation zugeschrieben, da hier die 

Prädiktorvariablen in aussagekräftige Hauptkomponenten zerlegt werden. Falls die Variablen 

allerdings auf eine geringere Anzahl an Hauptkomponenten (HK) aufgeteilt werden, bzw. einige 

Hauptkomponenten ausgeschlossen werden, erfolgt hiermit gleichzeitig eine Auswahl der späteren 

Prädiktorvariablen. Dies wurde im Code implementiert, Auswahlkriterium ist die Varianz in den 

Daten, welche durch die HK erklärt wird. Dafür werden die HK anhand des Anteils der erklärten 

Varianz geordnet, und die kumulierte Varianz berechnet. Die Grenze pcaLim legt nun den Anteil der 

erklärten Varianz fest, welcher durch die in das Training einfließenden HK mindestens erklärt werden 

soll. Falls beispielsweise mit der n-ten HK der Grenzwert überschritten wird, werden die restlichen 

HK mit geringeren Anteilen erklärter Varianz verworfen. Im Skript erfolgt eben diese Identifikation 

der relevanten HK, sowie die Berechnung der PCA-Koeffizienten. Die eigentliche Transformation 

der originalen Variablen in die Hauptkomponenten anhand der Koeffizienten konnte erst 

durchgeführt werden, wenn in den Daten keine NaN-Werte mehr vorliegen. Dies ist erst nach dem 

Aufteilen in kontinuierliche Sequenzen der Fall. 

Die transformierten Komponenten enthalten die gleiche Menge an Informationen wie die Originalda-

ten. Unter der Annahme, dass die Daten jedoch ein gewisses Maß an Rauschen enthalten, stellen 

die Komponenten, die die letzten paar Prozent der erklärten Varianz enthalten, wahrscheinlich eher 

Rauschen als Informationen (THE MATHWORKS INC., 2023b). 

6.4.1 S2S 

Der Einfluss der Feature-Auswahl bei den vorliegenden Datensätzen wird im Kapitel 7 näher be-

leuchtet. Um für die spätere Analyse untereinander vergleichbare Bedingungen zu schaffen, wurden 

12 verschiedene Feature-Kombinationen (kurz FK) für den Sequence-to-Sequence Algorithmus de-

finiert. Diese sind in Tabelle 7 dargestellt, und wurden mit GroÇbuchstaben bezeichnet. Das ĂXñ steht 

dabei jeweils für ein inkludiertes Feature, dieser Parameter geht in der jeweiligen Kombination also 

in den ML-Algorithmus ein. Falls verwendet, ist in der linken Spalte der Feature-Selection-Algorith-

mus sowie der entsprechende Grenzwert Lim aufgeführt, der zu eben dieser Auswahl der Features 

führt.  
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Tabelle 7: Featurekombinationen der S2S-Analyse 
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Methode 
          i.V.I 
Lim 

2 3 4 5 6 7 8 9 10 11 Kombination 
Daten-

grundlage 

Korrelation 0,1 X      X              A 

Wind-Welle 
(WW) Daten 

0,4 
 

    X             B 

NCA ca. 9 X 
 

                C 

PCA 98 Anzahl HK 4 
 

      D 

95 Anzahl HK 3 
 

      E 

90 Anzahl HK 2 
 

      F 

Alle Var. (WW) X X X X X X         G 

Modell Welle X X X               H 

Modell Wind 
 

    X X X         I 

Alle Var. (WW)+Met X X X X X X X X X X J 
Wind-Welle-
Met. Daten Modell Welle+Druck X X X       X       K 

Modell Wind +Druck 
 

    X X X X       L 

i.V.I.= inkludierte Indizes der Variablen 
 

Der erste Teil der FK wurden mit der Datengrundlage der Wind- und Wellenparameter (kurz WW) 

erstellt, bei den letzten Kombinationen wurde diese Grundlage um die zusätzlichen meteorologi-

schen Daten erweitert (siehe Tabelle 7). Dies meint alle met. Parameter neben der Windgeschwin-

digkeit und -Richtung. Es sei auf diese Terminologie hingewiesen, da die Windparameter eigentlich 

auch in die Kategorie der met. Daten fallen. 

In den FK ĂAñ bis ĂIñ wurden die meteorologischen Daten initial ausgeschlossen. Den Feature-Sel-

ection-Algorithmen standen diese Parameter nicht zur Verfügung, sie gehen teilweise nur bei den 

FK ĂJñ bis ĂLñ ein.  

Lediglich bei den FK ĂAñ bis ĂFñ wurden Feature-Selection-Algorithmen verwendet. Verschiedene 

Algorithmen können mit verschiedenen Grenzwerten dieselben Parameter als relevant für die Ana-

lyse einstufen. Die Kombinationen ĂAñ bis ĂCñ wurden durch alle dargestellten Algorithmen am häu-

figsten als sinnvoll erachtet. Bei der Verwendung der NCA-Methode ist zu beachten, dass durch das 

dabei aufgebaute ML-Modell den zugrundeliegenden Prozessen eine gewisse Zufälligkeit anhaftet. 

Ein Grenzwert kann bei gleichen Daten zwischen verschiedenen Durchläufen unterschiedliche Fea-

tures auswählen, die Ergebnisse sind also nicht unbedingt reproduzierbar. Daher ist in der Tabelle 

der Grenzwert mit Ăca. 9ñ angegeben. 

Die FK ĂDñ bis ĂFñ bilden Sonderfälle in der Feature-Auswahl da hier der PCA-Algorithmus verwendet 

wurde. Die dargestellten Grenzwerte führen zu einer unterschiedlichen Anzahl an Hauptkomponen-

ten. 
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Die verbleibenden Kombinationen ĂGñ bis ĂLñ sind manuell ausgewählt. Es wurde ein Modell erstellt, 

welches alle verfügbaren Features nutzt, eines welches nur Wind-Parameter und eines welches nur 

Wellen-Parameter nutzt, jeweils mit und ohne den zusätzlichen met. Daten. Grundsätzlich soll damit 

die Fähigkeit des ML-Algorithmus analysiert werden, relativ unwichtige Features eigenständig (durch 

die entsprechenden Wichtungsfaktoren) unrelevant für die Vorhersage zu machen. Außerdem soll 

jeweils die Einwirkung Wind und Welle auf die Wellenhöhe analysiert werden. Diese Wind- und Wel-

len-Modelle wurden in Absprache mit den Betreuern dieser Arbeit in den Kombinationen ĂKñ und ĂLñ 

um den Parameter Luftdruck erweitert, Kombination ĂJñ bezieht alle Features inklusive der met. Da-

ten ein. 

Diese Konfiguration der Features wurde durch eine spezialisierte Form des verwendeten Skripts 

nochmal erweitert, allerdings nur für die einfachste Architektur (siehe Kapitel 6.6). Jedes Feature 

der jeweiligen Kombination aus Tabelle 7 wurde durch ein Zeitversetzen der Sequenzen innerhalb 

eines Zeitfensters ύ erweitert. Dies ist ein Schlüsselaspekt, der bisher noch nicht betrachtet wurde. 

Als unterschiedliche Features können nicht nur unterschiedliche physikalische Parameter dienen, 

sondern auch derselbe physikalische Parameter um einen gewissen Zeitschritt verschoben. Dieses 

Vorgehen resultiert in einen deutlich vergrößerten Inputvektor, das Prinzip wurde bereits in Kapitel 

6.1.1 ausführlich erläutert. Neben der Windgeschwindigkeit und der Streichlänge ist die Einwirkungs-

dauer des Windes ein weiterer zentraler Parameter in der Entstehung von Wellen (HOLTHUIJSEN, 

2007). Insbesondere die vergangenen Werte der Windgeschwindigkeit können daher für die Vorher-

sage der Wellenhöhe besonders zuträglich sein. Ziel dieser Analyse ist es festzustellen, inwiefern 

die LSTM-Zellen ihr Langzeitgedächtnis nutzen können, oder ob es eine Qualitätsverbesserung lie-

fert, die letzten ύ Zeitschritte aller Features zusätzlich einfließen zu lassen. Es wird lediglich ein 

Wert von ύ φ Zeitschritten geprüft, was 3h entsprechen. 

6.4.2 S2O  

Bei der univariaten S2O-Anwendung bilden zeitversetze Sequenzen der Zielvariablen die Features, 

wie bereits in Kapitel 6.1.2 erläutert. Die resultierenden Featurekombinationen in Abhängigkeit von 

ύ sind in Tabelle 8 dargestellt, die Zielvariable ist wie bei allen Analysen die sign. Wellenhöhe. 

Tabelle 8: Featurekombinationen der univariaten S2O-Analyse 

Kombination w 

A 4 

B 6 

C 8 

D 16 

Es resultieren vier Kombinationen, welche umgerechnet 2h, 3h, 4h und 8h vergangene Werte be-

rücksichtigen. Dieses Intervall deckt einige Zeiträume aus der Literatur ab, JÖRGES et al., 2021 

nutzte von seinen Inputparametern jeweils 3h, FAN et al., 2020 blickte bei der Windgeschwindigkeit 

4 Stunden und bei den verbleibenden Parametern 1h zurück. 

Die verringerte Anzahl an Featurekombinationen ist auch dem erhöhten Berechnungsaufwand ge-

schuldet, welcher beim Training von Netzen in der S2O-Anwendung auftritt. Zudem kommt bei die-

ser Anwendung der neue Parameter der Vorhersagezeit numPredTimeSteps hinzu. Dieser beinhal-

tet nach Tabelle 6 drei Elemente. Für Kurz- Mittel- und Langzeitvorhersagen sollen so spezialisierte 
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Netze trainiert werden, die für ihren Vorhersagezeitraum und ihre Fensterbreite ύ besonders gute 

Vorhersagen liefern. Die vier Featurekombinationen mit den drei Vorhersagezeiträumen ergeben 

bereits 12 globale Kombinationen für eine Architektur. 

Für den multivariaten Anwendungsfall werden dieselben Werte für numPredTimeSteps und ύ ver-

wendet, wie für die univariate Analyse. Der wesentliche Unterschied liegt hier in den Variablen, wel-

che mitgeführt werden. Statt der einen Zielvariablen Ὄ werden für alle 11 verfügbaren Variablen je 

ύ Features angelegt, die zur Vorhersage der Zielvariablen verwendet werden, wie in Kapitel 6.1.2 

beschrieben. 

6.5 Ausreißeranalyse- und Identifikation 

Nach der Feature-Auswahl folgt nach Abbildung 6-9 die optionale Ausreißeranalyse- und 

Identifikation. Die Ausreißeranalyse erfolgt immer univariat, und ermöglicht eine Abschätzung der 

Qualität der Ausreißeridentifikation durch eine Reihe von MATLAB-interner Befehle. Für jeden 

hinterlegten Befehl werden separat die Ausreißer ausgemacht, und optional über die Zeit abgebildet. 

Für die Funktionen movmedian und movmean kann zudem die Fensterbreite Win angepasst werden. 

Es liegt am Benutzer, eine für den Datensatz angemessene Methode auszuwählen. Diese muss im 

nachfolgenden Abschnitt angegeben werden, die Methode wird durchgeführt und die Ausreißer 

werden mit NaN ersetzt, und folglich wie Messlücken behandelt.  

Falls der Benutzer eine multivariate Ausreißeridentifikation in den Statements angegeben hat, 

schließt das die univariate Ausreißeranalyse- und Identifikation aus. Die Funktion multiVarOutlier 

klassifiziert Ausreißer in Daten multivariater Verteilungen mithilfe des Euklidischen Abstand und der 

z-Standardisierung.  

Innerhalb der Funktion wird zunächst der Mittelwert der Verteilungen über alle Dimensionen gebildet. 

Anschließend wird der Euklidische Abstand jedes Punktes im Datensatz zum Mittelwert über alle 

Dimensionen berechnet. Der Euklidische Abstand Ὠ der beiden Punkte ὖȟὗ ɴ ᴙ  ist definiert durch 

Ὠὖȟὗ ḧ ὗ ὖ  ȣ ὗ ὖ  Gl. 46 

(SCHICHL und STEINBAUER, 2018) und beschreibt die Distanz zwischen den beiden Punkten im ὲ-

dimensionalen euklidischen Raum. Im letzten Schritt werden diese Abstände jedes Punktes mithilfe 

der z-Standardisierung transformiert. Dies ermöglicht die Definition eines maximalen Abstands vom 

Mittel in Standardabweichung-Einheiten maxDis. Punkte, welche einen größeren Abstand vom Mittel 

im ὲ-dimensionalen Raum aufweisen, werden als Ausreißer klassifiziert. Abschließend können die 

univariaten bzw. multivariaten Ausreißer in verschiedenen Abbildungen ausgegeben werden. 

Die Berechnung der Korrelationskoeffizienten erfolgt vor der Ausreißeridentifikation, da hierbei im 

Falle eines Ausreißers alle Variablen eines Zeitschrittes als NaN definiert werden. Wenn diese "aus-

reißende" Variable jedoch unwichtig für Vorhersage ist, werden dennoch alle nicht-ausreißenden 

Variablen in diesem Zeitschritt mit NaN überschrieben, es entsteht Datenverlust. 

Wie bereits in Kapitel 5.2 erläutert, werden für die vorliegenden Analysen nur qualitätsgesicherte 

Daten genutzt. Dies macht eine zusätzliche Ausreißeridentifikation überflüssig. Es sei allerdings auf 

die Möglichkeit der Anwendung für zukünftige Analysen hingewiesen. 
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6.6 Entwicklung des ML-Modells mit Hyperparameteranalyse 

Nach dem optionalen Eliminieren der Ausreißer und der unkorrelierten Variablen erfolgt im Mas-

terSkript die Normalisierung/Standardisierung, welche aufgrund der zu erwartenden Verbesserung 

der Modellgüte bei geringem Aufwand nicht optional ist. Je nachdem, welche Methode in den State-

ments des Hauptskriptes gewählt wurde, wird entweder die Min-Max-Normalisierung (Gl. 31) oder 

die z-Standardisierung (Gl. 34) durchgeführt. Mit diesem Arbeitsschritt ist die Kategorie Feature-

Engineering abgeschlossen (nach Abbildung 6-9). 

Die Daten, welche ins Training eingehen müssen eine bestimmte Struktur besitzen. U.a. dürfen zu 

einem Zeitpunkt bei keinem Parameter ein NaN-Wert vorhanden sein. Daher wird im nächsten 

Schritt die Zeitreihe in kontinuierliche Sequenzen aufgeteilt. Diese werden nacheinander in den Cell-

Array dataCell gespeichert. Die Grenze seqMin bestimmt die minimale Anzahl an enthaltenen Zeit-

schritten je Sequenz, unterhalb wird die Sequenz verworfen. Zusätzlich wurde eine Obergrenze der 

Sequenzlänge seqMax definiert. Sequenzen mit einer Zeitschrittanzahl oberhalb werden an dieser 

Grenze geschnitten und der abgeschnittene Teil als eigene Sequenz behandelt. Auf die Vorteile 

dieses Vorgehens wird durch Abbildung 6-15 und Abbildung 6-16  in nachfolgenden Kapiteln weiter 

eingegangen. In den Trainingsprozess gehen somit nur Sequenzen mit einer Anzahl von Zeitschrit-

ten im Intervall seqMin bis seqMax ein. 

Nach anschließendem Transponieren hat jede Sequenz im eindimensionalen Array dataCell die Va-

riablen als Zeilen und die Zeitschritte als Spalten. Diese Umformung kennzeichnet den letzten Ar-

beitsschritt im Rahmen des Pre-Processings für die S2S-Analyse. Für die S2O-Anwendung müssen 

ausgehend von den ausgewählten Features Ὂ noch zeitversetzte Kopien Ὂ  derselben erstellt 

werden. Das Prinzip wurde in Kapitel 6.1.2 verdeutlicht.  Es entsteht in diesem Fall der Array 

dataCellF, welcher bis auf die zusätzlich generierten Features identisch mit dataCell ist. 

Es folgt das Kernstück der Analyse, das Training und die Evaluation des ML-Modells. Dies erfolgt in 

den sogenannten Trainingsfunktionen LSTMreg und LSTMregBayes, wie bereits in Abbildung 6-9 

angedeutet. Wie der Name bereits vermuten lässt, erfolgt die Hyperparameteroptimierung mithilfe 

von LSTMregBayes. Wenn eine optimale Konfiguration der variablen Hyperparameter gefunden ist, 

erfolgt anhand dieser das Training des finalen ML-Algorithmus mithilfe von LSTMreg, sowie der Ex-

port des Netzes für eine mögliche Anwendung.  

Einer der zentralsten Einflussparameter auf die Modellgüte im ML-Bereich ist die Architektur des 

Netzes. Da diese aber schlecht als Hyperparameter formuliert werden kann, wird dieser Einfluss 

mittels verschiedener Trainingsfunktionen LSTMreg_* untersucht. Die Beziehung zu den Feature-

kombinationen, welche ebenfalls nicht in der BAYES-Optimierung enthalten sind, ist in Abbildung 

6-10  dargestellt. 
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Abbildung 6-10: Vorgehen zur Überprüfung der übergeordneten Parameter Architektur und Features 

Für jede Architektur werden individualisierte Versionen des MasterSkripts sowie der Trainingsfunk-

tionen erstellt, welche eben diese zusätzlichen Informationen enthalten. Ein Skript führt mit jeder FK 

nacheinander die Optimierung und Modell-Generierung durch. Die FK müssen dementsprechend 

auch im Skript definiert werden. Die Abbildung 6-10 verdeutlicht dieses Prinzip der Grid Search für 

die Parameter Architektur und FK. 

6.6.1 Architekturen 

Die Architekturen haben gleiche Input- und Output-Schichten, unterscheiden sich demnach nur in 

dem Aufbau der Hidden Layer. Die drei geprüften Variationen sind in Abbildung 6-11 dargestellt. 

 

Abbildung 6-11: Aufbau der geprüften Hidden Layer (eigene Abbildung) 
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Aufbau a) besteht nur aus einem Hidden Layer, bestehend aus einer LSTM-Zelle. Dies ist eine häufig 

untersuchte Architektur in der Literatur. Aufbau b) weist zwei LSTM-Layer auf, mit einem Dropout-

Layer dazwischen. Die zusätzlichen Schichten steigern zum einen die mögliche Komplexität des 

abgebildeten Zusammenhangs, gleichzeitig soll der Dropout-Layer Overfitting vorbeugen.  JÖRGES 

et al., 2021 erzielte mit diesem Aufbau die besten Ergebnisse für den untersuchten Datensatz. Auf-

bau c) bildet die komplexeste Architektur, mit vier LSTM-Layer, und jeweils einem Dropout-Layer 

dazwischen. HU et al., 2021 nutze einen ähnlichen Aufbau. 

Allgemein wird bei der Konzeption von Architekturen empfohlen, die Anzahl der Neuronen in Rich-

tung des Outputs zu verringern, was auch in Abbildung 6-11 berücksichtigt ist. Um die Optimierung 

um ein Vielfaches zu beschleunigen wurde dies in MATLAB durch eine einfache Faustformel imple-

mentiert. Die Anzahl der Hidden Units (Code: tNumHiddenUnits) wird mit jeder LSTM-Schicht in 

Richtung Output um den Faktor 2 verringert. So wird die Anzahl der zu optimierenden Hyperpara-

meter und damit auch der Berechnungsaufwand verringert. 

Bei allen genutzten Dropout-Schichten beschreibt die eingehende Wahrscheinlichkeit die Ăstªrke 

des Vergessensñ, d.h. die Wahrscheinlichkeit, mit welcher der entsprechende Wichtungsfaktor in-

nerhalb einer Iteration zu Null gesetzt werden soll. In der nachfolgend beschriebenen BAYES-Opti-

mierung geht diese Wahrscheinlichkeit als zu untersuchender Hyperparameter ein. Das Suchinter-

vall wurde dabei von 0 bis 0,5 festgelegt, innerhalb eines Trainingsdurchlaufs gilt dieser Wert für alle 

vorhandenen Dropout-Schichten gleichermaßen. Dies bedeutet für die Architekturen b) und c), dass 

auch Wahrscheinlichkeiten gleich oder nahe null untersucht werden, in diesem Fall ist praktisch kein 

Dropout-Layer vorhanden. Die Zahl der untersuchten Architekturen kann also auch als fünf interpre-

tiert werden.  

6.6.2 Trainingsfunktion 

Die beiden Trainingsfunktionen LSTMreg und LSTMregBayes sind grundsätzlich identisch, unter-

scheiden sich nur in den Ein- und Ausgabeparametern. Der übereinstimmende Aufbau wird im Fol-

genden erläutert.  

Sowohl die Hyperparameter als auch der Messdaten-Array dataCell (bzw. dataCellF) wird der Funk-

tion übergeben. Innerhalb der Trainingsfunktion erfolgt das Aufteilen der Sequenzen in Test- und 

Trainingssequenzen, sowie die Aufteilung der Trainingssequenzen in Lern- und Validierungsse-

quenzen. Das Prinzip der entstehenden verschachtelten Kreuzvalidierung ist in Abbildung 6-12 dar-

gestellt. 
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Abbildung 6-12: Verschachtelte Kreuzvalidierung (eigene Abbildung) 

Die Gesamtheit der eingehenden Sequenzen n wird im Rahmen der sogenannten äußeren 

Kreuzvalidierung in Test- und Trainingssequenzen aufgeteilt. Dazu wird die MATLAB-Funktion cvpar-

tition genutzt, welche die Daten zufällig partitioniert, mit der Funktion training und test können aus 

dieser Partition die Indizes der jeweiligen Datensätze ausgelesen werden. Dabei ist die Zuordnung 

der Indizes reproduzierbar, d.h. mehrfaches Abfragen der x-ten Partition liefert immer dieselben In-

dizes. Lediglich die initiale Zuordnung der Indizes ist zufällig. Dieses Detail ist essentiell für die spä-

tere Auswertung. Es ermöglicht die Reproduktion der Ergebnisse, ohne die einzelnen Trainings- und 

Testsequenzen für jeden Validierungsdurchgang separat zu speichern. 

Der Parameter kFoldO bestimmt den Anteil an Trainings- und Testdaten am zugrundeliegenden 

Datensatz. Analog erfolgt diese Abfolge von Schritten für den dann identifizierten Trainingsdatensatz 

für die innere Kreuzvalidierung, die Trainingsdaten werden in Lern- und Validierungssequenzen auf-

geteilt. Der Parameter kFoldI bestimmt hier die Zusammensetzung der Anteile.  

Für jedes Datenset, bestehend aus Test-, Validierungs- und Lerndaten, wird später je ein Trainings-

durchgang durchgeführt, woraus jeweils ein trainiertes NN resultiert. Durch die verschachtelte 

Kreuzvalidierung entsteht eine mehrfache zufällige Aufteilung der gesamten Daten in die einzelnen 

Kategorien. Dies resultiert in einer Verminderung des statistischen Risikos, unvorteilhafte Daten für 

einen der Vorgänge zu nutzen, sowie in die Nutzung von einzigartigen Datenkombinationen für jeden 

Trainingsdurchgang.  

Am Anfang jedes neuen Trainingsdurchgangs werden die Wichtungsfaktoren und Bias zufällig ge-

wählt. Ausgehend von diesem Anfangspunkt wird anhand der Fehler-Funktion das nächste lokale 

Minimum gesucht. Daher ist es möglich, dass eigentlich identische Trainingsdurchgänge durch die 

zufällige Initialisierung letztendlich unterschiedliche Modellgüten liefern. Diese Verzerrung kann 

durch das mehrfache Trainieren mit denselben Hyperparametern vermindert werden. 
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Die für jeden Trainingsdurchgang und damit jedes Modell ermittelte Modellgüte kann anschließend 

über die innere und äußere Kreuzvalidierung gemittelt werden, was ein stabiles Gütemaß der unter-

suchten Hyperparameterkombination liefert. Mehr zu der Modellbewertung folgt am Ende des Kapi-

tels. 

kFoldI und kFoldO können durch den Benutzer frei gewählt werden, jedoch kann das zu einer un-

vorteilhaften Aufteilung des Datensatzes führen. Beispielsweise würde kFoldO=2 bedeuten, dass 

50% der Daten für den Test des Modells vorbehalten werden, was erstens einen unnötig ausgiebi-

gen Test des Modells bedeuten würde, und zweitens werden weniger Daten dem Training zugeführt, 

was die Modellperformance mindern kann. Für alle durchgeführten Analysen wurde kFoldI=10 und 

kFoldO=10 (Tabelle 6) festgelegt, was zu einer Aufteilung von ca. 10% Test-, 10% Validierungs- und 

80% Trainingsanteil führt. 

kFoldI und kFoldO haben durch den repetitiven Charakter der verschachtelten Kreuzvalidierung ei-

nen großen Einfluss auf die benötigten Rechenressourcen. Beispielsweise resultiert eine Wahl von 

kFoldI=10 und kFoldO=10 in 100 individuellen Trainingsdurchgängen, wohlgemerkt für eine Hyper-

parameterkombination. Um diesen Effekt zu steuern, kann in den Statements des Hauptskriptes die 

innere und/oder äußere Kreuzvalidierung komplett ausgeschaltet werden. Außerdem wurde ein zu-

sätzlicher Parameter kFoldOearlyStop eingeführt. Dieser begrenzt die Anzahl der durchgeführten 

äußeren Validierungen, ohne auf den Parameter kFoldO Einfluss zu nehmen und infolge dessen die 

Anteile zwischen Test- und Trainingsdaten zu verändern. So kann ein Kompromiss zwischen Re-

chenaufwand und statistisch aussagekräftiger Modellgüte gefunden werden. 

Die Sequenzen der drei für jeden Trainingsdurchgang benötigten Datensätze dataLearn, dataValid 

und dataTest werden vor dem Training der Größe nach sortiert, und anschließend jeweils die Fea-

ture- und Zielvariablen in separate Zellen gespeichert.  

 

Abbildung 6-13: Splits und Mini-Batches der eingehenden Daten (THE MATHWORKS INC., 2023c) 

Die in Kapitel 3.2.3 beschriebene Methode des Trainings mittels Unterteilung in Mini-Batches wurde 

implementiert. Allerdings besteht im Fall der Zeitreihenanalyse ein Mini-Batch nicht aus einzelnen, 

unabhängigen Trainingsbeispielen, sondern aus einer Sammlung an kontinuierlichen Sequenzen, 

wie in Abbildung 6-13 dargestellt. Diese Sequenzen können in den Trainings-Optionen weiter in 

Zeitreihen gleicher Länge, den sog. Splits, unterteilt werden. Die Unterteilung in Splits kann bei Spei-

cherproblemen während des Trainings helfen (THE MATHWORKS INC., 2023c), wurde in der folgen-

den Analyse aber nicht verwendet.  
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Der Vorteil des Sortierens der Sequenzen wird anhand der Abbildung ebenfalls verdeutlicht. Bei 

sortierten Sequenzen können die Daten deutlich effizienter in Mini-Batches und Splits aufgeteilt wer-

den. Das gelb dargestellte Padding beschreibt die künstliche Verlängerung der Sequenzen mit ein-

fachen Zahlenwerten, wie der Null. Da dies einen negativen Einfluss auf den Trainingsprozess ha-

ben kann, wird das Gegenstück zum Padding verwendet, die Truncation. Dies beschreibt das Kür-

zen aller Sequenzen in einem Mini-Batch auf die Länge der kürzesten Sequenz im Mini-Batch. Nach-

teil ist das Verwerfen von Daten, was nachfolgend näher erläutert wird. Die Möglichkeiten der links- 

und rechtsseitigen Kürzung sind in Abbildung 6-14 dargestellt. 

 

Abbildung 6-14: Links- und rechtsseitige Kürzung (THE MATHWORKS INC., 2023c) 

In der Funktion wurde sich für das rechtsseitige Kürzen entschieden, die Wahl der Seite hat aller-

dings nur beim Padding einen potentiellen Einfluss auf das Training (THE MATHWORKS INC., 2023c). 

Für weitere Informationen zu den Trainingsoptionen siehe THE MATHWORKS INC., 2023e. 

Im Rahmen des Data-Preprocessings wurde bereits vorgegriffen, dass die Länge der eingehenden 

Sequenzen durch definierte Parameter bestimmt werden kann. Die Wahl von seqMax und seqMin 

ist eine Abwägung zwischen Rechenaufwand und Datenverlust infolge zu kurzer Sequenzen sowie 

Truncation. Wird seqMin zu klein gewählt, können die Sequenzen eventuell nur wenige Zeitschritte 

beinhalten, ein Trainieren von Langzeitabhängigkeiten ist mit diesen Beispielen nicht möglich. Wenn 

seqMin groß gewählt wird, können viele kürzere Sequenzen verworfen werden. In Abhängigkeit von 

seqMin und der Mini-Batch-Größe muss auch seqMax angemessen gewählt werden. Falls seqMax 

relativ groß gewählt wird, kann es in Abhängigkeit der Mini-Batch-Größe zu großen Truncation-Ef-

fekten kommen, infolge dessen werden große Teile langer Sequenzen verworfen. Wenn seqMax 

klein gewählt wird, steigt insgesamt die Anzahl der Mini-Batches an, der Trainingsprozess kann in-

folge dessen längere Zeit in Anspruch nehmen. 

Im Folgenden wird ein Beispiel für die Vorteile des Verfahrens geliefert, Details zu Feature-Auswahl 

oder ähnlichem ist für das Beispiel nicht relevant. Für den Parameter der Wellenhöhe ist die sortierte 

Verteilung der Sequenzen und der jeweilig beinhalteten Zeitschritte in Abbildung 6-15 dargestellt. 

Es werden sehr lange Sequenzen mit über 20 000 Zeitschritten beibehalten, gleichzeitig sind die 

Differenzen zwischen der Anzahl der Zeitschritte unter den benachbarten Sequenzen teilweise sehr 

groß. Es wurde eine Untergrenze der Sequenzlänge von 20 Zeitschritten gewählt, eine Obergrenze 

wurde nicht definiert. Bei der definierten Mini-Batch-Größe von 5 Sequenzen (siehe Tabelle 6) be-

deutet dies beim entstehenden Mini-Batch ganz rechts in der Abbildung ein Verwerfen vieler Zeit-

schritte der langen Sequenzen, da die Truncation-Methode gewählt wurde. Es entsteht ein enormer 

Informationsverlust, worunter das Training und zuletzt die Modellgüte leiden kann. 
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Abbildung 6-15: Verteilung der sortierten Sequenzen und deren Länge bei seqMax=inf  

Daher wurde die bereits beschriebene Obergrenze der Sequenzlänge eingeführt, die Verteilung der 

beinhalteten Zeitschritte ist in Abbildung 6-16 dargestellt. Es wurde exemplarisch eine Maximallänge 

von 1000 Zeitschritten gewählt. 

 

Abbildung 6-16: Verteilung der sortierten Sequenzen und deren Länge bei seqMax=1000 
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Truncation wird nun bei dem Großteil der Sequenzen nicht mehr benötigt, folglich ist der Informati-

onsverlust deutlich verringert. Lediglich bei den links in der Abbildung entstehenden Mini-Batches 

ist dies nötig, und nicht vermeidbar. Allerdings sind hier die Differenzen der Länge benachbarter 

Sequenzen deutlich geringer als noch in Abbildung 6-15.  

Neben dem verminderten Informationsverlust zeigen CARVALHO et al., 2015 einen weiteren wichti-

gen Vorteil des Vorgehens: Im Vergleich zu Datensätzen, die aus längeren Sequenzen bestehen, 

erzielen Datensätze, die aus kürzeren Sequenzen bestehen, eine bessere Vorhersagegüte. Be-

trachtet wurde dabei allerdings ein Klassifikationsproblem im Bereich der Genetik. ABDULLAH et al., 

2022 bestätigen, dass die Länge der Sequenzen die Vorhersagegüte deutlich beeinflussen kann, 

spezifizieren den Befund aber nicht näher. Insgesamt ist der Einfluss der Sequenzlänge in der Lite-

ratur schlecht bis gar nicht beschrieben. Das Intervall der gewählten Sequenzlängen ist Tabelle 6 

zu entnehmen. 

Eine weitere Möglichkeit, die vorhandenen Daten optimal zu nutzen, ist eine Verringerung der Mini-

Batch-Größe. Vor- und Nachteile dazu wurden bereits in Kapitel 3.2.3 beleuchtet. Bei der gewählten 

Mini-Batch-Größe von 5 wurde ein Kompromiss zwischen Modellgüte und Berechnungszeit getätigt, 

wobei der Fokus stark auf der Minimierung der Fehlerfunktion liegt. 

 

Vor dem Beginn des Trainings muss die Netz-Architektur bekannt sein, im Rahmen dieser Analyse 

wurden drei verschiedene Netz-Aufbauten untersucht, und in Abbildung 6-11 dargestellt. Die Archi-

tekturen unterscheiden sich nur in den Hidden Layer. Allen geprüften Architekturen gemein ist als 

Input-Layer ein sequenceInputLayer, wobei die Anzahl der Neuronen der Anzahl der einfließenden 

Features pro Zeitschritt entspricht. Zudem besitzen alle einen Output-Layer durch den fullyConnec-

tedLayer, wobei die Anzahl der Neuronen der Anzahl der Antwortvariablen entspricht. Der regressi-

onLayer berechnet den Fehler, und ist damit zentraler Bestandteil im Trainingsprozess. Im Zuge 

dessen ist der zu optimierende Hyperparameter der Hidden Units in einer LSTM-Zelle zu nennen. 

Die Anzahl tNumHiddenUnits werden im Intervall von 8 bis 256 untersucht. Es werden die standard-

mäßigen Aktivierungsfunktionen tanh und sigmoid in den LSTM-Zellen verwendet. 

Die Trainings-Optionen definieren, wie das Training ablaufen soll. Viele der im Folgenden erläuterten 

Parameter und deren Werte sind in der Tabelle 6 bereits genannt. Es wurde der Adaptive Moment 

Estimation (kurz: ADAM) -Optimierer genutzt. Dieser ist als Erweiterung des Gradientenabstiegver-

fahrens anzusehen, und vereint verschiedene Vorteile, wie ein geringer Speicherbedarf und Re-

cheneffizienz. Im Vergleich zu anderen Algorithmen bildet ADAM eine gute Wahl (RUDER, 2016). Für 

mehr Informationen siehe KINGMA und BA, 2014.  

Weiterhin ist die maximale Anzahl an Trainingsepochen ein fixierter Hyperparameter, und wurde mit 

100 festgelegt (u.a. nach JÖRGES et al., 2021).  Die initiale Lernrate ist als variabler Hyperparameter 

definiert, und wird durch die BAYES-Optimierung im Intervall zwischen 0,0001 und 0,05 analysiert 

(Tabelle 6). Der von MATLAB gewählte Standard-Wert liegt bei 0,001. 

Es wurde zusätzlich die Methode der variablen Lernrate implementiert. Schrittweise wird dabei die 

Lernrate verringert, um sich zunächst grob dem lokalen Minimum der Fehler-Funktion zu nähern, 

und im Verlauf des Trainings mit fallender Lernrate dieses Minimum präzise erfassen zu können. 

Dafür wiederum muss die Periode tLearnRateDropPer angegeben werden, nach welcher Anzahl an 

Epochen die Lernrate dynamisch um den Faktor tLearnRateDropF verringert wird. Der Parameter 
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tLearnRateDropF wird im Rahmen der BAYES-Optimierung im Intervall 0,1 bis 1 analysiert. Dies im-

pliziert die Möglichkeit, dass der Faktor gleich eins werden kann, was ein Verzicht auf die Methode 

der variablen Lernrate bedeutet, unabhängig von der Wahl von tLearnRateDropPer. Letzterer Para-

meter wurde mit 10 festgelegt. Da bereits der Faktor optimiert wird, ist die Wahl der Periode nicht 

mehr entscheidend, da der Faktor adaptiv angepasst werden kann. Würde eine häufige Anpassung 

der Lernrate festgelegt werden, könnte sich darauf mit einem Faktor nahe eins angepasst werden, 

um die hohe Frequenz der Anpassung zu kompensieren, und umgekehrt.  

In den Optionen werden auch die Validierungsdaten definiert. Diese können für ein early stopping 

genutzt werden (siehe Kapitel 3.2.4). Die Validierungsfrequenz tValFreq bestimmt die Anzahl der 

Trainingsiterationen zwischen den Validierungen. tValPatience beschriebt die ĂGeduldñ des Algorith-

mus in Bezug auf das early stopping. Es definiert die Anzahl der aufeinander folgenden Validierun-

gen, bei denen der Fehler größer oder gleich der vorherigen Validierung sein darf, ansonsten wird 

das Training vorzeitig abgebrochen. Durch 'best-validation-lossô wird festgelegt, dass jenes NN aus-

gegeben wird, welches den geringsten Validierungsfehler hatte. Dies ist insbesondere dann wichtig, 

wenn ein hoher Wert für tValPatience genutzt wird, und vermindert die Möglichkeit für Overfitting. 

Weiterhin wird in den Trainingsoptionen die Aufteilung der Daten in Batches definiert, was in den 

folgenden Absätzen beschrieben wird. 

Das eigentliche Training erfolgt mit dem MATLAB-Befehl trainNetwork, es wird das trainierte Netz 

sowie Informationen über den Verlauf des Trainings gespeichert. Es gehen die Features zum Ler-

nen, die zugehörige Antwort, sowie die eben definierten Informationen zu Architektur und Trai-

ningsoptionen ein. Einige vordefinierte ML-Methoden besitzen beim Training die Option "Optimize-

Hyperparameters","auto", welche die Hyperparameter automatisiert optimiert. Dies ist bei der imple-

mentieren individuellen Netzarchitektur nicht möglich, die BAYES-Optimierung wurde manuell imple-

mentiert (siehe 6.6.3). 

Anschließend erfolgt der Test bzw. die Bewertung des entwickelten Algorithmus. Die Vorhersage 

des trainierten Netzes zu den Features der jeweiligen Testsequenz kann zur Vorhersage einer kon-

tinuierlichen Zeitreihe mit dem Befehl predict erzeugt werden, was für den S2S-Fall zutrifft. Für jeden 

Zeitschritt liegen alle Features vor, welche zusammen die Einträge des Inputvektors bilden, und 

unter Definition des zu verwendenden Netzes kann der Output für jeden Zeitschritt generiert werden. 

Dies wurde bereits ausführlich in Kapitel 6.1.1 beschrieben. 

Für den S2O-Anwendungsfall kann eine Zeitreihe nicht durch lediglich einen Befehl generiert wer-

den, da die Vorhersage einen iterativen Charakter hat. Die Prinzipien wurden in Kapitel 6.1.2 erläu-

tert. Stattdessen erfolgt eine schrittweise Vorhersage, welche nun beleuchtet wird. Das Ende jeder 

Testsequenz wird zunächst um die zu generierenden Vorhersageschritte gekürzt. Die Vorhersage-

zeitschritte werden durch die Variable numPredTimeSteps definiert. Wie in Tabelle 6 bereits be-

schrieben, werden 12, 48 und 96 Zeitschritte vorhergesagt. Dabei entspricht bei dem vorliegenden 

Datensatz ein Zeitschritt einer halben Stunde, womit sich die Vorhersagezeiträume auch als 6h, 24h, 

und 48h ausdrücken lassen. Anschließend wird der Cell State des NN zurückgesetzt, damit der State 

aus der letzten Trainingszeitreihe nicht die Vorhersage der neuen Testzeitreihe beeinflusst. Mit dem 

Befehl predictAndUpdateState wird das ĂGedªchtnisñ des Modells gefüllt, indem eine Vorhersage 

für den vorderen Teil der Testsequenz getätigt wird. Nun ist der State auf die aktuell betrachtete 

Sequenz eingestellt. Es entsteht eine kontinuierliche Sequenz ὤ, welche dieselbe Länge wie der 

vordere Teil der eingegebenen Featurezeitreihe besitzt, und nur dem Zweck der State-Aktualisie-

rung dient. 
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Grundsätzlich unterscheidet sich die Art und Weise der Vorhersage zwischen den Netzen des S2S-

Falls nicht mit den Netzen des S2O-Falls. Beide wurden so trainiert, dass sie eine kontinuierliche 

Sequenz ausgeben. Diese sollte möglichst wenig von der Messzeitreihe abweichen. Die generierte 

Sequenz ὤ ließe sich in ähnlicher Form auch ohne weiteres durch den S2S-Algorithmus generieren. 

Der wesentliche Unterschied zwischen S2S und S2O Algorithmen ist die Art der Vorhersage. Bei 

S2O werden die letzten ύ Zeitschritte aus ὤ genutzt, um den Inputvektor Ὅὺ zu füllen. Dies wurde 

bereits an Tabelle 4 verdeutlicht. Das NN kann nun nur einen einzelnen Zeitschritt an Output gene-

rieren, da auch nur ein Zeitschritt als Input eingegeben wurde. Die eingegebene ĂSequenzñ hat die 

Länge eins, folglich hat auch die ausgegebene Sequenz die Länge eins. Dies verdeutlicht die grund-

sätzliche Ähnlichkeit der S2S und S2O-Netze, die Differenzierung zwischen beiden erfolgt also nur 

aufgrund der verschiedenen Anwendungsfälle. Die trainierten S2S und S2O Netze könnten also 

theoretisch jeweils beide Aufgaben erfüllen, falls die Dimension des Input- und Outputvektors über-

einstimmen und dieselben Features in derselben Reihenfolge im Inputvektor vorhanden wären. 

Das weitere Vorgehen wurde grundsätzlich bereits in Kapitel 6.1.2 beschrieben. Mit der ersten Vor-

hersage, welche den nächsten Zeitschritt liefert, wird der Input-Vektor aktualisiert, das allgemeine 

Prinzip wurde an Abbildung 6-6 und Tabelle 4 erläutert. Anschließend erfolgt die nächste Vorher-

sage und Aktualisierung des States, mit dem Befehl predictAndUpdateState, usw, bis die Anzahl der 

Vorhersagezeitschritte erreicht ist. Grundsätzlich unterscheiden sich die univariate und multivariate 

Analyse nur in der Größe des In- und Outputvektors. 

Falls ein sog. prediction time lag vorliegt, also eine zeitliche Verzögerung der Vorhersagezeitreihe, 

kann diese Verzögerung manuell definiert werden, und durch Kürzen der Sequenzen um genau 

diese Verzögerung die Vorhersage mit der Zielsequenz synchronisiert werden. Dabei ist zu beach-

ten, dass der lag in diesem Fall auch die Länge der Vorhersagezeitreihe um lag-1 kürzt. Für die 

multivariate Analyse entfällt diese Option, mehr dazu in Kapitel 7.2. 

Für jede Testsequenz liegt abschließend die Vorhersage als Vektor Pred vor. Da der gesamte Da-

tensatz für das Training normalisiert/standardisiert wurde, muss vor der Berechnung von Gütema-

ßen eine inverse Normierung/Standardisierung erfolgen. Dieser Vorgang wird in der Literatur auch 

als rescaling bezeichnet, und dient der einfachen Interpretierbarkeit sowie der Vergleichbarkeit mit 

der Literatur.  

Die Genauigkeit der Übereinstimmung jeder vorhergesagten Sequenz mit der zugehörigen gemes-

senen Sequenz wird mittels verschiedener Gütemaße für jeden Trainingsdurchgang quantifiziert. 

Dafür sei nochmals an die Struktur der verschachtelten Kreuzvalidierung erinnert, für jede äußere 

Validierung wird kFoldI-fach mit Lern- und Validierungsdaten trainiert. Entsprechend entstehen auch 

kFoldI separate Modelle, welche mit unterschiedlichen Daten validiert, und mit unterschiedlichen 

aber teilweise überschneidenden Daten trainiert wurden. Jedes dieser Modelle ist also spezialisiert 

für die jeweils verwendeten Daten.  

Innerhalb der einen äußeren Validierung werden diese Modelle nun als Ensemble angesehen, ent-

sprechend wird für jeden Zeitschritt der Vorhersage der Mittelwert aus allen Ensemble-Elementen 

gebildet, was zu einer verlässlicheren Gesamtvorhersage führen soll. Diese Ensemble-Vorhersage 

wird separat für jede Testsequenz gebildet, und kann anschließend mit der Zeitreihe der Messwerte 

verglichen werden. Dies geschieht durch die Gütemaße RSME, RRSME, MAE, RMAE und PBIAS, 

welche in Kapitel 2.4.3 definiert wurden.  



Untersuchung der Anwendbarkeit von Seegangsvorhersagen in der deutschen Bucht mittels Machine Learning Methoden 

Seite 73 
 

 

Innerhalb einer äußeren Validierung sind nun also für jede Testsequenz die Gütemaße anhand der 

Ensemble-Vorhersage berechnet. Der Mittelwert über alle Testsequenzen wird als perfO gespei-

chert. Analog wird dieses Vorgehen für alle weiteren äußeren Kreuzvalidierungen durchgeführt, 

wodurch die Güte aller Modelle aller äußeren Kreuzvalidierungen durch perfMean quantifiziert wer-

den kann. Ähnlich der Modellperformance kann die Varianz der berechneten Gütemaße auf den drei 

Mittelungsebenen berechnet werden. varO beschreibt die mittlere Varianz der Vorhersagen der En-

sembleelemente pro Zeitschritt über alle Test-Sequenzen für eine äußere Kreuzvalidierung. Der Mit-

telwert über alle äußeren Kreuzvalidierungen, bzw. alle Ensembles ist dann entsprechend varMean. 

Abschließend übergibt die Funktion LSTMreg* die Modellperfomance perfMean und perfO, sowie 

die zugehörige Varianz varMean und varO. Die Funktion exportiert weiterhin die für jeden Validie-

rungsdurchgang trainierten Netze net und zugehörige Trainingsdokumentation trainInfo, sowie die 

Partitionierung der äußeren Kreuzvalidierung. Diese umfassende Datenübergabe dient anschlie-

ßend der Auswertung und Visualisierung. Zudem kann das Ensemble mit der besten Performance 

identifiziert und für die Anwendung exportiert werden. 

6.6.3 Modell-Optimierung 

Die Interaktion zwischen MasterSkript und LSTMregBayes soll im Folgenden näher beschrieben 

werden. Das Prinzip der BAYES-Optimierung wurde bereits in Kapitel 3.2.5 erläutert. Dort werden 

auch Gründe für die Verwendung dieser Optimierungsweise gegenüber der Grid-Search oder Ran-

dom-Search genannt. 

Die zu optimierenden variablen Hyperparameter wurden im MasterSkript jeweils durch das opti-

mizableVariable-Objekt definiert, welche nun in die BAYES-Optimierung eingehen. Die Optimierung 

geschieht mithilfe des Befehls bayesopt. Es muss dazu eine Funktion angegeben werden, welche 

ein Maß für den Fehler bei eingegebenen Parametern liefert. In der vorliegenden Arbeit ist dies die 

MATLAB-Funktion LSTMregBayes. Diese folgt dem in Kapitel 6.6.2 beschriebenen Aufbau, mit der 

Besonderheit, dass der Output lediglich aus dem über alle äußeren Kreuzvalidierungen gemittelte 

Gütemaß RRSME besteht. Dieser eine Wert liefert der bayesopt-Funktion die nötige initiale Infor-

mation zur Optimierung der Hyperparameter, den RRSME gilt es dafür zu Minimieren. Es könnten 

auch andere Gütemaße zur Bewertung herangezogen werden, wie der RMAE. Ungeeignet sind 

nicht-relative Maße wie der RSME oder MAE, da diese den absoluten Fehler abbilden, und damit 

von der Größe der berechneten und gemessenen Werte abhängig sind. 

Für die BAYES-Optimierung müssen weitere Optionen festgelegt werden, welche das Vorgehen nä-

her definieren. Die Werte wurden bereits in Tabelle 6 genannt, deren Bedeutung soll nun näher 

beleuchtet werden. Der Parameter maxBayesEval bestimmt die maximale Anzahl an durchgeführten 

BAYES-Evaluationen, und hat einen maßgebenden Einfluss sowohl auf die benötigten Ressourcen 

zur Optimierung, als auch auf die Qualität der Optimierung. In der Literatur wird selten so detailliert 

auf das Vorgehen eingegangen, JÖRGES et al., 2021 nutzte beispielsweise 50 Evaluationen. Da die 

Dimension und damit die Komplexität der durch das Ersatzmodell abgebildeten Fehler-Funktion mit 

jedem zu optimierenden Hyperparameter steigt, wurde ein relativer Wert für die Anzahl der Evalua-

tionen eingeführt. Dieser berechnet sich durch die Anzahl der zu opt. Parameter multipliziert mit 50, 

was je nach Architektur zu 150 oder 200 Evaluationen führt. Der Kompromiss zwischen Ressourcen 

und Qualität liegt damit auf der Seite des Letzteren, um ein verlässliches Maß zur Bewertung der 

Hyperparameter zu erhalten. Es wurde im Verlauf der Bearbeitung festgestellt, dass die S2O Ana-

lyse deutlich mehr Rechenressourcen benötigt. Um Berechnungsdauern von mehreren Wochen pro 

Architektur zu umgehen, wurde der Parameter maxBayesEval für jede Architektur auf 50 reduziert. 



Untersuchung der Anwendbarkeit von Seegangsvorhersagen in der deutschen Bucht mittels Machine Learning Methoden 

Seite 74 
 

 

Die Reduktion dieses Wertes schien am vertretbarsten, da immer noch eine Hyperparameteropti-

mierung vorgenommen wird, nur nicht mit derselben Präzision, wie es bei einer größeren Anzahl an 

Evaluationen der Fall ist. Andere Parameter können ebenfalls für eine Reduktion des Rechenauf-

wands angepasst werden, wie kFoldOearlyStop oder tMaxEpochs, allerdings haben diese potentiell 

einen größeren Einfluss auf die Resultate. Diese Entscheidung wird in Kapitel 8.4 nochmal aufge-

griffen.  

Auch die Anzahl der initialen Evaluationspunkte bayesSeed wird durch einen relativen Wert berech-

net, die Anzahl der zu optimierenden Parameter multipliziert mit 5 liefert je nach Architektur 15 oder 

20 initiale Punkte. Diese Werte im n-dimensionalen Raum der Fehler-Funktion zufällig gewählt. 

Außerdem wird die sog. Neigung zur Erkundung als Wert im Intervall π ρ durch bayesExpl definiert, 

die Wahl des nächsten Punktes wird durch die Erfassungsfunktion berechnet. Bei großen Werten 

wird der Raum des Ersatzmodells stark erkundet, und die Werte der Hyperparameter breit gestreut. 

Bei kleinen Werten liegt der Fokus auf der Minimierung des Modellfehlers, d.h. es werden als nächs-

tes Punkte in der Nähe der bereits bekannten, vielversprechenden Werte geprüft. Zwischen beiden 

Extrema sollte eine Abwägung geschehen, es wurde ein Wert von 0,6 gewählt, die Tendenz geht 

also zur Erkundung. Der Einfluss dieses Parameters ist hoch dynamisch, durch die initialen rando-

misierten Prozesse ist sein Einfluss schwer quantifizierbar. Eine relativ hohe Neigung zur Erkundung 

kann in Maßen durch eine hohe Anzahl an Evaluationen kompensiert werden. 

Als Erfassungsfunktion (engl. acquisition function) wurde der Typ expected-improvement-plus ge-

wählt. Die Aufgaben der Erfassungsfunktion allgemein wurden bereits in Kapitel 3.2.5 erläutert. Da 

auf keinen Erfahrungsschatz mit weiteren Funktionen zurückgegriffen werden kann, und keine ge-

nerellen Empfehlungen in der Literatur bestehen, wurde f¿r diese Studie der ĂStandard-Typñ gewªhlt. 

Dieser hat die Fähigkeit zu erkennen, wann eine Übererkundung eines Bereichs vorliegt, und wählt 

folgend Punkte in einem anderen Bereich. Es wurde sich gegen die Verwendung einer Zeitgewich-

tung entschieden, um jedem Punkt dieselbe Ausgangslage zu gewährleisten. Die Auswertung des 

Modells kann für unterschiedliche Hyperparameterkombinationen eine unterschiedliche Dauer be-

nötigen, und dieser Mechanismus würde diesen Faktor in die Berechnung des nächsten Punktes mit 

einbeziehen. 

Weiterhin wird definiert, dass für die Optimierung alle im System verfügbaren Einheiten genutzt wer-

den, mehr dazu folgt in Kapitel 6.7.  

Final werden die Ergebnisse der BAYES-Optimierung in einem BayesianOptimization-Objekt über-

geben. Darin sind die definierten Optimierungsoptionen dokumentiert, das ermittelte Minimum des 

Ersatzmodells und die zugehörigen Hyperparameter. Dies sind die Werte, welche zentral für die 

Modell-Generierung im nächsten Schritt sind. Zudem liegt eine Auflistung aller geprüften Kombina-

tionen sowie deren Gütemaß vor, die getätigten Schritte zur Bewertung können also im Nachhinein 

nachvollzogen werden. Das Gütemaß ist der RRMSE, da dieser zum Generieren der Ersatzfunktion 

genutzt wurde. 

Der Parameter numPredTimeSteps hat keinen direkten Einfluss auf den Trainingsprozess. Wenn 

die Feature- und Responsezeitreihen der Trainingsfunktion trainNetwork übergeben werden, sind 

diese lediglich beeinflusst von der Anzahl der einfließenden vergangenen Zeitschritte ύ, nicht aber 

von numPredTimeSteps. Die Rahmenbedingungen dieses Kernprozesses werden durch die Hyper-

parameter bestimmt, welche durchaus unter dem Einfluss von numPredTimeSteps stehen. Falls 

bestimmte Parameterkombinationen für Kurz- oder Langzeitvorhersagen besser geeignet sind, wer-

den diese durch den Optimierungsprozess identifiziert.  
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Für jeden einzelnen Vorhersagezeitraum, welcher für die spätere Anwendung relevant ist, könnten 

und sollten eigene Trainingsprozesse gestartet werden, um die besten Hyperparameter für die spe-

zifische Anwendung zu finden. Die vorliegende Arbeit untersucht jedoch zunächst allgemein die 

Möglichkeiten der ML-Anwendung, ein definierter Vorhersagezeitraum existiert nicht. Wie bereits 

beschrieben, wurden bei der Durchführung des Trainings von S2O im Vergleich zu S2S enorm er-

höhte Trainings- und Optimierungsdauern festgestellt, von bis zu 80h für eine Architektur bei einer 

Featureauswahl und einer Vorhersagezeit, gegenüber der S2S Analyse von ca. 3h. Daher wurden 

nur drei Vorhersagezeiten gewählt: 6h als Kurzzeitvorhersage, 24h als mittlere Vorhersagezeit, und 

48h als Langzeitvorhersage. 

6.6.4 Modell-Generierung 

Die als optimal identifizierten Hyperparameter werden im letzten Schritt der Funktion LSTMreg über-

geben. Diese folgt den Beschreibungen aus Kapitel 6.6.2. Im Hauptskript wird der Output der Funk-

tion dann in einem Ergebnis-Struct Ὁ gespeichert. Je nachdem, ob noch weitere Featurekombinati-

onen getestet werden, oder welche Vorhersageschritte im S2O-Fall getätigt werden, füllt sich mit 

jedem Skriptdurchlauf dieses Struct, womit die wesentlichen Ergebnisse zusammengefasst an ei-

nem Ort vorhanden sind. Eine zusätzliche Speicherung sichert alle Variablen des aktuellen Skript-

durchlaufs, d.h. auch diejenigen, welche nicht in Ὁ enthalten sind. 

6.7 Durchführung im Rechencluster  

Es existieren vielfältige Möglichkeiten, die Ressourcen des Rechenclusters der LUH zu nutzen, und 

dabei eine effiziente Parallelisierung der Trainingsdurchgänge zu implementieren. Ziel ist die Mini-

mierung der Berechnungszeit. Das Zusammenspiel der CPUós und der GPUôs sowie deren Aufga-

benverteilung ist dabei ein wesentlicher Einflussfaktor. Anhand einer Grid-Search von 144 Hyperpa-

rameterkombinationen wurden verschiedene Umsetzungen der Parallelisierung hinsichtlich der be-

nötigten Berechnungsdauer analysiert. Diese sind in Abbildung 6-17 dargestellt. 

 

Abbildung 6-17: Umsetzung der parallelisierten Berechnung im Cluster 

Grundsätzlich ist die Übergabe der Input-Funktionswerte in die verschiedenen Trainingsfunktionen 

LSTMreg* gezeigt. Die einzelnen Skripte unterscheiden sich in der Form der Parallelisierung sowie 

in der für das Training genutzten Ressource. Die blauen Elemente C* stellen einzelne Prozessor-

kerne dar. 

Links dargestellt ist die erste Form der Aufgabenaufteilung, welche nur eine GPU nutzt. Bei der 

NVIDIA A100 80GB handelt es sich um die derzeit leistungsstärkste GPU im Cluster. Es ist nicht 

gelungen, mehrere GPUôs dieses Typs im MATLAB-Skript anzusprechen, daher kann nur auf eine 

zugegriffen werden. Die Anzahl der parallel arbeitenden Einheiten, genannt worker, wird durch die 
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Anzahl der geprüften Elemente des variablen Hyperparameters 1 bestimmt, im Skript durch ὒρ rea-

lisiert. Diese worker sind Kerne der CPU, und greifen gleichzeitig auf die eine GPU zu. Es wurde 

eine Berechnungszeit von 3h 7min bei 4 worker gemessen. 

Mittig dargestellt ist Methode zwei, welche gänzlich auf die Nutzung einer GPU verzichtet. Das Trai-

ning wird explizit auf der CPU durchgeführt. Die Kerne der CPU bilden wie im vorherigen Schema 

die worker. Deren Anzahl ist nur durch die Anzahl der vorhandenen Kerne begrenzt, es könnten also 

theoretisch bei ὲ zu untersuchenden Hyperparameterkombiantionen ὲ Kerne zum Einsatz kommen, 

wodurch jeder Kern nur einen Trainingsdurchgang durchführen muss. Vorteil dieses Schemas ist 

die maximale Parallelisierung des Trainings, Nachteil ist die höhere Dauer eines einzelnen Trainings 

auf einer CPU im Vergleich zur GPU. Gemessen wurde eine Berechnungsdauer von lediglich 35min 

bei 30 verwendeten Kernen. 

In MATLAB ist die parallele Nutzung mehrerer GPUôs mºglich. Dieser Ansatz ist im rechten Teil der 

Abbildung mit Methode drei dargestellt, es wurden mehrere NVIDIA Tesla V100 für das Training 

genutzt. Die Anzahl der worker wird hierbei durch die Anzahl der GPUôs bestimmt, auf einem Node 

im Cluster aktuell 2. Ein einzelner Prozessorkern verteilt die Trainings auf die parallel arbeitenden 

GPUôs. Vorteil ist das Training auf mehreren workern im Vergleich zu der ersten Methode, Nachteil 

sind die weniger leistungsstarken GPUôs. Es wurde eine Berechnungszeit von 2h 51min gemessen, 

welche nicht wesentlich von der Berechnungszeit der Methode eins abweicht.  

Für das extensive Prüfen vieler verschiedener Hyperparameterkombinationen ist abschließend die 

zweite Methode am effizientesten, demnach wird die nachfolgende Analyse auf diese Weise durch-

geführt. Obwohl die GPU in der Regel für das Training besser geeignet ist, wirkt sie bei Methode 

eins und drei angesichts der vielen Durchläufe als limitierender Faktor. 

Dabei ist allerdings zu beachten, dass die 144 Kombinationen die einfachsten Netz-Architekturen 

mit nur wenigen Hidden Units und einem Hidden Layer beinhalteten. Grundsätzlich steigt die Über-

legenheit der GPU im Vergleich zur CPU beim Training von zunehmend komplexeren Netzen an. 

Es ist also mit einer Verminderung der Zeitersparnis der Methode zwei bei der späteren Analyse zu 

rechnen.  

Weiterhin muss auf dem Cluster berücksichtigt werden, dass 30 Kerne eines Knotens mit je 16GB 

RAM zum einen viele der vorhandenen Möglichkeiten ausschließt, da viele Knoten diese Anforde-

rungen nicht erfüllen können. Zum anderen kann diese Konfiguration durch die hohe Anzahl an an-

geforderten Kernen zu mitunter langen Zeiten in der Job-Warteschlange führen.  

Es wurde ein Testlauf für die single-Layer Architektur und der Featurekombination ĂAñ in der S2O-

multivariaten Analyse durchgeführt, um den Einfluss der Kerne und des RAMs einschätzen zu kön-

nen. Dabei wurden für Hyperparameter nach Tabelle 6 Berechnungsdauern von 15h mit 12 Kernen 

und 16GB RAM sowie über 19h mit 24 Kernen und 8GB RAM auf derselben Partition gemessen. 

Dies legt nahe, dass für das vorliegende Problem eher der Arbeitsspeicher der limitierende Faktor 

ist. Es wurden keine Tests mit noch höheren Werten an RAM oder Kernen getätigt, da ein Kompro-

miss zwischen Berechnungsdauer und Zeit in der Warteschlange gefunden werden muss. 

Für alle Berechnungen wurden letztendlich jeweils 12 Kerne bei je 16GB RAM verwendet. Geringere 

Werte beim Arbeitsspeicher können außerdem teilweise zum Abbruch der Berechnungen führen, da 

der RAM nicht ausreichend ist. Der Einfluss der angeforderten Ressourcen auf die Berechnungs-

dauer kann in späteren Studien weiter untersucht werden.  
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7 Ergebnisse 

Die Ergebnisse der Untersuchung werden nachfolgend dargestellt und ausgewertet.  

Die Analyse der Featurekombinationen (kurz FK) und Architekturen untereinander geschieht mit je-

weils unterschiedlichen Testsequenzen, da jeweils das am besten performende Ensemble ausge-

wertet wird. Dieses wurde mit anderen Sequenzen trainiert, als das Ensemble der nächsten Fea-

turekombination, da die Aufteilung und Zuordnung der Sequenzen zufällig geschehen. Würden nun 

alle Ensembles mit denselben Testsequenzen geprüft werden, wären darunter auch Modelle, welche 

einzelne Sequenzen bereits zum Training nutzten, was die Idee des unabhängigen Tests verfehlt. 

Daher sind die Testsequenzen für Featurekombinationen und Architekturen untereinander unter-

schiedlich. Dieser Umstand wird durch die zugrundeliegende Annahme gerechtfertigt, dass ausrei-

chend viele Sequenzen genutzt werden, damit diese Auswahl die Grundgesamtheit repräsentativ 

abbildet. 

Dies stellt eine Vereinfachung dar. Die äußere Kreuzvalidierung entscheidet darüber, wie Test- und 

Trainingssequenzen aufgeteilt werden. Die Performance des besten oder schlechtesten Ensembles 

ist unter anderem davon abhängig, in welchem Maße die Testsequenzen die Trainings- und Validie-

rungssequenzen repräsentieren.  

Die äußere Kreuzvalidierung dient also nicht dem Zweck, das beste Ensemble zu identifizieren, son-

dern eine derartige Durchmischung der Zuordnung der Sequenzen in die Anteile zu erzielen, um 

über alle äußeren Validierungen ein verlässliches Maß für die Bewertung des Einflusses der Archi-

tekturen und der Featurekombinationen zu liefern. 

Dies wird durch die Differenzen in der Vorhersage und einhergehender Varianz durch die zugrun-

deliegenden Zufallsprozesse notwendig. Diese Prozesse sind zum einen die zufällige Initialisierung 

der Wichtungsfaktoren im Trainingsprozess, sodass auf der n-Dimensionalen Fehler-Funktion ein 

anderes lokales Minimum gefunden wird. Zum anderen ist die zufällige Zuweisung der Sequenzen 

zum Test- und Trainingsset anzubringen. Es können ungünstige Zeitreihen zum Test verwendet 

werden, welche z.B. besondere Ereignisse wie einen Sturm enthalten, und daher eine schlechte 

Test-Performance erzielen, obwohl das trainierte Netz möglicherweise für reguläre Ereignisse bei 

den gegebenen Hyperparametern gute Ergebnisse erzielen würde (siehe Kapitel 6.6.2).  

Die Auswertung der Test-Ergebnisse kann auf verschiedenen Ebenen geschehen. Die globale Aus-

wertung stellt Vergleiche zu allen Architekturen und FK innerhalb von einem Anwendungsfall an. Die 

Layer-Auswertung betrachtet eine Ebene darunter die Resultate innerhalb einer Architektur und dif-

ferenziert nach FK. Die Zusammenfassungen dazu sind im Anhang A tabellarisch dargestellt und 

bilden das Kernstück der Analyse. Eine Ebene detaillierter kann das Verhalten der Ensembles und 

deren Elemente untersucht werden. Da dies für alle Architekturen, FK und äußeren Validierungen 

eine enorme Anzahl an Analysen bedeuten würde, wird sich auf die Darstellung charakteristischer 

Zusammenhänge begrenzt. Beispielsweise ist eine individuelle Bewertung der Performance der En-

sembleelemente nur für eine Testsequenz übersichtlich möglich, gleichzeitig muss diese eine Se-

quenz nicht repräsentativ für die Restlichen sein. 

Die wesentlichen Erkenntnisse auf der sogenannten globalen Ebene sind wenig komplex, und las-

sen sich daher durch Vergleich der Tabellen A 1 bis A 10 erkennen. Diese Tabellen wurden mit dem 

Auswertungsskript LayerAuswertung_S2* generiert. Für jede FK ist dort der gemittelte RRMSE über 

alle äußeren Kreuzvalidierungen dargestellt, zudem der RRMSE des besten Ensembles. Dies ent-

spricht der Test-Performance des Modells derjenigen äußeren Kreuzvalidierung, welche über alle 
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Test-Sequenzen den geringsten RRSME erzielte. Wie bereits erläutert, ist dies unter anderem ab-

hängig von der Zusammensetzung der Test- und Trainingssequenzen. Die Performance des Ăbes-

tenñ Ensembles kann selbstverstªndlich bei Anwendung auf völlig neue Sequenzen abweichen, und 

muss mit den anderen generierten Ensembles nicht einmal jenes mit den geringsten Abweichungen 

sein. Darauf sollte bei der Verwendung des Begriffes hingewiesen sein.  

Nach gleichem Muster ist die gemittelte Varianz über alle Ensembles und die Varianz des Ensem-

bles mit dem geringsten RRMSE aufgetragen. Das gesamte Vorgehen der verschachtelten 

Kreuzvalidierung zielt auf die Berechnung dieser gemittelten Performance und Varianz ab. Weiterhin 

sind in den Tabellen die Berechnungszeit je Hyperparameterkombination gegeben, d.h. im Falle der 

BAYES-Optimierung je Evaluation des Ersatzmodells. Es ist bei der Betrachtung der Berechnungs-

dauer zu beachten, dass die für das Training verwendeten Cluster-Partitionen dumbo und smp un-

terschiedliche CPUs mit unterschiedlichen Spezifikationen nutzen, wobei in smp nochmal auf vier 

verschiedene Typen zugegriffen werden kann. Daher ist unterhalb der Tabellen im Anhang ein Ver-

merk auf die verwendete Ressource. Die Berechnungszeit ist daher nur bedingt vergleichbar, bei 

den getätigten Aussagen wird dies berücksichtigt. In den Tabellen folgt die Anzahl der Zeitschritte 

ohne NaN, sowie die Anzahl der nutzbaren Sequenzen pro FK.  

Der prozentuale Anteil der genutzten Trainingsepochen quantifiziert, wie viele Trainingsiterationen 

(siehe Kapitel 3.2.3) maximal im besten Ensemble über alle Epochen hinweg genutzt wurden, relativ 

zur maximalen Anzahl an Iterationen. Die maximale Anzahl an Iterationen pro Epoche berechnet 

sich aus der Anzahl der Trainingssequenzen dividiert durch die Mini-Batch-Größe.  Die Anzahl der 

trainierten Iterationen ergibt sich aus dem Element mit der höchsten Anzahl an Iterationen aus dem 

besten Ensemble, und kann aus der Trainingsdokumentation ausgelesen werden. Der Wert in der 

Tabelle liefert ein Maß für die Schnelligkeit der Konvergenz der Lösung. 

Weiterhin ist der finale Validierungs-RMSE auf dem Training aufgeführt, gemittelt über die Ensem-

bleelemente. Zuletzt werden die Ergebnisse der BAYES-Optimierung genannt, darunter das gefun-

dene Minimum der Ersatzfunktion als dimensionsloser RRMSE, sowie die Werte der optimierten 

variablen Hyperparameter. 

7.1 Sequence to Sequence 

Im Folgenden werden die Ergebnisse der S2S-Analyse dargelegt. Bevor nacheinander die beschrie-

benen drei Ebenen untersucht werden, erfolgt ein kurzer Einschub zur Validierung des Vorgehens 

zur äußeren Kreuzvalidierung. 

Für zwei und vier Hidden Layer wurden im S2S-Fall drei identische Durchläufe mit denselben Fea-

tures und Rahmenbedingungen durchgeführt. Dies ermöglicht eine Analyse der Abweichung der 

globalen Trainingsprozesse untereinander. Dabei wurden Differenzen im RRMSE von 0,025 bei 

mittlerem RRMSE von 0,35 bzw. 0,37 erzielt. Außerdem wurden teilweise deutlich voneinander ab-

weichende Hyperparameter als optimal identifiziert. Dies zeigt, dass das implementierte Vorgehen 

auch bei erneuter Initialisierung der Zufallsprozesse konsistent belastbare Resultate mit geringer 

Abweichung liefert. Dennoch ist bei dem mittleren RRSME über alle äußeren Kreuzvalidierungen 

mit einer Abweichung von wenigen Prozent zu rechnen, was auf die von Durchlauf zu Durchlauf 

unterschiedliche Zuordnung der Sequenzen zurückzuführen ist. Dies sollte für die nachfolgende 

Analyse beachtet werden, es ist für eine spätere Anwendung der Modelle allerdings nicht relevant. 
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Die Betrachtung der globalen Ebene durch die Tabellen A 1 bis A 4 lassen einige Rückschlüsse zu. 

Im S2S-Fall gilt der Zusammenhang, je mehr Features in das Modell einfließen, desto weniger ver-

fügbare Zeitschritte sind vorhanden, und desto weniger Sequenzen ausreichender Länge sind nutz-

bar. Der Grund für diesen Umstand liegt in dem Aufbau des Arrays dataCell bzw. dataCellF, welcher 

in Kapitel 6.6 erläutert wurde. Zu einem Zeitschritt dürfen bei allen einfließenden Features keine 

NaN-Werte vorliegen. Da bei jedem physikalischen Parameter zeitweise Datenlücken vorhanden 

sind, steigt die Anzahl der nicht nutzbaren Zeitschritte mit steigender Anzahl an einbezogenen Pa-

rametern. 

In der single-Layer Architektur nutzt die FK ĂLñ 100% der verf¿gbaren Trainingsiterationen, bei der 

geringsten Anzahl an verf¿gbaren Sequenzen. FK ĂJñ hat entsprechend der einbezogenen Features 

ebenfalls wenige verfügbare Sequenzen, der Anteil an genutzten Iterationen bleibt aber im Gegen-

satz dazu gering. Ansonsten bewegt sich der Anteil meist unter 20%. Es ist keine Regelmäßigkeit 

zum RRMSE zu erkennen. Dies liegt an dem implementierten Trainingsabbruch-Mechanismus. Es 

wird nur solange trainiert, bis weitere Iterationen über tValPatience (siehe Kapitel 6.6.2) keine wei-

tere Verbesserung liefern. Erst wenn dieser Punkt innerhalb der maximalen Anzahl an Epochen nicht 

erreicht werden kann (100% sind erreicht), hat der Anteil der genutzten Iterationen einen Einfluss 

auf die Performance. Der Hyperparameter tMaxEpochs ist demnach ausreichend groß gewählt. 

Über alle Architekturen fällt auf, dass das im Rahmen der BAYES-Optimierung gefundene Minimum 

der Ersatz-Fehler-Funktion immer einige Prozent unter dem gemittelten RRMSE pro FK liegt. Durch 

das Bilden eines Ersatzmodells ist mit gewissen Ungenauigkeiten im Rahmen der Optimierung zu 

rechnen, d.h. die ermittelten Hyperparameter sind nicht unbedingt die tatsächlich besten. Durch den 

konsistenten Zusammenhang zwischen gemitteltem RRMSE und dem Minimum der Ersatz-Fehler-

Funktion kann davon ausgegangen werden, dass das Ersatzmodell die Fehlerfunktion des ML-Al-

gorithmus konsistent abbildet.  

Im S2S-Fall wurde für die single-Layer Architektur die Berechnung des Modells mit erweiterten Fea-

tures umgesetzt, siehe Kapitel 6.4.1. Im Vergleich zur standard single-Layer Architektur werden ten-

denziell mehr Hidden Units bevorzugt sowie größere Berechnungszeiten benötigt. Dies könnte mit 

der deutlich erhöhten Anzahl an eingehenden Features begründet werden. Dieser Hypothese fol-

gend, m¿sste die FK ĂJñ die grºÇte Berechnungsdauer ¿ber alle Architekturen aufweisen, was je-

doch nicht der Fall ist. Stattdessen existiert kein deutlicher Zusammenhang zwischen FK bzw. An-

zahl der Features und der Berechnungszeit.  

Die Berechnungsdauer ist am geringsten beim single-Layer mit ungefähr 1,2min je FK pro Hyperpa-

rameterkombination, und am größten bei 2 Hidden Layer mit ungefähr 4,2min. Damit existiert kein 

eindeutiger Zusammenhang zwischen Berechnungszeit und Anzahl der Hidden Layer, ebenso ist 

kein deutlicher Zusammenhang zwischen Berechnungszeit und Anzahl der Hidden Units oder dem 

Anteil der genutzten Trainingsiterationen sichtbar.  

Eine Regelmäßigkeit zwischen der Varianz des besten Ensembles und der Varianz über alle En-

sembles ist nicht erkennbar. Zudem weisen die FK mit geringem RRMSE keine besonders kleinen 

oder großen Varianzen auf. Dies ermöglicht den wichtigen Rückschluss, dass die Varianz keine 

direkten Rückschlüsse auf die Qualität der Vorhersage liefert. Dagegen steht der finale Validierungs-

Fehler eines Ensembles in einem ungefähr proportionalen Verhältnis zu dem gemittelten RRMSE.  

Über die Architekturen ist weiterhin kein deutlicher Zusammenhang zwischen FK bzw. Anzahl der 

Features und der Varianz der Vorhersage, oder den Werten der optimierten Hyperparametern zu 

erkennen. Im Bereich der Hyperparameter ist weiterhin kein Zusammenhang zwischen Dropout-
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Faktor und FK sichtbar, dabei werden Werte als optimal identifiziert, welche über alle FK den ge-

samten möglichen Werteberich nach Tabelle 6 überspannen. Zuletzt kann kein Verhältnis zwischen 

der Anzahl der Hidden Layer und der Anzahl an Hidden Units ausgemacht werden. 

Bisher wurde die Güte der Vorhersage nicht betrachtet. Wie auch der gesamte Trainingsprozess 

erfolgt die Bewertung der Performance im Testverfahren anhand des dimensionslosen RRMSE. 

Dazu wurde die Tabelle 9 erstellt. Dargestellt ist der RRMSE über alle äußeren Kreuzvalidierungen 

gemittelt, sowie der RRMSE des am besten performenden Ensembles, in Abhängigkeit der FK und 

der Architektur. Dabei meint die Architektur Ă1+ñ das single-Layer Netz mit erweiterten Features. 

Dies ist im Wesentlichen nur eine Zusammenstellung der Gütemaße aus den Tabellen im Anhang. 

Die Farbmarkierung in der Tabelle und folgenden Tabellen des Typs dienen der schnelleren Einord-

nung der Werte. Die dicken Tabellenlinien unterteilen dabei die Betrachtungsbereiche, in der oberen 

Tabelle erfolgte demnach eine farbliche Markierung separat f¿r die Kategorien ĂGesamte RRMSEñ 

und ĂRRMSE bestes Ens.ñ. 

Tabelle 9: Übersicht zur Performance der S2S-Vorhersage 

  Gesamt RRMSE [-] RRMSE bestes Ens. [-] 

Layer 1 1+ 2 4 1 1+ 2 4 

A 0,289 0,288 0,3 0,312 0,242 0,258 0,274 0,276 

B 0,375 0,371 0,366 0,379 0,332 0,331 0,333 0,341 

C 0,623 0,598 0,614 0,62 0,533 0,519 0,56 0,531 

D 0,299 0,301 0,29 0,31 0,248 0,27 0,242 0,272 

E 0,325 0,303 0,326 0,349 0,281 0,247 0,275 0,276 

F 0,317 0,301 0,32 0,336 0,254 0,252 0,252 0,297 

G 0,309 0,295 0,294 0,313 0,26 0,228 0,253 0,254 

H 0,601 0,552 0,587 0,6 0,543 0,474 0,51 0,552 

I 0,326 0,324 0,323 0,329 0,261 0,282 0,269 0,29 

J 0,252 0,255 0,259 0,266 0,209 0,227 0,23 0,24 

K 0,604 0,576 0,596 0,592 0,519 0,48 0,558 0,515 

L 0,302 0,298 0,31 0,316 0,249 0,278 0,252 0,282 

 

Der Fehler des sog. besten Ensembles ist durchgängig geringer als der gemittelte RRMSE. Dies 

liegt an der Definition der Werte des besten Ensembles, wie bereits erläutert. Die Tabelle verdeut-

licht, dass bei Variierung der Architektur nur geringfügige Veränderungen von wenigen Prozent in 

der Performance auftreten. Über alle FK lässt sich eine leichte Tendenz erkennen, dass die Archi-

tektur mit 4 Hidden Layer am schlechtesten abschneidet. Eine detaillierte Analyse der unterschied-

lichen Architekturen ist daher nicht notwendig. 

Durch die stark gesteigerte Anzahl an Wichtungsfaktoren und Bias im Netz steigt auch der generelle 

Optimierungsbedarf, der bei komplexen Netzen mit mehr Iterationen begegnet werden kann. Dass 

in dieser Architektur keine FK die maximale Anzahl an Iterationen nutzt (Tabelle A 4), spricht gegen 

ein unvollständiges Training. 
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Das Ensemble mit der geringsten Abweichung der Vorhersage zu den Messwerten im Test liegt bei 

der FK ĂJñ vor, bei einer single-Layer Architektur und einem RRMSE von knapp 0,21. Das Einbezie-

hen der erweiterten Features liefert meist eine geringfügige Verbesserung, bei FK ĂHñ maximal um 

4,5% im gemittelten RRMSE. Das zusätzliche Bereitstellen der zeitversetzten Parameter kann dem-

nach durchaus hilfreich sein, um die Vorhersagegüte zu verbessern. 

Die erweiterten Features (Kapitel 6.4.1) helfen dem NN also bedingt über die Fähigkeiten des Lang-

zeitgedächtnisses in der LSTM-Zelle hinaus, Langzeitabhängigkeiten zu erkennen und die Vorher-

sage entsprechend anzupassen. Der Grund dafür kann in der Rekurrenz des Cell States liegen. 

Dieser kann durch das Forget-Gate vollständig gelöscht werden, was für den nachfolgenden Zeit-

schritt ein fehlendes Langzeitgedächtnis bedeutet. Dieser Umstand kann durch die Bereitstellung 

der ύ letzten Zeitschritte als Features umgangen werden. 

Übergeordnetes Ziel der gesamten Analyse ist hinsichtlich der Anwendbarkeit die Generierung eines 

Ensembles mit der besten Vorhersagegüte. Da die Architektur nur von untergeordneter Rolle für die 

Performance ist, vereinfacht sich die Layer-Auswertung entsprechend. Die Tabelle 10 greift die bes-

ten Werte je FK der vorhergegangenen Tabelle nochmals auf, und bringt sie in einen Zusammen-

hang mit den inkludierten physikalischen Parametern. Dabei wurde die gemittelte Vorhersagegüte 

nach Größe sortiert. 

Tabelle 10: Gegenüberstellung der sortierten gemittelten Performance zu inkludierten Parametern 
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2 3 4 5 6 7 8 9 10 11 
Kombina-

tion 

0,252 X X X X X X X X X X J 

0,288 X     X             A 

0,29 Anzahl HK 4             D 

0,294 X X X X X X         G 

0,298       X X X X       L 

0,301 Anzahl HK 2             F 

0,303 Anzahl HK 3             E 

0,324       X X X         I 

0,366       X             B 

0,552 X X X               H 

0,576 X X X       X       K 

0,598 X                   C 

 X = inkludierte Variablen      
 

Im Mittel erzielt die FK ĂJñ die besten Vorhersagen, mit einer Abweichung von 0,252. Diese FK ent-

spricht dem Berücksichtigen aller verfügbaren physikalischen Parameter. Das nächst beste Gü-

temaÇ wird durch die FK ĂAñ erzielt, wobei nur die Parameter der Peakperiode und der Windge-

schwindigkeit einfließen. Obwohl die FK ĂGñ u.a. dieselben Features einschlieÇt wie ĂAñ, ist die Per-
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formance leicht verschlechtert. Dies könnte an den am Anfang des Kapitels beschriebenen Unge-

nauigkeiten des Verfahrens liegen. Der Vergleich von ĂBñ und ĂAñ zeigt, dass das Einbeziehen der 

Peakperiode knapp 8% Verbesserung liefert. Die Gegenüberstellung von ĂGñ und ĂJñ zeigt, dass die 

zusätzlichen met. Daten eine Verbesserung der Vorhersage von 4% erzielen. Das Einbeziehen der 

Windrichtung liefert bei den Modellen ĂBñ und ĂIñ eine Verbesserung von 4%. Das Ber¿cksichtigen 

der Wellenrichtung bringt bei den Modellen ĂCñ und ĂHñ eine Verbesserung von fast 5% mit sich. Die 

Erweiterung der Features um den Luftdruck bei den Modellen ĂKñ und ĂLñ liefert im Vergleich zu den 

Standard-Modellen ĂHñ und ĂIñ keine eindeutige Verbesserung. Die schlechtesten Vorhersagen er-

zeugen die drei Modelle, welche den Wind als Einflussparameter nicht betrachten, mit einem 

RRMSE von 0,55 bis knapp 0,6.  

Dies deckt sich mit den Erwartungen, welche sich aus den theoretischen Vorkenntnissen zur Wel-

lenentstehung ergeben. Die Schwerewelle wird durch den Wind erzeugt, welcher durch die Wind-

richtung, der -Geschwindigkeit und dem Fetch charakterisiert wird (EGGERT und BARTHEL, 2007).  

Die geographische Position von FINO1 ermöglicht bei südlicher bis östlicher Windrichtung nur eine 

relativ geringe Fetchlänge von mindestens 45km, demnach könnte sich die Windsee nicht vollstän-

dig ausprägen. Dass die FK ĂAñ ohne die Ber¿cksichtigung der Windrichtung dennoch die zweitbes-

ten Ergebnisse liefert, spricht dafür, dass der Fetch meist ausreichend groß und damit nicht der 

limitierende Faktor in der Wellengenerierung im vorliegenden Datensatz ist. Eine Differenzierung 

zwischen Windsee und Dünung erfolgte in dieser Ausarbeitung nicht, könnte aber weitere Erkennt-

nisse zur Vorhersagefähigkeit der beiden Wellenarten und deren wichtigste Einflussfeatures liefern. 

Zudem könnte die Beziehung zwischen dem Einfluss der Wellenrichtung und der Windrichtung nä-

her untersucht werden. 

Neben der Windgeschwindigkeit als wichtigstes Feature hat auch die Bathymetrie und einherge-

hende Flachwassereffekte einen Einfluss auf die Wellen und deren Eigenschaften. Zentrales Krite-

rium, ob die Bewegung der Welle in Kontakt mit dem Meeresboden steht, ist die relative Wassertiefe. 

In den Jahren 2008 bis 2021 bewegte sich die Peakwellenperiode im Wesentlichen im Bereich zwi-

schen 3s, in seltenen Fällen wurden sogar 25s erreicht, im Mittel lag sie bei 7s. Für diese Werte ist 

die relative Wassertiefe ὨȾὒ in der Tabelle 11 aufgezeigt. Die Wellenlänge wurde anhand der Dis-

persionsrelation Gl. 1 berechnet. Die Tabelle ist als grobe Abschätzung zu verstehen, da nicht auf 

Tidevorgänge oder Wellenperioden außer der Peakwellenperiode eingegangen wird. 

Tabelle 11: Wertebereich der relativen Wassertiefe 

Wellenpeakpe-

riode T [s] 

Wassertiefe d 

[m] 

Wellenlänge L 

[m] 

relative Was-

sertiefe d/L [-] 

Bereich 

3 30 14 2,14 Tiefwasser 

7 30 75 0,40 Übergang 

25 30 415 0,07 Übergang 

 

Bei der fixierten Wassertiefe liefert der Wertebereich der Wellenpeakperiode Verhältnisse im Tief-

wasser sowie im Übergangsbereich. Die meisten Wellen haben damit Bodenkontakt, was Flachwas-

sereffekte hervorruft. Als wichtigster Effekt ist Shoaling zu nennen, durch das Verringern der Wel-

lengeschwindigkeit infolge Bodenkontakt steigt die Wellenhöhe an, da der Energietransport der 

Welle konstant ist. Das Einbeziehen der Wellenperiode lieferte eine Verbesserung von 8%, was u.a. 

mit den Flachwassereffekten zu erklären sein kann. 
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Die Wellenperiode und die Windgeschwindigkeit sind abschließend die wichtigsten Features zur 

Vorhersage der Wellenhºhe, was das Verhªltnis der Performance der FK ĂJñ und ĂAñ nahelegt. Die 

erzielten Verbesserungen infolge der einbezogenen Features wurden genannt. Um weitergehend 

zu differenzieren, welches Feature welche Vorhersageverbesserung liefert, müssten mehr Kombi-

nationen getestet werden. 

Eine Feature-Auswahl und -Ausschluss ist im vorliegenden Fall nicht nötig, da die höchste Vorher-

sageg¿te bei FK ĂJñ erzielt wurde, und keine Verbesserung der Berechnungszeit durch Ausschließen 

von Features erkannt werden konnte. Dieser Umstand gilt nur bei dem vorliegenden Problem. Die 

Feature-Auswahl-Algorithmen stammen aus Forschungsbereichen mit vielen tausend möglichen 

Features, wie es in der Genetik der Fall sein kann. Dort kann ein Auswählen der Features einen 

relevanten Einfluss auf Zeit, Qualität, Effizienz oder Speicherbedarf haben (DING und PENG, 2005).  

Die fehlende Notwendigkeit zur Auswahl kann zum einen damit begründet werden, dass der Algo-

rithmus während des Trainings die Wichtungsfaktoren, welche mit Werten der nicht-relevanten oder 

störenden Features multipliziert werden, selbstständig ausschließen kann. Zum anderen ist es auch 

möglich, dass alle verwendeten Parameter der Vorhersage zuträglich sind. Dies kann nur durch 

Testen weiterer FK eindeutig beantwortet werden.  

Bei allen FK sind ausreichend Sequenzen für Training und Test für die S2S-Anwendung vorhanden. 

Dieser R¿ckschluss ist durch den Zusammenhang mºglich, dass die FK ĂJñ die geringste Anzahl an 

verfügbaren Zeitschritten und damit nutzbaren Sequenzen aufweist, gleichzeitig aber die beste ge-

mittelte Performance liefert. Dies zeigt noch nicht eindeutig das Zusammenspiel beider Faktoren 

und ist noch kein hinreichender Beweis, dass ausreichend viele Sequenzen zu Verfügung standen. 

Eine weitere Modellverbesserung durch das Einbeziehen von mehr Trainingssequenzen ist nicht 

ausgeschlossen. Die Erkenntnis, dass die Nutzung aller Features die beste Performance liefert, wird 

ungültig, wenn zu wenige nutzbare Zeitschritte vorhanden sind. Lediglich bei einer FK über alle Ar-

chitekturen wurden 100% der verfügbaren Iterationen genutzt, was auf einen unvollständigen Trai-

ningsprozess hindeutet.  

Für die Auswertung auf der Ensemble-Ebene wurde ein Auswertungsskript 

EnsembleAuswertung_S2S erstellt, was nacheinander die FK durchgeht, und die Vorhersagen für 

alle Test-Sequenzen anhand des besten Ensembles generiert. Die Vorhersage geschieht i.d.R. 

innerhalb weniger Sekunden. Es wurden große Teile des Codes aus LSTMreg übernommen, im 

Wesentlichen werden die Ergebnisse aus der Trainingsphase für das eine Ensemble reproduziert, 

die Modelle werden angewendet. Dies ist möglich, da die Zuordnung der Sequenzen reproduzierbar 

ist, wie in Kapitel 6.6.2 erläutert. Vorteil dieser Vorgehensweise ist der immens reduzierte 

Speicherbedarf. Mit dem Auswertungsskript sind zudem viele graphische Darstellungen möglich, 

teilweise müssen dafür die zu verwendenden Testsequenzen und Ensembleelemente angegeben 

werden. Die Abbildungen werden mit untergeordneten Funktionen g* erstellt. 

Abbildung 7-1 zeigt für das beste Ensemble und FK aus der single-Layer Architektur alle Wertepaare 

zu Mess- und Vorhersagewert aus allen Testsequenzen. Zusätzlich wurde eine lineare 

Regressionsgerade anhand der Punktwolke erstellt, die Steigung ά und der Schnittpunkt mit der y-

Achse ὦ sind zusätzlich dargestellt. Die rot gestrichelte Linie kennzeichnet die optimale Vorhersage, 

in welcher jeder vorhergesagte Wert dem Messwert entspricht. 
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Abbildung 7-1: Gegenüberstellung der Vorhersagewerte zu den Messwerten für jeden Zeitschritt und 

jede Testsequenz, FK "J", single-Layer 

Das Gütemaß wird zusätzlich durch das Auswertungsskript berechnet, analog zur Funktion 

LSTMreg. Der RRSME von 0,215 entspricht allerdings nicht dem Wert von 0,209 aus Tabelle 9, 

obwohl dasselbe Ensemble und dieselben Testsequenzen für die Vorhersage genutzt wurden. Diese 

kleine Differenz ist auf den Cell State des jeweiligen Netzes zurückzuführen. Im Trainingsprozess 

erfolgte der Test direkt nach dem Training ohne Reset des Cell States, bei der Anwendung im 

Rahmen der Auswertung ist der State leer.  

Der Eindruck der Verteilung der Punktwolke wird durch die Ausrichtung der Regressionsgeraden 

gestützt. Unterhalb von Messwerten von ca. 1,5m sig. Wellenhöhe überschätzt das Modell, mit 

steigenden Werten oberhalb von 1,5m unterschätzt das Modell zunehmend. Die Streuung der 

Vorhersage nimmt mit zunehmenden Messwerten zu. Auffällig sind auch die Ausreißer, welche sich 

deutlich unterhalb der allgemeinen Punktwolke befinden. In diesen Zeitpunkten unterschätzt das 

Modell stark. Durch die Darstellungsform wird allerdings nicht ersichtlich, in welcher zeitlichen 

Beziehung diese Ausreißer stehen. 

Diese Art der Darstellung verwirft zwar die zeitliche Folge der Punkte untereinander, dennoch zeigt 

sie übersichtlich Trends in der Vorhersage. Eine zeitliche Darstellung aller Testsequenzen wäre nicht 

überschaubar, das Erkennen von Tendenzen schwer. Jeder Zeitschritt in einer zeitlichen Darstellung 

entspricht einem Datenpunkt in Abbildung 7-1, der Erkenntnisgewinn ist also geringer. Daher werden 

im Folgenden nur ausgewählte Sequenzen exemplarisch dargestellt. Dies ist in Abbildung 7-2 und 

Abbildung 7-4 der Fall. Für die vollen 200 Zeitschritte, was 100h entsprechen, ist die Messung der 

Vorhersage gegenübergestellt. Zusätzlich bietet die Standardabweichung der 

Ensembleelementvorhersagen ein Maß dafür, wie stark die einzelnen Element-Vorhersagen vom 

Mittelwert, der gemittelten Vorhersage, in jedem Zeitschritt abweichen. Außerdem wird für die 

jeweilige Sequenz das erreichte Gütemaß in Form des RRMSE angegeben. 
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Abbildung 7-2: Zeitlicher Verlauf der Vorhersage und der Messwerte, FK "J", Sequenz 14, single-Layer 

Die Sequenz 14 wurde ausgewählt, da sie die höchsten Messwerte in diesem Test-Set beinhaltet, 

in Abbildung 7-1 bilden einige ihrer Zeitschritte die Wertepaare ganz rechts. Durch die Messungen 

werden Wellenhöhen im Intervall von 1,5m bis knapp 6m abgedeckt. Bis auf die ersten Zeitschritte 

bildet die Vorhersage die Messwerte in der ersten Hälfte der Sequenz mit geringen Abweichungen 

ab, die Standardabweichung der Elementvorhersagen ist relativ gering. Ab einer sig. Wellenhöhe 

von 3,5m steigt sowohl die Abweichung als auch die Standardabweichung mit wachsender Wellen-

höhe deutlich an, die größten Abweichungen von bis zu 1,2m treten bei den größten Messwerten 

auf. Nach dem Peak nimmt die Wellenhöhe beider Kurven ab, die Standardabweichung sinkt wieder. 

Jedoch werden die tatsächlichen Werte für die restliche Sequenz dauerhaft im Zentimeter oder so-

gar Dezimeterbereich unterschätzt. Der Trend kann jedoch abgebildet werden. 

Um die Bedeutung der Standardabweichung zu visualisieren, wurde Abbildung 7-3 generiert. Es ist 

ebenfalls Sequenz 14 dargestellt, hier ist jedoch jede Ensembleelementvorhersage explizit darge-

stellt. Im Vergleich zu Abbildung 7-2 wird kein zusätzlicher Erkenntnisgewinn erzielt, es sollte nur 

die Eignung der Standardabweichung zur Darstellung der Streuung der Ensembleelementvorhersa-

gen verdeutlicht werden.  

 

Abbildung 7-3: Zeitlicher Verlauf der Element-Vorhersagen und der Messwerte, FK "J", Sequenz 14, 

single-Layer 
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Analog zu Abbildung 7-2 ist die 20. Testsequenz in Abbildung 7-4 dargestellt. 

 

Abbildung 7-4: Zeitlicher Verlauf der Vorhersage und der Messwerte, FK "J", Sequenz 20, single-Layer 

Auch die ersten Zeitschritte der Vorhersage zur 20. Sequenz weisen eine ungewöhnlich hohe 

Abweichung zur Messung auf. Dies lässt sich auch bei anderen Sequenzen feststellen, die Steigung 

der Vorhersagekurve in den ersten Werten ist über alle FK immer positiv. Der für die Sequenz 

erreichte RRMSE von 0,24 ist deutlich größer als der für die 14. Sequenz, was bereits auf eine 

geringere Vorhersagequalität schließen lässt. Dies bestätigt der zeitliche Verlauf beider Kurven, 

besonders im vorderen Teil sind die Abweichungen groß, von bis zu 0,6m um Zeitschritt 30. Die 

Messwerte werden mal über- und mal unterschätzt, bei relativ konstanter Standardabweichung. Zum 

Ende der Sequenz steigt die Genauigkeit nochmals an, die Varianz sinkt. Einen Zusammenhang 

zwischen Messwert und Vorhersagegüte gibt es im gezeigten Wertebereich also nicht, wie bereits 

Abbildung 7-1 darstellte. 

Eine Analyse, warum die größeren Abweichungen der Zeitschritte 30 und 75 auftreten, wäre anhand 

der Inputfeatures möglich, und für eine einfache single-Layer Architektur auch verständlich. Der 

Erkenntnisgewinn wäre allerdings nahe null. Diese Analyse wäre zudem nicht im Sinne des ML-

Ansatzes, ein komplexes Problem durch eine nicht unbekannte, aber schwer greifbare Black-Box 

Funktion abzubilden. 

Die zeitlichen Darstellungen könnten die Vermutung nahelegen, dass mit einer geringen 

Standardabweichung der Ensembleelementvorhersagen die Differenz der gemittelten Vorhersage 

zur Messung ebenfalls abnimmt. Um diesen Zusammenhang näher zu untersuchen, wurde die 

Abbildung 7-5 erstellt. Sie zeigt die Zuordnung der Messwerte zu der Std.- Abweichung der 

Ensembleelementvorhersagen, sowie die mittlere Std.- Abweichung über alle Testsequenzen. 
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Abbildung 7-5: Messwerte gegenüber der Std.- Abweichung der Ensembleelementvorhersagen, FK 

"J", single-Layer 

Es zeigt sich eine breit gestreute Punktwolke. Im Bereich der Messwerte bis 3m Wellenhöhe zeigt 

sich ein eher einheitliches Bild, die Std.- Abweichung ist ungefähr im Intervall 0,05m bis 0,55m 

gestreut, mit einer Häufung im Bereich 0,15m. Oberhalb von Messwerten von 3m zeichnet sich ein 

Trend ab, mit steigenden Messwerten steigt auch die Std.- Abweichung, sowie die Streuung dieser. 

Besonders zeigt sich dies im Bereich 4m bis 5m Wellenhöhe, durch eine Häufung der Punkte um 

eine Std.- Abweichung von 0,65m. Wie schon in Abbildung 7-1 lassen sich allerdings bei dieser 

Darstellungsform keine zeitlichen Abhängigkeiten erkennen, es ist möglich, dass diese Punkte durch 

aufeinander folgende Zeitschritte innerhalb einer Sequenz generiert wurde.  

Der beobachtete Trend der ansteigenden Std.- Abweichung mit steigenden Messwerten ab 2m 

Wellenhöhe ist bei allen weiteren FK ebenfalls zu beobachten. Ein extremes Beispiel bildet dabei 

die FK ĂGñ, dazu ist die Abbildung 7-6 gegeben. Die ansteigende Std.- Abweichung und Streuung 

dieser mit steigenden Messwerten ist sehr deutlich sichtbar. 
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Abbildung 7-6: Messwerte gegenüber der Std.- Abweichung der Ensembleelementvorhersagen, FK 

"G", single-Layer 

Die Abbildung 7-7 bringt die Darstellungsformen der Scatterplots aus Abbildung 7-1 und Abbildung 

7-5 in vereinfachter Form zusammen. Die sig. Wellenhöhe wurde in Gruppen von 0,5m Breite unter-

teilt. Dem gegenüber gestellt sind die mittlere relative Abweichung der Vorhersage zum Messwert 

pro Gruppe, sowie die absolute Häufigkeitsverteilung der Zeitschritte in den Testsequenzen. Dem 

Prinzip des PBias folgend (Gl. 18) wurde die relative Abweichung für jeden Zeitschritt individuell 

gebildet, die Berechnung des Mittelwerts wurde statt über eine Sequenz für jede Gruppe getätigt. 

Ebenfalls über die Gruppen gemittelt wurde die Standardabweichung der Ensembleelementvorher-

sagen. Ein negativer Wert der rel. Abweichung bedeutet beim PBias eine Unterschätzung der Mess-

werte, und umgekehrt. 
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Abbildung 7-7: Verteilung der Messwerte und rel. Abweichung, sowie Standardabweichung über die 

Wellenhöhe, FK ĂJñ, single-Layer 

In der Abbildung lassen sich einige Erkenntnisse aus vorherigen Darstellungen bestätigen. Abbil-

dung 7-1 zeigte ebenfalls f¿r die FK ĂJñ eine ¦berschªtzung durch das Modell im Bereich der Mess-

werte bis 1,5m, oberhalb dieses Wertes ist mit steigendem Abstand das Gegenteil zu erkennen, die 

Vorhersage unterschätzt. Zudem deutete Abbildung 7-1 eine wachsende Abweichung und Streuung 

der Vorhersagegüte ab einer Wellenhöhe über 1,5m an, was in Abbildung 7-7 ebenfalls deutlich 

sichtbar ist. Die Abweichung je Wellenhöhengruppe scheint in keinem Verhältnis zu den vorhande-

nen Werten pro Gruppe zu stehen, was u.a. die relativ hohe Abweichung in der 0,75m-Gruppe von 

ca. 0,18 bei gleichzeitig der größten Anzahl an Zeitschritten zeigt. Die Vermutung, dass in den Trai-

ningsdaten relativ selten vorhandene Wellenhöhen zu größeren Abweichungen bei diesen Werten 

im Test führen, wird damit widerlegt.  

Auffällig ist auch der starke Anstieg der mittleren Standardabweichung oberhalb einer Wellenhöhe 

von 3,5m. Dieser Trend ist über alle FK zu erkennen, was die Feststellungen aus vorherigen Abbil-

dungen bestätigt. Dies scheint nicht in Verbindung mit großen Abweichungen zwischen Messung 

und Vorhersage zu stehen, was die Abbildung ebenfalls zeigt. Dies wurde bereits in der globalen 

Analyse festgestellt. Eine mögliche Korrelation der mittleren Standardabweichung kann mit der An-

zahl der verfügbaren Zeitschritte pro Gruppe bestehen, mit sinkenden Zeitschritten je Gruppe steigt 

die Standardabweichung tendenziell an.  

Der Vollständigkeit halber sei auch eine Darstellung der Fehlerfunktion der variablen Hyperparame-

ter gegeben, welche durch die Dokumentation der BAYES-Optimierung ermöglicht wird. In Abbildung 

7-8 ist dies f¿r die FK ĂJñ und den single-Layer-Fall dargestellt. Der ermittelte Fehler des Ersatzmo-

dells ist in Abhängigkeit der Initialen Lernrate, der Anzahl der Hidden Units als Exponent zur Basis 

2 und dem Faktor zur Verringerung der Lernrate dargestellt. 
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Abbildung 7-8: Fehlerfunktion der variablen Hyperparameter, FK "J", single-Layer 

Es entsteht eine Ebene, welche zum Betrachter geneigt ist. Es ist ein Gefälle der Initialen Lernrate 

und der Anzahl der Hidden Units hin zu kleinen Werten erkennbar. Der Faktor der Verringerung der 

Lernrate hat keinen deutlichen Einfluss auf den Fehler. Eine Kombination von vielen Hidden Units 

und größeren Lernraten verschlechtert die Vorhersagegüte erheblich. Die ermittelten Minima für alle 

FK und Architekturen sind in A 1 ersichtlich. 

Sobald die Anzahl der Hidden Layer erhöht wird, kommt ein neuer variabler Hyperparameter hinzu, 

die Dropout-Rate. Exemplarisch zeigt dies Abbildung 7-9, die Größe der Punkte ist Abhängig von 

der Höhe der Rate. 

 

Abbildung 7-9: Fehlerfunktion der variablen Hyperparameter, FK "J", 2 Hidden-Layer 
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Es lassen sich dieselben Erkenntnisse wie bei der vorherigen Darstellung bezüglich initialer Lernrate 

und Anzahl der Hidden Units ableiten. Deutlich erkennbar ist eine dreidimensionale Oberfläche, mit 

größerer Anzahl der Hidden Units und größeren Initialen Lernraten steigt der Fehler deutlich. Weder 

für den Verringerungs-Faktor noch für die Dropout-Rate sind Zusammenhänge mit dem Modellfehler 

erkennbar. Dieser Trend setzt sich im 4-Layer Fall fort, es sind nur noch geringe Fehler bei Lernraten 

nahe null über alle Anzahlen der Hidden Units vorhanden.  

Für jedes Ensembleelement bietet die Trainingsdokumentation eine Fülle an Informationen, u.a. 

auch über den Trainingsfortschritt. Dieser ist für das erste Ensembleelement des besten Ensembles 

in Abbildung 7-10 exemplarisch dargestellt. Die Kurven des RMSE im Training und in der Validierung 

geben Aufschluss über die Verbesserung der Vorhersagefähigkeit des Modells. Die vertikale Linie 

kennzeichnet den Stand des Modells, welcher den geringsten Fehler aufwies, und welches daher 

exportiert wurde. Es ist zu beachten, dass der RMSE (Gl. 14) ist nicht relativ ist, und anhand der 

normierten Trainingsdaten im Intervall πȟρ berechnet wurde. 

 

Abbildung 7-10: Trainingsfortschritt anhand RMSE, 1. Element des besten Ensembles der FK "J" 

Mit steigender Anzahl an Trainingsiterationen fällt der Vorhersagefehler, besonders in den ersten 20 

Iterationen. Die optimalen Parameter im Netz wurden offenbar in der ca. 330. Iteration erreicht, der 

RMSE ist am geringsten. Die Häufigkeit der Validierung ist konstant bei 10, was die glatte Validie-

rungskurve im Vergleich zur Trainingskurve erklärt. Es wurden nur ca. 380 Iterationen durchgeführt, 

da das Abbruchkriterium danach erreicht war. 

Wie bereits erwähnt lässt der ermittelte Validierungs-RMSE in gewissem Maße Rückschlüsse auf 

die Performance im Test zu. Die in Kapitel 3.2 erläuterte Generalisierungsfähigkeit lässt sich durch 

die Differenz zwischen Trainingsfehler und Validierungsfehler ermitteln. Diese Differenz ist auch mit 

steigenden Iterationen sehr gering, was auf eine gute Generalisierungsfähigkeit und kein Overfitting 

hinweist. 

Zusammenfassend sind nachfolgend die wichtigsten Ergebnisse aufgezählt: 
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¶ Maximale Anzahl an Epochen ausreichend groß gewählt 

¶ Varianz liefert keine direkten Rückschlüsse auf die Qualität der Vorhersage 

¶ kein eindeutiger Zusammenhang zwischen Berechnungszeit und Anzahl der Hidden Layer, 

Anzahl der Hidden Units oder dem Anteil der genutzten Trainingsiterationen  

¶ Ersatzmodell bildet die Fehlerfunktion des ML-Algorithmus konsistent ab  

¶ Hyperparameter Dropout-Rate und Lernrate-Dropfaktor haben keinen eindeutigen Einfluss 

auf Performance, insbesondere Lernrate-Dropfaktor müsste nicht optimiert werden 

¶ geringer Einfluss der Architektur auf Modellgüte 

¶ Validierungs-Fehler lässt grobe Abschätzung der Modell-Performance zu 

¶ Einbeziehen von erweiterten Features kann vorteilhaft sein 

¶ Windgeschwindigkeit und Wellenperiode als wichtigste Features 

¶ keine Feature-Auswahl notwendig 

¶ ausreichend Sequenzen für Training und Test vorhanden 

¶ Verlauf der Messzeitreihe kann durch Vorhersage meist abgebildet werden 

¶ Einschwingen der Vorhersage 

¶ Unterhalb von Messwerten von ca. 1,5m sig. Wellenhöhe überschätzt das Modell ĂJñ, mit 

steigenden Werten oberhalb von 1,5m unterschätzt das Modell zunehmend 

¶ wachsende Abweichung und Streuung der Vorhersagegüte ab einer Wellenhöhe über 1,5m  

¶ Korrelation der mittleren Standardabweichung mit der Anzahl der verfügbaren Zeitschritte 

pro Wellenhöhen-Gruppe 

¶ in den Trainingsdaten relativ selten vorhandene Wellenhöhen führen nicht zwangsläufig zu 

größeren Abweichungen  

¶ starker Anstieg der mittleren Standardabweichung oberhalb einer Wellenhöhe von 3,5m 

¶ Periodizität in der Trainings-Kurve lässt sich auf wiederkehrende Sequenzen zurückführen 

7.2 Sequence to One  

In gleicher Differenzierung der Betrachtungsebenen erfolgt die Analyse der Ergebnisse zum S2O-

Anwendungsfall. Beim Vergleich zwischen beiden Fällen ist der Unterschied zu beachten, dass bei 

S2O die Anzahl der BAYES-Evaluationen nicht relativ zu der Anzahl der variablen Hyperparameter 

ist, sondern immer 50 beträgt und damit deutlich weniger als die 150 bzw. 200 Evaluationen im S2S-

Fall. 

Ein Vergleich zwischen beiden Anwendungsfällen hinsichtlich der nutzbaren Zeitschritte erübrigt 

sich. Es sind bei S2O über alle Architekturen und Featurekombinationen immer gleich viele Zeit-

schritte und Sequenzen nutzbar, da jeweils bei uni- und multivariater Betrachtung dieselbe Anzahl 

an Features einfließen. 

Auf der globalen Ebene können für die uni- und multivariate Betrachtung einige Beobachtungen 

gemacht werden, die auch auf die S2S-Variante zutreffen. Diese betreffen hauptsächlich die Hyper-

parameter. Über alle Architekturen kann kein deutlicher Zusammenhang zwischen FK und optimier-

ten Hyperparametern gefunden werden, wie bei S2S wird bei der Dropout-Rate und dem Lernraten-

Anpassungsfaktor der gesamte verfügbare Wertebereich genutzt. Der ermittelte minimale RRMSE 

der Ersatzfunktion ist auch bei S2O meist einige Prozent unterhalb des gemittelten RRMSE pro FK. 

Zuletzt kann über alle Architekturen keine Verbindung zwischen einbezogenen Features und der 

gemittelten Varianz erkannt werden. 



Untersuchung der Anwendbarkeit von Seegangsvorhersagen in der deutschen Bucht mittels Machine Learning Methoden 

Seite 93 
 

 

Außerdem können einige Gemeinsamkeiten zwischen uni- und multivariater Betrachtung identifiziert 

werden, darunter das Verhalten mit unterschiedlichem Vorhersagezeitraum, was ohnehin im S2S 

entfällt. Zunächst existiert unter den Architekturen kein Zusammenhang zwischen Vorhersagezeit-

räumen und Berechnungszeiten. Letztere sind um ein Vielfaches größer im Verglich zu S2S, was 

ein Grund für die Reduzierung der BAYES-Evaluationen war. Mit steigendem Vorhersagezeitraum 

steigt der RRMSE an, dies wird durch folgende Tabellen nochmals aufgegriffen. Bei beiden Betrach-

tungen ist kein deutlicher Zusammenhang zwischen Anzahl Layer und Hidden Units zu erkennen. 

Es besteht keine Abhängigkeit des finalen Validierungs-Fehlers von dem Vorhersagezeitraum, da 

für alle Zeiträume das Training gleich aufgebaut ist, und unabhängig von dem Zeitraum ist. 

Die globalen Unterschiede zwischen uni- und multivariater Analyse fallen geringer aus, abgesehen 

vom RRMSE. Beim univariaten Ansatz ist die Berechnungszeit stärker schwankend, zudem steigt 

mit wachsendem Vorhersagezeitraum die gemittelte Varianz tendenziell an, was bei der multivaria-

ten Betrachtung nicht der Fall ist. Hier kann der Trend beobachtet werden, dass mehr Hidden Units 

als bei der univariaten Analyse als optimal identifiziert werden. Der Validierungs-Fehler ist bei Mul-

tivariat deutlich größer als bei Univariat oder im S2S-Fall. Generell ist im S2O-Fall kein Rückschluss 

von dem Validierungs-Fehler auf die Vorhersagegüte möglich, wie es bei S2S der Fall war. 

Im univariaten Fall ist der Anteil der genutzten Sequenzen im Mittel höher als bei S2S, erreicht aber 

nie die 100%. Im Multivariaten ist der Anteil der genutzten Sequenzen ist im Mittel nochmals höher 

als bei S2O-Multivariat, erreicht sogar häufig die 100%. Dies kann durch die konstanten Sequenz-

anzahlen erklärt werden. Im univariaten Fall sind diese geringer als im S2S-Fall, im Multivariaten 

nochmals geringer als im Univariaten. Es besteht kein Zusammenhang zwischen Anteil der genutz-

ten Epochen und der Modellperformance, der FK, Architektur oder der Varianz. Auf den Parameter 

der Epochen wird am Ende des Kapitels nochmal näher eingegangen.  

Zuletzt ist die benötigte Berechnungszeit bei Multivariat nochmals größer als bei Univariat. Dies legt 

einen groben Zusammenhang zwischen beiden Parametern nahe, unter den FK ist dieser Effekt 

nicht zu erkennen.  

Auf der Layer-Auswertungsebene kann, ähnlich der Tabelle 9, eine Übersicht zur Vorhersagegüte 

erstellt werden. Im Gegensatz weist die Tabelle 10 weniger FK auf, sowie eine Differenzierung nach 

der Anzahl der Vorhersagezeitschritte. Der FK ist nach Kapitel 6.4.2 direkt eine Anzahl an vergan-

gener Zeitschritte ύ zugeordnet. 
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Tabelle 12: Übersicht zur Performance der univariaten S2O-Vorhersage 

FK w 
Vorhersage-

zeitraum 
[Zeitschritte] 

Gesamt RRMSE [-] 
RRMSE bestes 
Ensemble [-] 

  

1 2 4 1 2 4 Layer 

A 4 

12 

0,166 0,162 0,166 0,131 0,147 0,147   

B 6 0,165 0,161 0,175 0,136 0,139 0,148   

C 8 0,167 0,167 0,167 0,137 0,148 0,141   

D 16 0,168 0,171 0,179 0,148 0,151 0,169   

A 4 

48 

0,35 0,351 0,362 0,303 0,29 0,323   

B 6 0,347 0,341 0,351 0,292 0,265 0,296   

C 8 0,349 0,342 0,357 0,302 0,285 0,311   

D 16 0,352 0,35 0,349 0,31 0,298 0,287   

A 4 

96 

0,487 0,468 0,461 0,396 0,381 0,401   

B 6 0,466 0,455 0,459 0,42 0,421 0,399   

C 8 0,45 0,471 0,448 0,409 0,412 0,414   

D 16 0,455 0,474 0,462 0,404 0,408 0,364   

 

Für die univariate Betrachtung kann anhand der Tabelle 12 für einen Vorhersagezeitraum von um-

gerechnet 6h ein über alle Ensembles mittlerer RRMSE von 0,16, für 24h ein RRMSE von 0,34 und 

für 48h ein RRMSE von 0,45 erzielt werden. Wie bereits in der globalen Betrachtung festgestellt, 

steigt der RRMSE mit dem Vorhersagezeitraum an, in unterlinearem Verhalten. Ähnlich der S2S-

Analyse ist der Einfluss der Anzahl der Hidden-Layer nicht eindeutig. Allerdings lässt sich der Trend 

erahnen, dass mit steigendem Vorhersagezeitraum Modelle mit größerem ύ bessere Vorhersagen 

erzielen. Der Einfluss der Architektur ist mit wenigen Prozent ähnlich gering wie im S2S-Fall. 

Analog sind die Ergebnisse zur multivariaten Betrachtung in Tabelle 13 dargestellt. 
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Tabelle 13: Übersicht zur Performance der multivariaten S2O-Vorhersage 

FK w 
Vorhersagezeit-

raum 
[Zeitschritte] 

Gesamt RRMSE  
[-] 

RRMSE bestes 
Ensemble [-]  

1 2 4 1 2 4 Layer 

A 4 

12 

0,235 0,193 0,236 0,169 0,128 0,185   

B 6 0,241 0,197 0,235 0,159 0,16 0,185 
 

C 8 0,194 0,187 0,253 0,147 0,147 0,189 
 

D 16 0,188 0,219 0,577 0,16 0,16 0,31   

A 4 

48 

0,375 0,35 0,432 0,28 0,289 0,306   

B 6 0,329 0,344 0,523 0,273 0,254 0,394   

C 8 0,349 0,342 0,455 0,28 0,268 0,324   

D 16 0,341 0,349 0,561 0,275 0,275 0,41   

A 4 

96 

0,468 0,414 0,532 0,361 0,307 0,428   

B 6 0,446 0,421 0,553 0,366 0,33 0,396   

C 8 0,463 0,441 0,633 0,323 0,373 0,559 
 

D 16 0,438 0,43 0,623 0,359 0,368 0,427 
 

 

Für einen Vorhersagezeitraum von umgerechnet 6h ein über alle Ensembles mittlerer RRMSE von 

0,19, für 24h ein RRMSE von 0,33 und für 48h ein RRMSE von 0,41 erzielt werden. Damit weicht 

die Vorhersagegüte leicht vom univariaten Fall ab. Für die geringe Vorhersagezeit ist der Fehler um 

3% größer, mit steigendem Zeitraum wird dieser Trend umgekehrt, sodass für die 48h eine Verbes-

serung von 4% möglich ist. 

Wie zu erwarten, steigt der RRMSE wie im univariaten Fall mit dem Vorhersagezeitraum in unterli-

nearer Weise an. Im Gegensatz zur anderen Betrachtung lässt sich hier allerdings kein Trend zwi-

schen Vorhersagezeitraum und dem Zeitfenster ύ erkennen. Außerdem lässt sich nicht pauschali-

sieren, dass ein großes Zeitfenster ύ zu guter Perfomance führt. 

Im Vergleich zum S2S-Fall sind die Differenzen zwischen RRMSE über alle Ensembles und dem 

besten Ensemble teilweise deutlich größer. Dies deutet auf größere Differenzen zwischen den Vor-

hersagen der einzelnen Ensembles hin. 

Die Performance infolge der veränderten Architektur zeigt ein deutlich verändertes Bild, als noch bei 

der univariaten Betrachtung. Der Einfluss der Architektur ist mit teilweise über 30% Differenz deutlich 

größer als bei S2S oder der univariaten Betrachtung. Nach Tabelle 13 erzielt die 4-Layer Architektur 

meist die schlechtesten Ergebnisse. Übereinstimmend mit S2S werden insgesamt bei S2O durch 

Architekturen mit einem oder zwei Hidden Layer die besseren Ergebnisse erzielt. 

Es sind weitere vielfältige Vergleiche zwischen den Daten beider Anwendungsfälle möglich. Detail-

liertere Gegenüberstellungen sind allerdings wenig sinnvoll, aufgrund der grundsätzlich verschiede-

nen Anwendungsfälle, sowie der unterschiedlichen Anzahl an BAYES-Evaluationen. 
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Analog zum S2S-Fall wurde für die Auswertung auf der Ensemble-Ebene ein Auswertungsskript 

EnsembleAuswertung_S2O erstellt. Die FK ĂBñ in der 2-Layer Architektur liefert über die gesamte 

S2O-Auswertung relativ gute Ergebnisse. Aufgrund der gesteigerten Anzahl an Möglichkeiten bei 

der S2O-Analyse, welche durch den zusätzlichen Parameter der Vorhersageschritte erzeugt wer-

den, ist die Auswertung im Folgenden auf eben diese Kombination begrenzt. Beim Vergleich der 

Vorhersageschritte liefern geringe Anzahlen an Zeitschritte entsprechend weniger Testzeitschritte, 

daher sind die Test-Sequenzen kürzer. 

Für die kürzeste Vorhersagezeit von 12 Zeitschritten liefert die Gegenüberstellung der Mess- und 

Vorhersagewerte im univariaten Fall die Abbildung 7-11. 

 

Abbildung 7-11: Gegenüberstellung der Vorhersagewerte zu den Messwerten für jeden Zeitschritt und 

jede Testsequenz, FK "B", 12 Vorhersagezeitschritte, univariat 

Insgesamt wird ein relativ geringer RRMSE erreicht, die Vorhersagen sind über alle Wertebereich 

der Messungen nahe dem tatsächlichen Wert, was die Steigung der Regressionsgeraden bestätigt. 

Auffällig sind die Punktformationen, welche eine horizontale Linie bilden. 
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Abbildung 7-12: Gegenüberstellung der Vorhersagewerte zu den Messwerten für jeden Zeitschritt und 

jede Testsequenz, FK "B", 12 Vorhersagezeitschritte, multivariat 

Für den multivariaten Fall ergibt sich ein ähnliches Bild, mit insgesamt höherer Abweichung. Auch 

hier sind horizontale Linien zu erkennen.  

Die Antwort für diese Formationen liefert Abbildung 7-13, dargestellt ist exemplarisch der zeitliche 

Verlauf der Vorhersage und Messung, sowie die einzelnen Ensemblevorhersagen im multivariaten 

Fall. 

 

Abbildung 7-13: Zeitlicher Verlauf der Element-Vorhersagen und der Messwerte, Testsequenz 11, FK 

"B", 12 Vorhersagezeitschritte, multivariat 
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Die gemittelte Elementvorhersage schafft es nicht, den Verlauf der Messungen abzubilden, lediglich 

ein grober Trend wird erfasst. Dies lässt sich auch in den Ensembleelementvorhersagen erkennen, 

welche lediglich eine relativ konstante Linie abbilden. Die fast konstante Vorhersage führt in Abbil-

dung 7-12 zu den horizontalen Formationen, in diesem Fall ist lässt sich also eine zeitliche Abhän-

gigkeit der Punkte erkennen.  

Die einzelnen Elemente behalten dabei über den Vorhersagezeitraum ihre relative Position zu den 

anderen Elementen bei. Die Standardabweichung der Elementvorhersagen bleibt damit fast kon-

stant. Ein sehr ähnliches Bild ergibt sich für den größten Vorhersagezeitraum mit 96 Zeitschritten. 

 

Abbildung 7-14: Gegenüberstellung der Vorhersagewerte zu den Messwerten für jeden Zeitschritt und 

jede Testsequenz, FK "B", 96 Vorhersagezeitschritte, multivariat 

In Abbildung 7-14 lassen sich die horizontalen Punktformationen noch deutlicher erkennen. Die Ab-

weichung ist deutlich größer als bei den geringeren Vorhersagezeiträumen, mit einer durchgängigen 

Unterschätzung der Werte oberhalb einer gemessenen Wellenhöhe von 3,5m. 




































































